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Prologo

Este libro es una edicion revisada y ampliada de Correspondence Analysis in Practice,
publicado por primera vez en 1993. Creo que hoy sigue siendo valido lo que es-
cribi en el prélogo de la primera edicion; era lo siguiente:

El analisis de correspondencias es una técnica estadistica ttil para estudiantes, inves-  Extracto del prologo

tigadores y profesionales que trabajan con datos categéricos, por ejemplo, datos obte- (8 12 primera edicion de
Correspondence Analysis

nidos en encuestas sociales. El método es especialmente eficaz para analizar las tablas ~ ” Practi
in Practice

de contingencia con datos de frecuencias numeéricas, ya que nos proporciona una
representaciéon grafica elegante y simple que permite una rapida interpretacién y
comprension de los datos. A pesar de que los origenes teéricos de esta técnica tienen
mas de 50 anos, fue el matemadtico y lingiiista francés Jean-Paul Benzécri quien, jun-
to con sus colegas y estudiantes, dio un impulso real a las aplicaciones modernas del
andlisis de correspondencias, a principios de los anos sesenta en la Universidad de
Rennes, y posteriormente, en el campus Jussieu de la Universidad de Paris. En los
Paises Bajos y Japon, Jan de Leeuw y Chikio Hayashi también fueron pioneros en
desarrollos paralelos del analisis de correspondencias. Mi implicacién con el andlisis
de correspondencias empez6 en 1973 cuando inicié mi doctorado en el laboratorio
de analisis de datos de Benzécri en Paris. La publicaciéon en 1984 de mi primer libro,
Theory and Applications of Correspondence Analysis, coincidié con el inicio de una amplia
difusién del analisis de correspondencias fuera de Francia. En aquel momento tenia
la esperanza de que mi libro pudiera servir para que en el futuro se extendiera la apli-
cacion practica del andlisis de correspondencias. Las evoluciones posteriores y la re-
ciente popularidad del método no pudieron haber sido mas gratificantes: centenares
de investigadores se introdujeron en el mismo y se familiarizaron con la capacidad de
éste para hacer comprender a los no especialistas, mediante representaciones grafi-
cas, la informacién contenida en complejas tablas de datos numéricos. Los investiga-
dores con los que entré en contacto procedian de disciplinas tan diversas como
sociologia, ecologia, paleontologia, arqueologia, geologia, pedagogia, medicina, bio-
quimica, microbiologia, lingiistica, investigacion de mercados, publicidad, religion,
filosofia, arte y musica. En 1989, Jay Magidson de Statistical Innovations Inc., me
invité a colaborar con Leo Goodman y Clifford Clogg en la presentaciéon en un cur-
so de dos dias en Nueva York titulado «Correspondence Analysis and Association Models:
Geometric Representation and Beyond». La mayor parte de los participantes eran profe-
sionales del marketing de las principales companias norteamericanas. Preparé unas

notas para este curso que reforzaban la aproximacién practica del analisis de corres-



Las conferencias de
Colonia y Barcelona

Una segunda edicion
ampliada

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

pondencias, la orientacion al usuario. La reaccién positiva de la audiencia fue conta-
giosa y me animoé posteriormente a impartir cursos sobre andlisis de corresponden-
cias en Sudafrica, Inglaterra y Alemania. Este libro es fruto de las notas preparadas

para €sos cursos.

En 1991, el profesor Walter Kristof de la Universidad de Hamburgo me propuso
que organizaramos, con el apoyo de Jorg Blasius del Archivo Central para
Investigacion Social Aplicada (Zentralarchiv fiir Empirische Sozialforschung), de la Uni-
versidad de Colonia, una conferencia sobre analisis de correspondencias. Este even-
to fue la primera conferencia internacional de este tipo. Atrajo a Colonia a una gran
audiencia procedente de Alemania y paises europeos vecinos. Este primer encuen-
tro evolucioné hacia una serie de conferencias cuatrianuales, que tuvieron lugar en
1995y 1999 en Colonia, en 2003 en la Universidad Pompeu Fabra, en Barcelona, y
en 2007 en la Universidad Erasmus de Rotterdam. De la conferencia de 1991 sur-
gi6 la publicacion del libro Correspondence Analysis in the Social Sciences, mientras que
la de 1995 dio lugar a otro libro, Visualisation of Categorical Data. Ambas publicacio-
nes recibieron excelentes criticas. En la conferencia de 1999 sobre andlisis de datos
a gran escala, los participantes tuvieron que presentar analisis de datos del Progra-
ma Internacional de Encuestas Sociales (Internacional Social Survey Programme, ISSP).
Esta reunién interdisciplinaria incluy6 presentaciones no sélo sobre los tltimos des-
arrollos metodologicos del analisis de encuestas, sino también sobre temas tan di-
versos como la religion, el medio ambiente y la desigualdad social. En 2003, en la
conferencia de Barcelona, se retom6 el tema original —bautizado con nombre pro-
pio de mujer (en catalan), CARME, siglas de Correspondence Analysis and Related, Me-
thods—, que dio lugar a la creacion de la red CARME (www.carme-n.org). Esta con-
ferencia nos llevé a Jorg Blasius y a mi a editar un tercer libro, Multiple Corresponden-
ce Analysis and Related Methods, publicado por Chapman & Hall en junio de 2006.
Como ocurri6 con los dos libros anteriores, nuestra idea era editar una obra colec-
tiva con participacion de diversos autores. Para ello pedimos la contribucion de
expertos en el tema y, en nuestra tarea de editores, completamos la obra con una
introduccion; se relacionaron las distintas contribuciones, se unificé la notacion y
se compil6 una lista comun de referencias y el indice. De algtin modo, estos libros
marcan el desarrollo del tema, al menos en lo que se refiere a las ciencias sociales.
Son muy recomendables para cualquier persona interesada en profundizar en el

conocimiento del analisis de correspondencias y en los métodos relacionados.

Para mi fue muy gratificante reescribir Correspondence Analysis in Practice, 13 anos
después de la primera edicion y después de haber acumulado mucha mas expe-
riencia en la investigacion social y medioambiental. He impartido cursos en todo
el mundo, incluyendo Espana, Italia, Bélgica, Brasil, Canada y Australia, al igual
que cursos de analisis multivariante para bi6logos medioambientales en Noruega,
Islandia y Espana, en los que el analisis de correspondencias era uno de los temas
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PROLOGO

principales. La experiencia acumulada me ha ido sugiriendo nuevas aplicaciones
y renovadas ideas, imprescindibles para actualizar el contenido de la primera edi-
cion. Aparte de revisar completamente los capitulos originales y renovar algunos
ejemplos, se han anadido cinco nuevos capitulos, sobre las relaciones de transicion
y de regresion (en los que se exponen los resultados del analisis de corresponden-
cias y donde los datos originales estan relacionados mediante funciones lineales),
sobre las tablas concatenadas (acerca de como podemos analizar conjuntamente
varias tablas de contingencia), el analisis de correspondencias de subgrupos (una
simple pero efectiva variante del algoritmo del analisis de correspondencias que
permite analizar partes seleccionadas de un conjunto de datos), el analisis de ta-
blas cuadradas (en el que se aprende a descomponer las tablas cuadradas —por
ejemplo las tablas de movilidad social y las matrices de brand switching— en partes
que podemos visualizar de forma separada utilizando el andlisis de corresponden-
cias) y, por ultimo, el analisis de correspondencias canénico (sobre como tener en
cuenta las relaciones con variables explicativas externas, una ampliacion del anali-
sis de correspondencias muy utilizado en ecologia). Después de 33 anos de traba-
jo en este ambito del conocimiento, puedo aventurar que esta segunda edicion
contiene casi todo mi saber practico sobre el tema.

En una conferencia a la que asisti en los annos ochenta, me obsequiaron con una
insignia de solapa, cuya foto se reproduce en esta pagina. Dicha insignia contie-
ne una bonita y ambigua maxima, que bien podria ser, en todo el mundo, el lema

del analisis de correspondencias.

L1 e L
Slallsllclansnl '
counl

h _

Para ilustrar el significado mas obvio de este lema, y para dar un simple ejemplo de

analisis de correspondencias, hice un recuento del namero de tablas y figuras que
contenia cada uno de los capitulos de la primera edicion y lo comparé con los ca-
pitulos homologos de la segunda. Para que la comparacion entre ambas ediciones
fuera valida, expresé estos resultados con relacién al numero total de paginas
de cada capitulo. A continuacion llevé a cabo una variante de la técnica llamada
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Formato de la segunda
edicion

Imagen 1:

Mapa del analisis

de correspondencias de
subgrupos de los
porcentajes de tablas y
figuras de los 20 capitulos
de la primera edicion
(simbolizado por A) y de
sus homdlogos de la
segunda edicion
(simbolizados por B), que
hemos presentado como un
biplot estandar.

Los niimeros de los
capitulos de la segunda
edicidn corresponden a los
de sus homélogos de la
primera edicion

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

analisis de corvespondencias de subgrupos (descrita en el capitulo 21), que me permi-
ti6 dibujar el mapa que mostramos en la imagen 1 —estas ideas se comprenderan
mejor una vez leido el libro, sin embargo, por el momento consideremos este ejem-
plo como una especie de diagrama de dispersion—. Los dos vectores, figuras y ta-
blas, apuntan hacia la derecha, por tanto, los capitulos situados a la derecha tienen
porcentajes de figuras y tablas superiores a la media. Por ejemplo, los capitulos 9 y
11 de la segunda edicion tienen los mayores porcentajes de figuras y tablas, respec-
tivamente. Unas tres cuartas partes de los capitulos de la segunda edicion que he-
mos considerado para el andlisis, se hallan situados a la derecha del centro del
mapa (el centro representa la media), mientras que solamente un cuarto de los ca-
pitulos de la primera edicion se hallan situados a la derecha. Este resultado de-
muestra un incremento sustancial de las figuras y tablas en la segunda edicién. En
realidad, en ésta, han aumentado sustancialmente la informacion y las aplicaciones
practicas del libro. La primera edicién tenia un cuerpo central (sin incluir los apén-
dices) de 177 paginas —en la segunda edicién en inglés éste ha aumentado a 200;
un incremento del 13% que ha consistido en un incremento del 25% del nimero
de capitulos y de temas, un incremento del 18% en el nimero de conjuntos de
datos, un incremento del 44% en el nimero de figuras y del 63% en el de tablas.

Este libro presenta algunas innovaciones que merecen mencionarse. Es nuestra in-
tencion que esta edicion tenga un enfoque todavia mas didactico que la primera:
asi cada capitulo representa una cantidad limitada de informacioén con el objetivo

1
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de facilitar la lectura y su uso en la ensennanza. No habia una mejor manera de con-
seguirlo que limitar la extension de los capitulos, por lo que cada uno de ellos [en
la version en inglés] tiene exactamente ocho paginas. [Dicha extension se ha visto
ampliada a nueve paginas en la version en castellano.] Era uno de los aspectos mas
interesantes del proyecto, que ademas fue evolucionando de forma natural a medi-
da que escribia el libro. Uno de mis colegas comparé la labor didactica con la poé-
tica: el simil de escribir sonetos de 14 versos con una rima estricta resulto ser valido
en mi caso: definitivamente, el formato contribuy6 al proceso creativo. Otra inno-
vacion ha sido el amplio uso de apostillas o notas en los margenes, cuya funcion de
encabezamiento de parrafo se suma a la de resumir al inicio de cada capitulo, los
principales contenidos del mismo. También se ha optado por ubicar las leyendas de
figuras y tablas en los margenes, de manera que la informacion que aporten pueda
ser mas extensa y visual que con una clasica disposicion al pie. Por ultimo, cada ca-
pitulo finaliza con un resumen, en el que se esquematizan las ideas clave.

Igual que en la primera edicion, el libro se orienta hacia la practica del analisis
de correspondencias, por lo que hemos reunido en un apéndice final los temas
mas técnicos, asi como los aspectos mas matematicos. El apéndice tedrico (A) es
mas extenso que el de la primera edicion. Incluye teoria adicional sobre los nue-
vos temas del libro como, por ejemplo, el analisis de correspondencias canénico.

Una de las principales caracteristicas de esta edicion, que claramente la distingue
de la original, y que esta en total sintonia con la presente era digital, es la exten-
sion del apéndice de calculo (B), en el que utilizamos el programa R de dominio
publico, que se ha convertido de facto en un procedimiento de calculo estadisti-
co estandar. Casi todos los andlisis contenidos en el libro estan reflejados en este
apéndice. Para ello, se presentan las instrucciones en R necesarias para obtener
los correspondientes resultados. Ademas, se describen tres tecnologias distintas
utilizadas para crear las representaciones graficas del libro. Aunque los mapas
puedan parecer simples, obtenerlos no ha sido en absoluto un ejercicio trivial.

En los 25 capitulos del libro no se facilitan referencias bibliograficas. Sin embar-
go, se incluye un capitulo de bibliografia, relativamente breve, para orientar al
lector hacia lecturas adicionales que contienen resenas bibliograficas mucho mas
extensas. El libro acaba con un glosario de los términos mas importantes y con un
epilogo con reflexiones finales.

La primera edicion de este libro la escribi en Sudafrica, la presente edicion la he
escrito en Cataluna, Espana. Mucha gente, y muchas instituciones, han contribui-
do, de una manera u otra, a este proyecto. En primer lugar, y de forma principal,
quiero expresar mi agradecimiento a Rafael Pardo, director de la Fundacién
BBVA, sin cuyo apoyo, tanto desde el punto de vista humano como econ6émico,
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CAPITULO

Diagramas de dispersion y mapas

El analisis de correspondencias es un método de analisis de datos que representa
graficamente tablas de datos. El analisis de correspondencias es una generaliza-
cién de una representacion grafica con la que todos estamos familiarizados, el
diagrama de dispersion. Un diagrama de dispersion representa los datos en forma
de puntos con relacion a dos ejes de coordenadas perpendiculares: el eje horizon-
tal, eje de las x, y el eje vertical, eje de las y. Para introducirnos poco a poco en el
andlisis de correspondencias, es conveniente que reflexionemos sobre lo que en-
tendemos por diagrama de dispersion y sobre como interpretamos los datos que
éste representa graficamente. Haremos énfasis en como interpretar las distancias
entre puntos y en averiguar cuando podemos considerar que los diagramas de
dispersion son mapas de datos.

Contenido
Conjunto de datos 1: mis viajes €n 2005 . ....... ... i 16
Variables CONtiNUAs . .. ... ... o 16
Expresion de los datos en valores relativos ............ ... 16
Variables CategoriCas ... ... ... ..t 17
Ordenacion de 1as categorias ... ............c..iuieiemi 17
Distancias entre las categorias ... ........... i 17
Interpretacion de las distancias en los diagramas de dispersion .. ........................... 17
Los diagramas de diSpersion ComMO MaPAS .. ... .. ...ourrnet e et 18
Calibracion de una direccion 8n UM MAPA ... .. .. ...ttt e 18
Transformacion de la informacion en la representacion grafica .............................. 19
Variables nominales y variables ordinales ............. ... ... ... 19
Representacion grafica de mas de un conjuntode datos .. ................. . . il 20
Interpretacion de las frecuencias absolutas y de las frecuencias relativas ..................... 21
Descripcion e interpretacion de los datos vs modelizacion e inferencia estadistica ............... 21
Conjuntos de datos grandes . ..............iiiii i 22
RESUMEN: Diagramas de dispersion y mapas .. ..............cceiuiueeoeeneaninennanns 22
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Conjunto de datos 1:
mis viajes en 2005

Variables continuas

Expresion de los datos
en valores relativos

Imagen 1.1:

Gréficos sobre el niimero de
dias que pasé en paises
extranjeros en 2005, en

forma de diagrama de
dispersion y de diagrama
de barras. A la derecha de
cada grafico, el eje vertical
expresa el nimero de dias
en porcentaje con relacion
al total de 86 dias de viaje

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

A finales de 2005, cuando empecé a escribir este libro, reflexioné sobre los viajes
que durante ese ano habia hecho a tres de mis paises favoritos: Noruega, Ca-
nada y Grecia. Segiin mi diario pasé 18 dias en Noruega, 15 dias en Canada y
29 dias en Grecia. Aparte de estas visitas, también hice algunos viajes cortos a
Francia y a Alemania, en total 24 dias. Podemos representar esta descripcion
numeérica del tiempo que estuve de viaje en graficos como los de la imagen 1.1.
Este ejemplo, aparentemente trivial, esconde algunos conceptos importantes
para la interpretacion de graficos en los que representamos los datos con rela-
ciéon a dos ejes de coordenadas, y que eventualmente nos pueden ayudar a
comprender el analisis de correspondencias. Vamos a revisar estos conceptos

uno a uno.

El eje vertical situado a la izquierda, que hemos etiquetado como Dias, es una
escala con informaciéon numérica de una variable continua. La escala de este eje
indica claramente el nimero de dias que pasé en algunos paises extranjeros.
Hemos ordenado los valores numeéricos desde 0 dias, en la parte inferior de la
escala, hasta 30 dias en la parte superior de la misma. En el diagrama de barras
situado a la derecha de la imagen 1.1, mostramos una representacion grafica muy
habitual de datos, en la cual la longitud de las barras es proporcional a los valo-
res de la variable. Hemos redondeado el tiempo que pasé en cada pais a nimero
de dias, sin embargo, seguimos considerando esta variable como continua, ya que el

tiempo es esencialmente una variable continua.

El eje vertical situado a la derecha de los dos graficos de la imagen 1.1 expresa el
numero de dias de viaje en cada pais, como porcentaje, con relacion al total de
mis 86 dias de viaje. Por ejemplo, 18 dias en Noruega corresponde al 21% del tiem-
po total. El total de 86 dias es la base con relacién a la cual expresamos los valores
relativos de los datos. En este caso tenemos un solo conjunto de datos, y en con-
secuencia s6lo una base. En estos dos graficos podemos representar, en el mismo
grafico, la escala absoluta original de la izquierda y la escala de valores relativos
de la derecha.

40% 40%
30 ‘ 30
30% 30%
¢
20 204
8 ¢ 8
a 20% A 20%
¢
101 10% 07 I 10%
Noruega ~ Canada Grecia  Francia/Alemania Noruega  Canadd Grecia  Francia/Alemania
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DIAGRAMAS DE DISPERSION Y MAPAS

A diferencia del eje vertical, eje v, el eje horizontal, eje x, corresponde claramen-
te a una variable no numérica. En este eje, los cuatro puntos son sélo posiciones
en las que hemos situado las etiquetas que indican el pais visitado. La escala ho-
rizontal representa una variable calegorica. Hay dos caracteristicas de este eje
horizontal que no tienen significado sustantivo alguno en el grafico: la ordena-
ci6on de las categorias y la distancia entre ellas.

En primer lugar, no hay ninguna razén de peso por la cual hayamos situado
a Noruega en primer lugar, a Canada en segundo y a Grecia en tercer lugar;
quizas el hecho de que visité estos paises por este orden. Como la etiqueta
Francia/Alemania indica un conjunto de viajes cortos que realicé en distintos
momentos del ano, hemos situado esta etiqueta después de las otras. Sin em-
bargo, en este tipo de representaciones graficas en las que el orden es irrele-
vante, siempre es bueno reordenar las categorias de manera que tengan algun
significado sustantivo, por ejemplo, los valores de la variable. Asi, podriamos
ordenar los paises en orden descendiente de acuerdo con el tiempo que pasé
en cada pais. En tal caso habriamos situado los paises en el siguiente orden:
Grecia, Francia/Alemania, Noruega y Canada. Esta sencilla reordenacién facilita
la interpretacion de los datos, especialmente cuando tenemos muchos. Por
ejemplo, si hubiera visitado 20 paises distintos, la ordenacion contendria infor-
macion relevante que no obtendriamos de forma rapida a partir de la ordena-

ci6én original.

En segundo lugar, no existe razén alguna por la cual hayamos situado los cua-
tro puntos a intervalos iguales en el eje de las y. Asimismo, no existe tampoco
razén por la cual hayamos de situarlos a intervalos distintos; en realidad los he-
mos situado a intervalos iguales por conveniencia y estética. Cuando utilicemos
el analisis de correspondencias, veremos que existen distintas maneras de
definir intervalos entre las categorias de las variables como la que acabamos
de comentar. Es mas, presentaremos el analisis de correspondencias como un
procedimiento para la cuantificacion de las categorias de una variable vy, asi,
tanto las distancias entre categorias como su ordenacion tendran un significado
importante.

En el eje horizontal del grafico de la izquierda de la imagen 1.1, tanto la orde-
nacién de los paises como la separacién entre éstos son arbitrarias, por tanto,
no tiene ningun sentido que midamos e interpretemos las distancias entre los
puntos mostrados en el grafico de la izquierda. Dada la naturaleza numérica
del eje vertical que indica frecuencia (o frecuencia relativa), las tinicas medi-
das de distancia que tienen sentido son estrictamente las distancias en direc-

cién vertical.
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Imagen 1.2:

Diagrama de dispersion de
las calificaciones de 20
estudiantes en dos materias
(4lgebra y geometria)

en un examen de
matematicas. Los puntos
tienen propiedades
especiales. Asi podemos
obtener la calificacion total
de los estudiantes
proyectando los puntos
perpendicularmente

sobre la bisectriz que
hemos calibrado de

0 (abajo a la izquierda) a
100 (arriba a Ia derecha)

Los diagramas de
dispersion como mapas

Calibracion de una
direccion en un mapa

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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En algunos casos especiales, las dos variables que definen a los ejes de los diagramas
de dispersion tienen la misma naturaleza numérica y escalas similares. Por ejemplo,
supongamos que 20 estudiantes han realizado un examen de matematicas que cons-
ta de dos partes, dlgebra y geometria. Supongamos que cada parte representa el 50%
de la nota final. En la imagen 1.2, hemos representado graficamente los pares de ca-
lificaciones de los estudiantes. Es importante que los dos ejes, que representan las
respectivas calificaciones, tengan escalas con unidades de la misma longitud. Dada
la naturaleza similar de las dos variables y de sus dos escalas, en esta representacion
grafica podemos medir distancias en cualquier direccion; no solamente horizontal o
verticalmente —igual que en un mapa en el que podemos medir distancias entre
poblaciones—. Dos puntos que se hallen cerca tendran calificaciones similares. Por
tanto, tiene sentido que nos fijemos en la forma de la distribucién de los puntos y,
en particular, remarcar que hay un pequeno grupo de cuatro estudiantes con califi-
caciones elevadas y s6lo un estudiante con calificaciones muy elevadas. Podemos
considerar la imagen 1.2 un mapa, ya que las posiciones de los estudiantes vienen
definidas por posiciones bidimensionales, de la misma manera que, en una region,

las localizaciones geograficas vienen definidas por la longitud y la latitud.

Los mapas tienen interesantes propiedades geométricas. Por ejemplo, en la
imagen 1.2, la bisectriz, que hemos representado como una linea discontinua,
define un eje que expresa las calificaciones finales de los estudiantes, combi-
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nando las calificaciones de dlgebra y de geometria. Si calibramos este eje de 0
(abajo izquierda) hasta 100 (arriba a la derecha), podemos leer las calificacio-
nes finales de los estudiantes en el mapa, proyectando de forma perpendicular
sobre el mencionado eje los puntos que representan sus calificaciones. En la re-
presentacion grafica podemos ver un ejemplo para un estudiante que obtuvo 12
puntos sobre 50 en algebra y 18 sobre 50 en geometria. A la proyeccién de este
punto sobre la bisectriz, de coordenadas 15 y 15, le corresponde una califica-
cion final de 30.

Los diagramas de dispersion de las imagenes 1.1 y 1.2 son dos maneras distin-
tas de expresar, de forma grafica, la informacién numérica contenida en dos
tablas que contienen datos sobre viajes y calificaciones, respectivamente. En
ambos casos, no hay pérdida de informacién entre los datos y las represen-
taciones graficas. Dados los graficos, es facil recuperar exactamente la informa-
cién numérica. Decimos que los diagramas de dispersion o los mapas son
«instrumentos de transformacién de la informacion» en los que, en absoluto,
se produce un procesado de los datos; simplemente expresamos los datos de
forma visual, es decir, se trata de una manifestacion alternativa de la misma
informacion.

En el ejemplo sobre mis viajes, la variable categérica «pais» tiene cuatro categori-
as, y dado que no existe una ordenacion intrinseca de las categorias, llamamos a
esta variable nominal. En cambio, si podemos ordenar de forma natural las cate-
gorias de una variable categérica, llamamos a la variable ordinal. Por ejemplo, po-
demos clasificar los dias en tres categorias de acuerdo con el tiempo que dediqué
cada dia a trabajar: a) menos de una hora («festivos»), b) mds de una pero me-
nos de seis horas («medias jornadas») y c) mas de seis horas («jornadas comple-
tas»). Por tanto, hemos ordenado estas categorias de acuerdo con una variable
continua «tiempo diario de trabajo» que hemos dividido en intervalos. Tendre-
mos en cuenta esta ordenaciéon en cualquier representacion grafica de las varia-
bles. En muchas encuestas sociales, se dan las respuestas en una escala ordinal.
Por ejemplo, una escala ordinal sobre valoracion de la importancia: nada impor-
tante/algo importante/muy importante. Otro ejemplo tipico es la escala de
acuerdo/desacuerdo: muy de acuerdo/algo de acuerdo/ni de acuerdo ni en des-
acuerdo/algo en desacuerdo/muy en desacuerdo. Aqui la posicion ordinal de la
categoria «ni de acuerdo ni en desacuerdo» puede no estar situada entre «algo
de acuerdo» y «algo en desacuerdo», podria ser, por ejemplo, una categoria utili-
zada por algunos encuestados para expresar que «no sabe» cuando éstos o bien
no comprenden la pregunta o bien no tienen una respuesta clara. Veremos este
tema mas adelante (cap. 21), una vez hayamos desarrollado las herramientas que
nos permitan estudiar las asociaciones entre las respuestas en cuestionarios de da-

tos multivariantes.
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Imagen 1.3:
frecuencias de los tipos de
dia en los cuatro viajes

Representacion grafica
de mas de un conjunto
de datos

Imagen 1.4:

Diagramas de frecuencias
absolutas (a) y de
frecuencias relativas (b),
expresadas como
porcentajes de las filas de
la imagen 1.3

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Pais Festivos  Medias jornadas Jornadas completas TotaL
Noruega 6 1 11 18
Canada 1 3 11 15
Grecia 4 25 0 29
Francia/Alemania 2 2 20 24
Torar 13 31 42 86

Supongamos que clasificamos mis 86 dias de viaje en el extranjero de acuerdo
con las categorias, festivos, medias jornadas y jornadas completas. En la imagen
1.3 se muestra una tabla que corresponde a la clasificacion cruzada de pais por
tipo de dia. Podemos ver esta tabla de dos formas distintas: como un conjunto
de filas 0 como un conjunto de columnas. En este caso, las columnas son con-
juntos de frecuencias que caracterizan a los respectivos tipos de dia; mientras
que las filas caracterizan a los respectivos paises. En la figura (a) de la imagen
1.4, se muestra un diagrama de frecuencias de los distintos paises (filas), en el
que hemos situado el tipo de dia (las columnas) en el eje horizontal. Dado que
hemos ordenado las categorias de la variable «tipo de dia», tiene sentido unir
los valores de las categorias de esta variable mediante lineas. Sin embargo, si
queremos comparar los paises entre si, hemos de tener en cuenta que el
numero de dias que pasé en cada pais no fue el mismo. El nimero total de dias
que pasé en cada pais nos proporciona una base sobre la que podemos reexpre-
sar los valores de las filas de la imagen 1.3, como porcentajes con relacién a
estos totales (imagen 1.5). En la representacion grafica de la imagen 1.4(b),
hemos visualizado estos porcentajes, y ahora si podemos comparar los tipos de
dia de los distintos viajes.
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Pais Festivos Medias jornadas Jornadas completas
Noruega 33% 6% 61%
Canada 7% 20% 73%
Grecia 14% 86% 0%
Francia/Alemania 8% 8% 83%
Global 15% 36 % 49%

De estas representaciones graficas tenemos que extraer una leccion fundamental
para el analisis de frecuencias de datos. Cada viaje ha implicado un diferente nu-
mero de dias y, por tanto, corresponde a una base distinta sobre la que expresar
la frecuencia de los tipos de dia. S6lo podemos comparar los 6 festivos en Norue-
ga, con los 4 en Grecia, con relacién al nimero total de dias que pasé en cada uno
de estos paises. Como porcentajes, estos valores se transforman en valores muy
distintos; 6 de 18 es el 33%, mientras que 4 de 29 es el 14%. La visualizacién de
las frecuencias relativas de la imagen 1.4(b) nos permite una comparacion mas
precisa de como pasé mi tiempo en los diferentes paises. También podemos
expresar las frecuencias «marginales» (18, 15, 29 y 24, de los paises y 13, 31, 42
del tipo de dia) con relacion a sus respectivos totales (por ejemplo, en la dltima
fila de la imagen 1.5 mostramos los porcentajes correspondientes al tipo de dia
para la combinacion de todos los paises). Estas frecuencias marginales relativas,
también las podiamos haber representado en la imagen 1.4 (b).

Cualquier conclusion que hayamos sacado sobre la posicion de los puntos de la
imagen 1.4(b) es s6lo una interpretacion de los datos, no es una afirmaciéon so-
bre la significacion estadistica de lo que hemos observado. Estos aspectos estadis-
ticos de las representaciones graficas, los veremos solamente al final del libro
(cap. 25). Por tanto, en la mayor parte del libro nos concentraremos en la des-
cripcion y en la interpretacion de los datos. La deduccién de que, en proporcion,
pasé mads dias festivos en Noruega que en ningun otro pais es ciertamente verda-
dera, lo podemos ver en la imagen 1.4(b). Sin embargo, analizar si este fenome-
no es estadisticamente comparable con un modelo o con una hipétesis sobre
mi comportamiento que, por ejemplo, postule que la proporcion de festivos fue
la misma en todos mis viajes, es un tema completamente distinto. Gran parte de la
metodologia estadistica existente se concentra en saber si los datos se ajustan, o
se pueden comparar, con un determinado modelo tedrico o con una hipoétesis
preconizada. Se dedica poca atencion a desarrollar procedimientos para descri-
bir datos, para interpretarlos o para generalizar hip6tesis. Un ejemplo tipico, en
ciencias sociales, es la utilizaci6n omnipresente del estadistico ji-cuadrado para
contrastar asociaciones en tablas de contingencia. A menudo se hallan asocia-

ciones estadisticamente significativas, pero en cambio no existen herramientas
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

sencillas para detectar qué partes de la tabla son las responsables de esta asocia-
cion. El analisis de correspondencias es una herramienta que puede contribuir a
rellenar este vacio. Permite al analista visualizar las asociaciones existentes en los
datos, y en consecuencia le permite formular hipétesis que éste puede contrastar
en una etapa mas avanzada de su investigacion. En la mayor parte de las situacio-
nes, podemos describir, interpretar y modelizar los datos. De todas formas, exis-
ten situaciones en las que la descripcion y la interpretacion de los datos tiene, por
si misma, una importancia capital, por ejemplo, cuando los datos representan a
la totalidad de la poblacion de interés.

A medida que las tablas de datos aumentan de tamano, debido al excesivo niime-
ro de puntos, se hace dificil representar éstos de forma simple, como hemos
hecho, por ejemplo, en la imagen 1.4. Supongamos que durante un ano hubiera
visitado 20 paises, al clasificar el tiempo pasado en cada uno de ellos, hubiese ob-
tenido una tabla de contingencia con muchas mas filas. También podria haber re-
gistrado otros datos, como por ejemplo la meteorologia de cada dia («buen tiem-
po», «parcialmente nublado» o «lluvioso»), con el objetivo de estudiar posibles
relaciones con el tipo de dia. Tendria, pues, una tabla de datos con muchas mas
columnas y muchas mas filas. Representar, de la misma manera como hemos hecho
en la imagen 1.4, a los 20 conjuntos de puntos clasificados en muchas mas cate-
gorias podria llevarnos a una gran confusion entre puntos y etiquetas. Resultaria
absolutamente imposible identificar pauta alguna. Por tanto, en estas situaciones
para resaltar las caracteristicas esenciales de esos datos, tendriamos que buscar
una alternativa a los diagramas de dispersion, el instrumento para la descripcion
de datos que hemos utilizado hasta ahora. Tal como veremos en el libro, el andli-
sis de correspondencias, un método de representacion grafica de datos igual que
los diagramas de dispersion, nos permitira trabajar faicilmente con conjuntos de
datos grandes.

1. Los diagramas de dispersion representan graficamente dos variables con rela-
cién a un eje horizontal y un eje vertical, el eje xy el eje y, respectivamente.

2. A menudo, la naturaleza de la variable x es completamente distinta a la de la
variable y, de manera que solamente podemos interpretar distancias en la
direccion de unos de los dos ejes, de acuerdo con una determinada escala de
medida con la que hayamos calibrado el eje. En estas situaciones, no tiene sen-
tido medir o interpretar distancias en cualquier otra direccion del grafico.

3. El algunos casos, las variables x e y son de naturaleza similar con escalas de
medida comparables. En estas situaciones, podemos interpretar las distancias
entre los puntos como una medida de la diferencia, o de la disimilitud, entre
los puntos representados. En estos casos especiales consideramos que los dia-
gramas de dispersion son mapas.
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4. Cuando representamos valores positivos (en general, en nuestro contexto, fre-
cuencias), estamos interesados tanto en los valores relativos como en los abso-
lutos.

5. Cuanto mas complejos sean los datos, menos conveniente sera representarlos
en forma de diagramas de dispersion.

6. Este libro, mas que sobre la modelizacion de informaciéon compleja, trata so-
bre la descripcion y la interpretacion de la informacion.
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CAPITULO

Perfiles y espacio de perfiles

El concepto de perfil, un conjunto de frecuencias relativas, es fundamental para
el analisis de correspondencias (AC de aqui en adelante). Estos conjuntos de fre-
cuencias relativas, o vectores, tienen caracteristicas geométricas especiales debido
a que la suma de sus elementos es 1 (o el 100%). Cuando analicemos una tabla
de frecuencias nos podemos fijar en las frecuencias relativas de las filas o en las
frecuencias relativas de las columnas, las llamaremos perfiles fila'y perfiles columna,
respectivamente. En este capitulo representaremos los perfiles como puntos en
un espacio de perfiles. En particular, lo estudiaremos para el caso especial de per-
files con solo tres elementos.

Contenido
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Veamos una vez mas los datos de la imagen 1.3, una tabla de frecuencias con
cuatro filas (los paises) y tres columnas (los tipos de dia). En el AC, el concepto
de perfil, un conjunto de frecuencias divididas por su total, es el primer concepto
y mas fundamental. En la imagen 2.1 se muestran los perfiles de las filas, que
llamaremos perfiles fila, de estos datos. Por ejemplo, el perfil de Noruega es
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Imagen 2.1:

Perfiles fila (pais):
frecuencias relativas de los
tipos de dia de cada viaje, y
perfil fila medio que
muestra las frecuencias
relativas de todos los viajes
conjuntamente

Perfil medio

Perfiles fila
y perfiles columna

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Pais Festivos Medias jornadas Jornadas completas
Noruega 0,33 0,06 0,61
Canada 0,07 0,20 0,73
Grecia 0,14 0,86 0,00
Francia/Alemania 0,08 0,08 0,83
Media 0,15 0,36 0,49

[0,33 0,06 0,61], donde 0,33 = 6/18, 0,06 =1/18, 0,61 = 11/18. Decimos que se
trata del «perfil de Noruega respecto al tipo de dia». También podemos expresar
el perfil como porcentaje; por ejemplo, en este caso es [33% 6% 61%], como
vimos en la imagen 1.5. De forma similar, el perfil de Canada respecto al tipo de
diaes [0,07 0,20 0,73], igual que ocurre con Noruega, la mayor concentracion se
produce en la categoria jornadas completas. En cambio, Grecia tiene un perfil de
[0,14 0,86 0,00], la mayor concentracién se produce en la categoria medias jor-
nadas, y asi sucesivamente. Estos son los valores que hemos representado en la
imagen 1.4(b) de la pagina 20.

En la imagen 2.1, ademas de los perfiles de los cuatro paises, tenemos una fila
adicional que hemos llamado media. Se trata del perfil de la fila final [13 31 42]
de la imagen 1.3, que contiene la suma de las columnas de la tabla; es el perfil
de todos los viajes considerados conjuntamente. En el capitulo 3 se explica mas
especificamente porqué lo llamamos perfil medio. Por el momento, basta con
darnos cuenta de que de los 86 dias de viaje, sin tener en cuenta el pais visita-
do, el 15% fueron festivos, el 36% medias jornadas y el 49% jornadas completas
de trabajo. Cuando comparemos perfiles, podemos comparar el perfil de un
pais con el de otro, pero también el perfil de un pais con el perfil medio. Por
ejemplo, en los datos de la imagen 2.1, vemos que los paises con perfiles mas
parecidos son los de Canadé y de Francia/Alemania. Podemos ver que, compara-
dos con el perfil medio, ambos tienen un mayor porcentaje de jornadas comple-
tas y, en cambio, estan por debajo de la media por lo que respecta a festivos y
medias jornadas.

Hasta ahora nos hemos fijado en los perfiles fila con el objetivo de comparar los
diferentes paises entre si. Sin embargo, también podemos considerar la imagen
1.3 como un conjunto de columnas y comparar como se distribuyen los diferen-
tes tipos de dia con relacion a los paises. En la imagen 2.2 mostramos los perfiles
de las columnas, que llamaremos perfiles columna, asi como el perfil columna
medio. Por ejemplo, de los 13 festivos, el 46% fueron en Noruega, el 8% en Cana-
da, el 31% en Grecia y el 15% en Francia/Alemania. Podemos comparar los valores
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Pais Festivos  Medias jornadas Jornadas completas Media
Noruega 0,46 0,03 0,26 0,21
Canada 0,08 0,10 0,26 0,17
Grecia 0,31 0,81 0,00 0,34
Francia/Alemania 0,15 0,06 0,48 0,28

de los perfiles de los tipos de dia con los valores del perfil columna medio, para
ver si sus valores estan por encima o por debajo de los de la media. Asi por ejem-
plo, e1 46% de los festivos los pasé en Noruega, no obstante, el niimero de dias que
pasé en Noruega fue solo el 21% del total de los 86 dias de viaje, un gran nimero
de festivos comparado con la media.

Veamos otra vez la proporcion de 0,46 (6/13) de festivos que pasé en Noruega
(imagen 2.2) y comparémosla con la proporcion 0,21 (18/86) de todos los dias
que pasé en este pais. Podriamos calcular el cociente 0,46/0,21 = 2,2, yllegar a la
conclusion de que festivos en Noruega esta ligeramente por encima de dos veces
la media. Llegamos exactamente a la misma conclusion si hacemos un calculo si-
milar con los perfiles fila. Asi, en la imagen 2.1, podemos ver que la proporcion
de festivos en Noruega era de 0,33 (6/18) mientras que, considerando todos los
paises conjuntamente, la proporcion de festivos era de 0,15 (13/86). Vemos que
0,33/0,15 es 2,2 veces mayor que la media. La misma proporciéon que hemos ob-
tenido a partir de los perfiles columna (llamamos a esta proporcion cociente de con-
tingencia, lo veremos de nuevo en los préoximos capitulos). Tanto si razonamos a
partir de los perfiles fila como a partir de los perfiles columna, llegamos a la mis-
ma conclusién. En el capitulo 8 mostraremos que el AC analiza de forma similar
las filas y las columnas de una tabla de contingencia; también podriamos decir
que trata filas y columnas de forma simétrica.

A pesar de ello, en la practica, a menudo vemos y consideramos las tablas de da-
tos de forma no simétrica, o asimétrica, ya sea como un conjunto de filas o un con-
junto de columnas. Por ejemplo, dado que cada fila de la imagen 1.3 constituye
un viaje distinto, podria ser mas natural ver la tabla como formada por filas, como
en laimagen 2.1. La decision sobre cudl es la forma mas adecuada de analizar una
tabla depende de la naturaleza de los datos y de los objetivos de investigacion;
a menudo no es una decision consciente. Para conocer la decisiéon adoptada por
un determinado investigador, tenemos que fijarnos en como éste interpreta los
datos, si se refiere a porcentajes en filas o a porcentajes en columnas. Sin embar-
go, cualquiera que sea la decision, los resultados del AC no dependen de esta

eleccion.
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Imagen 2.3:
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perfiles fila (e) de la
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perfil fila medio (+) en un
espacio tridimensional, que
hemos representado como
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Consideremos ahora una forma completamente distinta de representar los cua-
tro perfiles fila y el perfil fila medio de la imagen 2.1. A diferencia de la imagen
1.4(b), en la que el ¢je horizontal identificaba el tipo de diay el eje vertical repre-
sentaba los porcentajes de dias, ahora proponemos utilizar tres ejes, que corres-
pondan a los tres tipos de dia, a modo de diagrama de dispersion tridimensional.
Imaginar tres ejes perpendiculares no es dificil: basta con mirar el suelo de la ha-
bitacion en la que trabajamos y buscar una esquina despejada, veremos tres ejes
como los que mostramos en la imagen 2.3. En cada uno de estos tres ejes de la
habitacién podriamos situar a uno de los tres elementos del perfil. Podemos con-
siderar estos tres elementos como las coordenadas de un punto que represente
todo el perfil —situacién bastante distinta de la del grafico de la imagen 1.4(b),
en la que teniamos un punto distinto para cada uno de los elementos del perfil—.
Etiquetamos los tres ejes como festivos, medias jornadas y jornadas completas y los
calibramos de 0 a 1. Ahora, representar los cuatro perfiles es un ejercicio senci-
llo. El perfil de Noruega [0,33 0,06 0,61] (imagen 2.1), se halla a 0,33 unidades
en el eje festivos, a 0,06 unidades en el eje medias jornadasy a 0,61 unidades en el
eje jornadas completas. Otro ejemplo es el perfil de Grecia [0,14 0,86 0,00], que
toma el valor cero en la direcciéon jornadas completas, por tanto su posicion se ha-
lla en la «pared» de la izquierda, definida por las coordenadas 0,14 y 0,86 en los
ejes festivos y medias jornadas, respectivamente, que delimitan la «pared». A los
restantes perfiles los podemos representar de la misma manera en el espacio tri-
dimensional, incluyendo el perfil fila medio [0,15 0,36 0,49].

Festivos
1,000
0,75
0,50
025 «Noruega

| Francia/Alemania

! [ ]

87+ Jornadas completas

P .
____'Canada /

Grecia
ey

LG

Medias jornadas
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Con un poco de imaginaciéon podriamos ver, como hemos representado grafica-
mente en la imagen 2.4, que los perfiles de la imagen 2.3 se hallan todos exacta-
mente en un plano definido por un triangulo equildtero que une los tres puntos
unidad [1 0 0], [0 1 0] y [0 0 1], situados en sus respectivos ejes. Llamaremos vér-
tices a los tres extremos de este triangulo equilatero. Los vértices coinciden con
los perfiles extremos, es decir perfiles totalmente concentrados en un solo tipo
de dia. Por ejemplo, el vértice [1 0 0] corresponde a un viaje con sé6lo festivos
(desafortunadamente, ficticio en mi caso). De la misma manera, el vértice [0 0 1]
corresponde a un viaje con sélo jornadas completas de trabajo.

Visto que, en realidad, en el espacio tridimensional, todos los perfiles se hallan
en un triangulo (bidimensional), podemos situar este triangulo en un plano,
como en la imagen 2.5. jMirar los perfiles en un plano es mas comodo que inten-
tar imaginar sus posiciones tridimensionales en la esquina de una habitacion! A
este tipo especial de representaciones las llamaremos sistemas de coordenadas trian-
gular (o ternario). Las podemos utilizar siempre que tengamos datos compuestos
de tres elementos que sumados den 1, como es el caso de los perfiles fila de nues-
tro ejemplo. Este tipo de datos es frecuente, por ejemplo, en geologia y en qui-
mica, disciplinas en las que se obtienen muestras que se caracterizan por la pro-
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[ )

Francia/AIemania.

1,00
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porcion de tres elementos, en peso o volumen, y que por tanto podemos repre-
sentar graficamente como un solo punto en un sistema de coordenadas triangu-
lar (o ternario).

Supongamos que tenemos un triangulo equilatero en blanco y los valores de
los perfiles, ;co6mo podemos situar los perfiles sin tener que pasar por el espa-
cio tridimensional que mostramos en las imagenes 2.3 y 2.4? En el sistema de
coordenadas triangular, los lados del triangulo definen tres ejes. Suponemos
que cada lado tiene una longitud igual a 1 y que los calibramos de forma line-
al de 0 a 1. A continuaci6n situamos los valores de los perfiles en sus respecti-
vos ejes. Por ejemplo, como vemos en la imagen 2.5, para situar a Noruega to-
mamos el valor 0,33 en el eje festivos, 0,06 en el eje medias jornadasy 0,61 en el
eje jornadas completas. A partir de estos valores de los perfiles, podemos trazar
lineas paralelas a los lados del triangulo. Estas lineas paralelas confluyen en un
punto que define la posicion de Noruega (imagen 2.6). En realidad, es suficien-
te cualquier combinacién de dos de las tres coordenadas de los perfiles, para
situar los perfiles de la manera indicada. La tercera coordenada es, en reali-
dad, innecesaria. Es otra manera de demostrar que los perfiles son intrinseca-

mente bidimensionales.

Sélo podemos utilizar el sistema de coordenadas triangular para perfiles con
tres elementos. Sin embargo, como veremos en el préoximo capitulo, podemos
generalizar facilmente esta idea a perfiles con cualquier nimero de elementos.

En tal caso llamamos al sistema de coordenadas sistema de coordenadas baricéntri-
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co («baricentro» es sinénimo de «media ponderada»). La dimensionalidad de
este sistema de coordenadas es siempre igual al namero de elementos de los
perfiles menos uno. Asi, acabamos de ver que los perfiles con tres elementos se
hallan exactamente en un espacio de perfiles triangular de dos dimensiones. La
dimensionalidad de los perfiles con cuatro elementos es tres: los perfiles se ha-
llan en un tetraedro de cuatro extremos situado en un espacio tridimensional.
El triangulo bidimensional y el tetraedro tridimensional son ejemplos de lo que
en matematicas se llama un simplex regular. Con el fin de poder percibir un es-
pacio de perfiles tridimensional, en el apéndice de calculo, indicamos la codi-
ficacion R que permite visualizar un ejemplo tridimensional. Para perfiles de di-
mension superior a tres, necesitariamos para ser capaces de «ver» el espacio de
perfiles con mayores dosis de imaginacion. Afortunadamente, como veremos
mas adelante, el AC nos ayudara mucho a visualizar este tipo de perfiles multi-
dimensionales.

Hasta ahora, hemos visto el concepto de perfil en un contexto de datos de fre-
cuencias, el principal tipo de datos que utilizamos en el AC. Sin embargo, el AC
lo podemos aplicar a un abanico mucho mas amplio de tipos de datos. De he-
cho lo podemos aplicar siempre que tenga sentido expresar los datos como va-
lores relativos, es decir, que podamos expresar los datos en una escala de razon.
Por ejemplo, supongamos que tenemos datos sobre los importes de dinero
invertidos por diferentes paises en distintas areas de investigacion —los valores
relativos de interés podrian ser, por ejemplo, los porcentajes invertidos en me-
dio ambiente, en biomedicina, etc.—. Otro ejemplo podrian ser las medidas
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morfométricas de organismos vivos, por ejemplo peces, como la longitud total,
la anchura, la longitud de las aletas, etc., en centimetros, que podriamos expre-
sar con relacion a la suma total. Dicha suma total seria una manera de expresar
el tamano del pez, de modo que podriamos analizar y comparar a partir de los
perfiles de los diferentes peces, y no de las medidas originales que constituyen
su morfologia.

Una condicion necesaria para los datos en el AC es que expresemos todas las ob-
servaciones en la misma escala. Por ejemplo, los recuentos de individuos en una
tabla de frecuencias, una determinada unidad monetaria en una tabla sobre in-
vestigacion de inversiones, o las medidas en centimetros en un estudio morfomé-
trico. En el AC no tendria sentido que analizaramos datos expresados en distin-
tas escalas de medida. A no ser que hagamos una transformacion previa que nos
permita homogeneizar las distintas escalas de la tabla. La mayor parte de los da-
tos de este libro son datos de frecuencias, sin embargo, en el capitulo 23 se ana-
liza una amplia variedad de otro tipo de datos. Veremos también como recodifi-
carlos para que sean apropiados para el AC.

1. Un perfil es un conjunto de frecuencias (u otros valores positivos o ceros) divi-
didas por su total, es decir es un conjunto de frecuencias relativas.

2. En las tablas de contingencia, las filas y las columnas definen conjuntos de fre-
cuencias, que podemos reexpresar con relaciéon a sus respectivos totales para
obtener asi perfiles fila o perfiles columna.

3. También podemos expresar las frecuencias marginales de las tablas de contin-
gencia con relacion a sus totales (el total de la tabla) para obtener asi el perfil
fila medio y el perfil columna medio.

4. Comparando los perfiles fila con su media, llegamos a las mismas conclusiones
que comparando los perfiles columna con su media.

5. Podemos representar los perfiles con m elementos como puntos en un espacio
m-dimensional. Sin embargo, debido a que la suma de estos m elementos es 1,
los perfiles ocupan, en realidad, una region restringida de este espacio de di-
mensionalidad (m — 1) que llamaremos simplex. Las lineas de unién de todos
los pares de los m puntos unidad de los m ejes perpendiculares delimitan el
simplex. A estos puntos unidad les llamamos vértices del simplex o del espacio
de perfiles. Llamamos sistema de coordenadas baricéntrico al sistema de coordena-
das definido por el simplex.

6. Es facil visualizar los perfiles con tres elementos. El simplex formado por la
union de los tres vértices es simplemente un triangulo equilatero. A este caso
particular de sistema de coordenadas baricéntrico lo llamamos sistema de coor-
denadas triangular (o ternario).
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7. Podemos ampliar la idea de perfil a datos expresados en escalas de razon, es
decir, a datos expresados como valores relativos. En dicho caso, es necesario
haber obtenido todos los datos originales en la misma escala de medida.
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CAPITULO

Masas y centroides

Existe una forma equivalente de ver las posiciones de los perfiles en el espacio de
los perfiles, que nos sera 1til para nuestra eventual comprension e interpretacion
del AC. Se basa en el concepto de media ponderada o centroide de un conjunto
de puntos. En el calculo usual de la media (no ponderada), todos los puntos tie-
nen la misma masa. Sin embargo, una media ponderada permite asociar diferen-
tes masas a los distintos puntos. Cuando ponderamos los puntos de distinta ma-
nera, el centroide no se sitda exactamente en el centro «geografico» de la nube
de puntos, sino que tiende a situarse cerca de los puntos con mayor masa.

Contenido
Conjunto de datos 2: tipos de lectura y nivel de educacion ................................. 35
Los puntos como medias ponderadas ... ....... ... 37
Los valores de los perfiles son los pesos asignados a los vértices ........................... 37
Cada perfil es una media ponderada, o centroide, de los vértices . ........................... 37
El perfil medio es también una media ponderada de los perfiles ............................. 38
Las masas de las filas y las masas de las columnas .............. .. ... ... ... ..., 39
Interpretacion del espacio de perfiles ......... ... 40
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Utilicemos ahora un conjunto de datos habitual en investigacion en ciencias so-
ciales, una tabla de contingencia (o «clasificacion cruzada») derivada de dos va-
riables obtenidas en una encuesta. La tabla de la imagen 3.1 hace referencia a 312
lectores de un determinado periédico; en particular contiene datos sobre la mi-
nuciosidad de los encuestados en la lectura del periédico. Hemos clasificado a los
encuestados en tres grupos de lectores: rapidos, minuciosos y muy minuciosos. He-
mos cruzado estas categorias de lectura con el nivel de educacion de los encues-
tados: una variable ordinal con cinco categorias que van desde algo de educacion
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Imagen 3.1: Tiro pE LECTOR
Tabla del cruce del nivel de
educacion por tipo de Répidos Minuciosos Muy minuciosos Masas
lector, que muestra los NIVEL DE EDUCACION Cl c2 C3 Total de las filas
perfiles fila y el perfil fila
medio entre paréntesis, as/ ~ Educacion primaria incompleta 5 7 2 14 0,045
como las masas de las filas El (0,357) (0,500) (0,143)
(derivadas de los totales de Educacion primaria 18 46 20 84 0,269
las filas) E2 (0,214) (0,548) (0,238)
Educacion secundaria incompleta 19 29 39 87 0,279
E3 (0,218) (0,333) (0,448)
Educacion secundaria 12 40 49 101 0,324
E4 (0,119) (0,396) (0,485)
Educacion universitaria incompleta 3 7 16 26 0,083
ES (0,115) (0,269) (0,615)
Total 57 129 126 312
Perfil fila medio (0,183) (0,413) (0,404)
primaria, hasta algo de educacién universitaria. En la imagen 3.1 mostramos los re-
cuentos originales, asi como los perfiles de los niveles de educacién entre parén-
tesis, es decir, los perfiles fila. En la imagen 3.2 hemos representado graficamen-
te el diagrama de coordenadas triangular de los perfiles fila, similar al que vimos
en el capitulo 2. En esta imagen, los puntos de las esquinas, o los vértices, del
triangulo equilatero, representan los tres tipos de lectores (recordemos que cada
vértice ocupa la posicién de un perfil fila «puro», es decir un perfil completamente
Imagen 3.2: Cc3

Representacion grafica de
los perfiles fila (nivel de
educacion) de la imagen 3.1
en coordenadas
triangulares, que también
indica la posicion del perfil
fila medio (iiltima fila de la
imagen 3.1)
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concentrado en una categoria). Por ejemplo, el vértice muy minuciosos, C3, repre-
senta un perfil fila ficticio [0 0 1], que supuestamente contiene un 100% de lec-
tores muy minuciosos.

Las posiciones de los niveles de educacion en el triangulo las podemos ver tam-
bién como medias ponderadas. Asignar pesos a los valores de una variable es un
concepto bien conocido en estadistica. Por ejemplo, supongamos que, en una cla-
se de 26 estudiantes, la media de sus calificaciones calculada sumando las califi-
caciones de los 26 estudiantes y dividiendo por 26 es 7,5. En realidad, tres estu-
diantes obtuvieron un 9, siete un 8, y 16 un 7, de manera que podemos calcular
de forma equivalente la calificacion media asignando un peso de 3/26 a la califi-
cacién de 9, un peso de 7/26 ala de 8 y un peso de 16/26 a la de 7, siendo los
pesos las frecuencias relativas de cada calificacién. Dado que la calificacién de 7
tiene mds peso que las restantes, el valor de la media ponderada, 7,5, se halla
«mds cerca» de esta calificacion. La media aritmética usual de los valores 7, 8 y 9
es de 8.

En la ultima fila de los datos de la imagen 3.1, vemos que a los encuestados de ni-
vel de educacién E5 (algo de educacion universitaria) les corresponden las frecuen-
cias 3, 7y 16, es decir, las frecuencias relativas 0,115, 0,269y 0,615, respectivamen-
te. Imaginemos ahora cual seria la posicion media de estos 26 encuestados, si tres
casos estuvieran situados en el vértice répidos, C1, del tridngulo; siete casos en el
vértice minuciosos, C2, y 16 casos en el vértice muy minuciosos, C3. Es decir, en el
espacio de perfiles, mas que asociar los pesos con los valores de una variable, aso-
ciamos los pesos con las posiciones de los vértices. Hay mas casos en la esquina de
los muy minuciosos, por tanto, cabe esperar que la posicion media de E5 se halle
mas cerca de este vértice, como ocurre en realidad. Por la misma razoén, el perfil
fila E1 se halla lejos de la esquina muy minuciosos, C3, ya que tiene muy poco peso
(2 de 14, el 0,143) en esta categoria. Es decir, dentro del tridngulo, situamos el
punto que representa cada perfil fila como un punto medio de los vértices, en el
que los valores del perfil —es decir, las frecuencias relativas— son los pesos asig-
nados a los vértices. En consecuencia, podemos considerar los valores de los per-
files no s6lo como coordenadas en un espacio multidimensional, sino también
como los pesos asignados a los vértices de un simplex. Podemos extender este
concepto a perfiles de mds dimensiones. Por ejemplo, un perfil con cuatro ele-
mentos es también una posicion media con relacién a los cuatro vértices de un
tetraedro tridimensional, que hemos ponderado con los elementos de este perfil.

Términos alternativos a media ponderada son centroide o baricentro. En la imagen
3.3, hemos representado graficamente algunos ejemplos de medias ponderadas
en un espacio de perfiles. Por ejemplo, el perfil [1/3 1/3 1/3], que da el mismo
peso a los tres vértices, se halla exactamente en el centro del tridngulo, equidis-
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tante de los vértices, es decir en la posicion de la media usual de los tres vértices.
El perfil [1/2 1/2 0] se halla a medio camino entre el primer y el segundo vér-
tices, ya que da igual peso a estos dos vértices y un peso igual a cero al tercero. En
general podemos expresar la posicion de un perfil [a b ¢], para el que se cumple
que a+ b+ ¢=1, como la de un centroide de los tres vértices, de la manera si-
guiente:

posicion del centroide = (a x vértice 1) + (b x vértice 2) + (¢ x vértice 3)

Por ejemplo, en la imagen 3.2 obtenemos la posicion del nivel de educaciéon E5
de la siguiente manera:

E5 = (0,115 x rdpidos) + (0,269 x minuciosos) + (0,615 x muy minuciosos)

De forma similar, la posicion del perfil medio es también una media ponderada
de los vértices:

media = (0,183 x rapidos) + (0,413 x minuciosos) + (0,404 x muy minuciosos)

La media se halla mas lejos del vértice rdpidos, ya que su peso en este vértice es
menor que el de los otros dos, que tienen aproximadamente los mismos pesos
(imagen 3.2).

El perfil medio es un punto especial; como acabamos de ver, no es solamente un
centroide de los tres vértices, como cualquier otro perfil, sino que también es un
centroide de los cinco perfiles fila, a los que hemos asignado diferentes pesos. Si
volvemos de nuevo a la imagen 3.1, vemos que los totales de las filas son distintos:
el primer nivel de educacion E1 (algo de educacion primaria) tiene sélo 14 indivi-
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duos, mientras que el nivel de educaciéon E4 (educacién secundaria) tiene 101 in-
dividuos. En la ultima columna, titulada «masas de las filas», aparecen estas fre-
cuencias marginales de las filas expresadas con relacion al total de la muestra,
312. De la misma manera que contemplamos los perfiles como medias pondera-
das de los vértices, podemos ver el perfil fila medio de la imagen 3.2 como una
media ponderada de los perfiles, a los que hemos asignado pesos de acuerdo con
sus frecuencias marginales; como si hubiera 14 individuos (una proporcion de
0,045 de la muestra) en la posiciéon E1, 84 individuos (una proporcién de 0,269
de la muestra) en la posicion E2, y asi sucesivamente. Asignando estos pesos a los
cinco perfiles, obtenemos exactamente la posicion del perfil fila medio:

Perfil fila medio = (0,045 x E1) + (0,269 x E2) + (0,279 x E3)
+ (0,324 x E4) + (0,083 x E5)

Este perfil fila medio se halla en una posiciéon central entre los perfiles fila, pero

mas cerca de los perfiles con mayor frecuencia.

En el AC, los pesos asignados a los perfiles son tan importantes que les damos un
nombre especifico: masas. En la Giltima columna de la imagen 3.1, se muestran las
masas de las filas: 0,045, 0,269, 0,279, 0,324 y 0,083. En el AC preferimos el tér-
mino «masa», sin embargo, es completamente equivalente a «peso». Preferimos
un término alternativo a peso, para diferenciar la ponderaciéon geométrica, de
otros tipos de ponderacion que podemos encontrar en el AC, como, por ejemplo,
los pesos que asignamos a los subgrupos poblacionales en una encuesta. Todo lo
referido a perfiles fila y a masas de las filas se puede aplicar de la misma manera
a las columnas. En la imagen 3.4 mostramos la misma tabla de contingencia de la

Trro DE LECTOR

Perfil
Réapidos Minuciosos Muy minuciosos columna
NIVEL DE EDUCACION CI c2 C3 Total medio
Educacion primaria incompleta 5 7 2 14 0,045
El (0,088) (0,054) (0,016)
Educacion primaria 18 46 20 84 0,269
E2 (0,316) (0,357) (0,159)
Educacion secundaria incompleta 19 29 39 87 0,279
E3 (0,333) (0,225) (0,310)
Educacion secundaria 12 40 49 101 0,324
E4 (0,211) (0,310) (0,389)
Educacion universitaria incompleta 3 7 16 26 0,083
E5 (0,053) (0,054) (0,127)
Total 57 129 126 312
Masas de las columnas (0,183) (0,413) (0,404)
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imagen 3.1, pero desde la 6ptica de las columnas. Es decir, se expresan las tres co-
lumnas como frecuencias relativas, con respecto al total de las columnas. Asi,
hemos obtenido tres perfiles con cinco elementos cada uno de ellos. Ahora, los
totales de las columnas, con relaciéon al total de la tabla, son las masas de las co-
lumnas que asignaremos a los perfiles de las columnas. El perfil columna medio
esta constituido por los totales de las filas dividido por el total de la tabla. Igual
que antes para las filas, podemos expresar el perfil columna medio como una
media ponderada de los tres perfiles columna CI, C2y C3:

Perfil columna medio = (0,183 x C1) + (0,413 x C2) + (0,404 x C3)

Fijémonos en que las masas de las filas y las masas de las columnas ejercen dos
papeles distintos: como pesos y como elementos de los perfiles medios. En la ima-
gen 3.4, el perfil columna medio esta formado por las masas de las filas de la
imagen 3.1. Sin embargo, aqui, las masas de las columnas son los elementos de
lo que anteriormente era el perfil fila medio.

En este momento, a pesar de que todavia no hemos visto algunos de los concep-
tos clave del AC, podemos empezar a interpretar la imagen 3.2. Los vértices del
triangulo representan «perfiles puros» de tipos de lectores CI1, C2 y C3, mientras
que los niveles de educacion estan constituidos por «mezclas» de tipos de lecto-
res. Sus posiciones dentro del tridngulo dependen de las proporciones de cada
una de las categorias anteriores. Fijémonos en los siguientes aspectos de la repre-

sentacion grafica:

* Dentro del triangulo, el grado de dispersion de los perfiles nos da una idea
sobre la variabilidad existente en la tabla de contingencia. Cuanto mds cerca
se hallen los perfiles del centroide, menor sera la variabilidad. En cambio,
cuanto mas se alejen del centroide, mayor sera la variabilidad. El espacio de
los perfiles se halla delimitado, de manera que los perfiles mas extremos se si-
tuaran cerca de los lados del triangulo, o en el caso mas extremo en uno de
los vértices (por ejemplo, individuos con poca formacién se situarian cerca
del vértice CI1). En las tablas de datos sobre ciencias sociales, como las que es-
tamos considerando, dado que, en general, la variabilidad de los valores de los
perfiles es relativamente pequena, los perfiles ocupan s6lo una pequena re-
gion del espacio de perfiles, cerca de la media. Por ejemplo, el recorrido de
los perfiles del primer elemento (es decir, la categoria de lector CI) va sola-
mente de 0,115 a 0,357 (imagen 3.1), mientras que su recorrido potencial va
de 0 a 1. En cambio, en datos sobre la investigacion en ecologia, como vere-
mos mas adelante, el recorrido de los valores de los perfiles es mucho mayor,
a menudo debido a la presencia de muchos ceros en la tabla; en consecuen-
cia, los perfiles se dispersan mucho mas dentro del espacio de perfiles (segun-
do ejemplo del capitulo 10).
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* En la representacion, los perfiles se esparcen, en lo que se llamamos «direc-
cién de dispersion», aproximadamente de abajo hacia arriba. Efectivamen-
te, vemos que los cinco perfiles de los niveles de educacion se sitian de aba-
jo hacia arriba en su orden natural (de E1 a E5), de menos a mas formacion.
Arriba, el grupo E5 se halla cerca del vértice C3, que representa la catego-
ria de los lectores muy minuciosos —ya hemos visto que este grupo contiene
la mayor proporcién (0,615) de este tipo de lectores—. Abajo, el nivel de
educaciéon mas bajo, no lejos del borde del triangulo que sabemos que
muestra perfiles con cero lectores C3 (por ejemplo el punto [1/2 1/2 0]
de la imagen 3.3 es un ejemplo de uno de estos puntos). La interpretaciéon
de esta distribucion hay que buscarla en el hecho de que cuando nos move-
mos, de abajo hacia arriba, en general, los perfiles cambian respecto a la fre-
cuencia relativa de la categoria C3, en contraste con la combinacién de las
categorias CI y C2. No observamos tendencia particular alguna hacia CI o
hacia C2.

Supongamos que queremos reunir los dos niveles de educacién primaria, E1y E2,
de la imagen 3.1, en una nueva fila que llamaremos E1&E2. Existen dos posibili-
dades de union: la primera es sumar ambas filas, para obtener una nueva fila de
frecuencias [23 53 22] con un total de 98 individuos y de perfil [0,235 0,541
0,224]; la segunda posibilidad es que consideremos al perfil EI&E2 como la me-
dia ponderada de los perfiles E1 y E2:

_ 0045 10,357 0,500 0,143+ 2259

41 0,224
(0,285 0,541 0,224]= 0,314

x[0,214 0,548 0,238]

donde las masas de E1 y E2 son 0,045 y 0,269, respectivamente, que sumadas dan
0,314 (fijémonos en que los pesos de esta media ponderada son iguales a 14/98
y 84/98, siendo 14 y 84 los totales de las filas E1 y E2, respectivamente). Geomé-
tricamente, el perfil EI&E2 se halla en una linea que une E1 y E2, pero mas cer-
ca de E2, como podemos ver en la imagen 3.5. Las distancias de E1 a E1&E2 y de

[ )
’

o'F1&E2
/7
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E2 a E1&E2 se hallan en la misma proporcion que los totales 84 y 14, es decir de
6 a 1. Por tanto, podemos considerar E1&E2 como el punto de equilibrio de las
dos masas situadas en E1 y en E2, con la mayor masa en E2.

Supongamos que anadimos una fila a los datos de la imagen 3.1, una categoria de
«sin educacién reglada» que simbolizaremos por EO, de frecuencias [10 14 4]
con relacion a los tipos de lectores. El perfil de EO es idéntico al perfil de E1, ya
que las frecuencias de EO son simplemente el doble de las de E1. LLos dos conjun-
tos de frecuencias son distribucionalmente equivalentes. Por tanto, los perfiles de EO
y de EI se hallan exactamente en el mismo punto del espacio de perfiles. Los po-
demos unir para dar a este punto una masa igual a la combinaciéon de las masas
de los dos perfiles, es decir un punto de frecuencias [15 21 6].

Las masas de las filas y las de las columnas son proporcionales a las sumas margi-
nales de Ia tabla. Si por alguna razén importante tenemos que modificar las ma-
sas es facil transformar la tabla. Por ejemplo, supongamos que queremos que los
cinco niveles de educacion de laimagen 3.1 tengan masas proporcionales a los ta-
manos de las poblaciones de procedencia y no proporcionales al tamano de sus
muestras. En tal caso, podemos cambiar los valores de la tabla multiplicando los
perfiles de los niveles de educaciéon por el tamano de sus respectivas poblaciones
de origen. Los perfiles de esta nueva tabla seran idénticos a los perfiles origina-
les; sin embargo, las masas de las filas seran proporcionales a los tamanos de las
poblaciones. Alternativamente, supongamos que, en vez de ponderar de forma
distinta los niveles de educacion, como hasta ahora, queremos ponderarlos de
igual forma. Para ello podemos tomar la tabla de perfiles fila (o de forma equiva-
lente, de porcentajes en cada fila), como si fuera la tabla original. En esta tabla,
la suma total de los elementos de las filas es 1 (o el 100%), es decir, todos los
niveles educativos tendran la misma ponderacion.

1. Supongamos que queremos representar graficamente los perfiles fila, es decir
representamos los perfiles fila en el espacio simplex definido por los vértices
de las columnas. En tal caso, cada vértice representa una categoria de las co-
lumnas: un perfil fila completamente concentrado en esa categoria.

2. Podemos interpretar cada perfil como un centroide (o media ponderada) de
los vértices, en el que los pesos son los elementos de su perfil. Por tanto, los
perfiles tenderan a hallarse cerca de los vértices para los que tengan valores
mayores.

3. Cada perfil fila tiene asociado un peso, llamado masa, proporcional a la suma
de los elementos de la fila de la tabla original. Podemos obtener el perfil fila
medio como el centroide de los perfiles fila, ponderando cada perfil con su

Correspondiente masa.
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4. Todo lo que hemos visto hasta ahora para los perfiles fila, lo podemos aplicar
de la misma manera a las columnas de la tabla. En realidad, la mejor manera
de pasar del andlisis de filas al de columnas es transponer la tabla, es decir, que
las columnas sean las filas y viceversa, y hacer lo que hemos visto para las filas.

5. Las filas (o las columnas) formadas sumando las frecuencias de filas (o de co-
lumnas) de la tabla tienen un perfil igual a las medias ponderadas de los per-
files de las filas (o de las columnas) que lo componen.

6. Las filas (o las columnas) con perfiles iguales son distribucionalmente equivalen-
tes. Las podemos agregar en un solo punto.

7. Podemos modificar las masas de las filas (o de las columnas) para que sean
proporcionales a determinados valores, simplemente multiplicando por un
factor de escala.
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CAPITULO

Distancia ji-cuadrado e inercia

En los capitulos 2y 3 representamos graficamente los perfiles, medimos de for-
ma implicita las distancias entre ellos y luego interpretamos sus posiciones. En
el AC las distancias entre los perfiles las medimos de forma algo mas compli-
cada, mediante la distancia ji-cuadrado. Esta distancia es la clave de muchas de
las propiedades interesantes del AC. Existen varias maneras de justificar la uti-
lizacién de la distancia ji-cuadrado. Algunas de ellas, mas técnicas, quedan fue-
ra del alcance de este libro, otras son mas intuitivas. En este capitulo nos de-
cantamos por estas ultimas. Asi, empezaremos por la interpretaciéon geométri-
ca del conocido estadistico ji-cuadrado, calculado a partir de los datos de una ta-
bla de contingencia. Las ideas que hay detras del estadistico ji-cuadrado nos
llevan al concepto de distancia ji-cuadrado y al concepto de inercia. En el AC
medimos la variabilidad de una tabla de datos mediante la inercia, un concep-
to muy relacionado con la distancia ji-cuadrado.
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Consideremos, otra vez, los datos de la imagen 3.1. Fijémonos en que, de los 312 in-
dividuos de la muestra, 57 (el 18,3%) estan situados en el grupo de lectores C1, 129
(el 41,3%) en el de lectores C2 y 126 (el 40,4%) en el de lectores C3; asi pues, el per-
fil fila medio esta constituido por las proporciones [0,183 0,413 0,404]. Si no existie-
ran diferencias entre los niveles de educacion, por lo que concierne al tipo de lecto-
res, los perfiles de todas las filas deberian ser mas o menos iguales al perfil fila medio.
Las diferencias que observamos se deberian sélo a fluctuaciones del muestreo aleato-
rio. Si suponemos que no hay diferencias, o dicho de otra manera, si suponemos que
los niveles de educacion son homogéneos con relacion al tipo de lectores, ¢cuales seran,
las frecuencias esperadas de la fila E5? El nivel de educacién E5 consta de 26 indivi-
duos, por tanto esperariamos que el 18,3% de éstos pertenecieran a la categoria CI;
es decir, 26 x 0,183 = 4,76 (aunque no tenga sentido considerar 0,76 individuos, para
estos calculos es conveniente mantener los valores decimales). De la misma forma, es-
perarfamos que 26 x 0,413 = 10,74 individuos de E5, pertenecieran a la categoria C2,
y 26 x 0,404 = 10,50 a la categoria C3. En estadistica, el «supuesto de no diferencias»
entre las filas de una tabla de contingencia (o de forma similar, entre las columnas)
tiene distintas denominaciones, —«hipétesis de independencia» es una de ellas, o
quizas, en este contexto, es mas adecuada la denominacién «supuesto (o asuncion) de
homogeneidad»—. Mediante el supuesto de homogeneidad, las frecuencias espera-
das para la fila E5 serian [4,76 10,74 10,501, sin embargo, los valores observados son
[3 7 16]. De forma similar, por el mismo supuesto de homogeneidad, podemos cal-
cular las frecuencias esperadas de las restantes filas. En la imagen 4.1, mostramos, de-
bajo de los valores observados de todas las filas, los correspondientes valores espera-
dos. Llegariamos exactamente a las mismas frecuencias esperadas si trabajaramos con
los perfiles columna, es decir, suponiendo que los grupos de lectores son homogéneos.

Tiro pDE LECTOR

Rapidos Minuciosos Muy minuciosos Masas

NIVEL DE EDUCACION Cl c2 C3 Total de las filas

Educacion primaria incompleta 5 7 2 14 0,045
El (2,56) (5,78) (5,66)

Educacion primaria 18 46 20 84 0,269
E2 (15,37) (34,69) (33,94)

Educacion secundaria incompleta 19 29 39 87 0,279
E3 (15,92) (35,93) (35,15)

Educacion secundaria 12 40 49 101 0,324
E4 (18,48) (41,71) (40,80)

Educacion universitaria incompleta 3 7 16 26 0,083
E5 (4,76) (10,74) (10,50)

Total 57 129 126 312

Perfil fila medio (0,183) (0,413) (0,404)
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Las frecuencias observadas siempre seran distintas de las frecuencias esperadas. Sin
embargo, en estadistica queremos saber si estas diferencias son suficientemente
grandes como para contradecir la hipotesis de que las filas son homogéneas. Es de-
cir, queremos saber si es poco probable que las discrepancias entre las frecuencias
observadas y las frecuencias esperadas se deban sélo al azar. Para responder a esta
pregunta calcularemos una medida de discrepancia entre las frecuencias obser-
vadas y las frecuencias esperadas. Concretamente, calcularemos las diferencias en-
tre cada par de frecuencias observadas y esperadas, las elevaremos al cuadrado, las
dividiremos por las frecuencias esperadas e iremos acumulando los resultados has-
ta llegar a un valor final —el estadistico ji-cuadrado, que simbolizaremos por y—

- E (observado — esperado)2
%= esperado

Dado que en una tabla de 5 por 3 (5 x 3) hay 15 células, el calculo constara de 15
términos. En el siguiente calculo mostramos solamente los tres primeros, corres-

pondientes a la fila E1, y los tres ultimos, correspondientes a la fila E5:

2 2 2
»_(6-250)" (7-578) (2-5.66)"

2,56 5,78 5,66
2 2 2
,(3-476)" (7-10.74)"  (16-10,50) @)
4,76 10,74 10,50

En este calculo, la suma de los 15 términos es igual a 26,0. Cuanto mayor sea este
valor, mayores seran las discrepancias entre las frecuencias observadas y las
frecuencias esperadas y, en consecuencia, estaremos menos convencidos de la cer-
teza del supuesto de homogeneidad. Para valorar si 26,0 es grande o pequeno uti-
lizamos las tablas de la distribucion ji-cuadrado, con sus correspondientes «grados
de libertad». Asi, para una tabla de 5 x 3, los grados de libertad son 4 x 2 = 8 (el na-
mero de filas menos uno, multiplicado por el nimero de columnas menos uno). A
un valor del estadistico y* de 26,0, con 8 grados de libertad, el valor p asociado es
de 0,001. Este resultado nos indica que la probabilidad de que las frecuencias ob-
servadas en la imagen 4.1 se correspondan con el supuesto de homogeneidad es ex-
tremadamente baja —una entre mil—. Es decir, rechazamos la homogeneidad de
la tabla y concluimos que es muy probable que existan diferencias reales entre los
niveles de educacion, en lo concerniente a los perfiles de los tipos de lectura.

De hecho, estamos mds interesados en la capacidad del y* para medir la falta
de homogeneidad, es decir, para medir la heterogeneidad entre los perfiles,
que en la prueba estadistica de homogeneidad que acabamos de describir.
Vamos a expresar de otra forma el estadistico y*. Para ello dividiremos el nu-
merador y el denominador de cada uno de los tres términos de cada fila por
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el cuadrado del total de la fila. Por ejemplo, fijémonos en los tres altimos tér-
minos del cdlculo del estadistico x° que mostramos en (4.1); dividimos el nu-
merador y el denominador de cada uno de estos tres términos por el cuadra-
do del total de la fila E5, es decir, por 26% de esta forma, en vez de tener las
frecuencias absolutas originales, tenemos los perfiles observados y los perfiles
esperados;

(3_4,76)2 (1_10,74)2 (E_10,50)2
2 26 26 2% ) 1% 2%

+
476 10,74 10,50
267 267 267

x° =12 términos similares--- +

=12 términos similares---+

9 9RO _ 9 _ 9
(0,115—0,183) +26X(0,269 0,413) +26X(0,615 0,404)

+26 x
0,183 0,413 0,404

(4.2)

Fijémonos en que hemos eliminado uno de los 26 que aparecia dividiendo en el
denominador de cada uno de los tres términos y que ahora aparece como un
factor que multiplica a cada término. De esta manera hemos conseguido expre-
sar los términos como perfiles. Asi, los 15 términos los calculariamos de la mane-
ra siguiente:

total de 1a fil (perﬁles observados de la fila— perfiles esperados de la ﬁla)2
otal de la fila x

perfiles esperados de la fila

Hagamos una modificacién mds en el calculo del estadistico x° que mostramos
anteriormente, con el fin de ponerlo en sintonia con los conceptos que hasta aho-
ra hemos visto en el AC. Dividamos los dos lados de la ecuacion (4.2) por el
tamano total de la muestra, de manera que en cada término de la derecha de la
ecuacion aparezca en primer lugar un factor que, en vez de corresponder al total
de la fila, corresponda a la masa de la misma.

2

%2 =12 términos similares---+
2 2 2
+0,083 x w+0’083 » w.,_o’ogg . (0,615-0,404)° (4.3)
0,183 0,413 0,404

donde 0,083 = 26/312 es la masa de la fila E5 (imagen 4.1). En el AC, llamamos
inercia total, o simplemente inercia, al valor x*/nde la izquierda, donde 7 es el to-
tal de la tabla. Este valor es una medida de la varianza total de la tabla indepen-
diente de su tamano. En estadistica, este valor recibe diferentes nombres, uno de
ellos es el de «coeficiente medio cuadratico de contingencia». A su raiz cuadrada
la denominamos «coeficiente phi» (¢); por tanto, podemos expresar la inercia
como ¢° Si en la expresion (4.3) agrupamos los tres términos de cada fila,

obtenemos la siguiente expresion para la inercia:
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2% =¢* =4 grupos similares de términos---+

+0,083 x

2 2 2
(0,115-0,183) 4 (0,269 —0,413) N (0,615 —0,404) ] (4.4)

0,183 0,413 0,404

Ahora, los cinco grupos de términos de esta férmula, uno de cada fila de la tabla,
son iguales a la masa correspondiente de su fila (por ejemplo 0,083 para la fila E5),
multiplicada por un valor al cuadrado, entre paréntesis, que tiene el aspecto de una
distancia (para ser mas precisos, el cuadrado de una distancia).

En la expresion (4.4) que acabamos de ver, si no fuera por el hecho de que dividi-
mos el cuadrado de las diferencias entre los elementos observados y los esperados
del perfil por los elementos esperados, el valor entre los corchetes, seria exacta-
mente el cuadrado de la distancia «directa» entre el perfil fila E5 y el perfil fila me-
dio en un espacio fisico tridimensional, es decir la distancia euclidea o pitagorica.
Para comprenderlo mejor, vamos a verlo de otra manera, supongamos que repre-
sentamos graficamente los dos perfiles [0,115 0,269 0,615] y [0,183 0,413 0,404]
con respecto a tres ejes perpendiculares. La distancia entre ellos seria la raiz cua-
drada de la suma de los cuadrados de las diferencias entre las coordenadas de cada
perfil, es decir:

Distancia euclidea = /(0,115 - 0,183)° + (0,269 - 0,413) +(0,615-0,404)°  (4.5)

Esta distancia, cuyo valor es 0,264, corresponde exactamente a la distancia en-
tre el punto E5 y la media de los perfiles que representamos graficamente en la
Imagen 3.2

Sin embargo, la expresion (4.4) no es la distancia euclidea —contiene un factor
extra, en el denominador de cada término al cuadrado—. Dado que este fac-
tor redimensiona o repondera cada una de las diferencias al cuadrado, denomi-
namos a esta variante de la distancia euclidea, distancia euclidea ponderada. En
este caso en particular en el que los factores de ponderaciéon que aparecen en
el denominador son los elementos esperados del perfil, la denominamos distan-
cia ji-cuadrado, o de forma sintética, distancia x°. Por ejemplo, la distancia % en-
tre la fila E5 y el centroide es:

(0,115-0,183)* . (0,269 — 0,418)* . (0,615—-10,404)
0,183 0,413 0,404

Distancia y* = \/ (4.6)

su valor es de 0,431, mayor que la distancia euclidea que calculamos en (4.5), ya
que los términos contenidos en la raiz cuadrada han aumentado de valor. En el

proximo capitulo veremos cémo visualizar las distancias ji-cuadrado.
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A partir de (4.4) y (4.6) podemos expresar la inercia de la siguiente forma:

Inercia = Z(Z-CSII’HO masa) x (dlstanaa x* de i-ésimo perfil medla)

i

4.7

efectuando la suma con relacion a las cinco filas de la tabla. Dado que la suma de las
masas es 1, podemos decir que la inercia es la media ponderada de los cuadrados de
las distancias y* entre los perfiles fila y su perfil media. Por tanto, la inercia sera alta
cuando los perfiles fila presenten grandes desviaciones con relacién a su media, y
sera baja cuando éstos se hallen cerca de la media. En la imagen 4.2 mostramos una
secuencia de cuatro pequenas matrices de datos, de baja a alta inercia total, cada
una de ellas con cinco filas y tres columnas. También hemos representado grafica-
mente cada una de las matrices en coordenadas triangulares. Hemos escogido estos
ejemplos, esencialmente, para visualizar incrementos de magnitud de las inercias.
Esta secuencia de mapas también ilustra el concepto de asociacion, o de correlacion,
entre las filas y las columnas de una matriz. Cuando la inercia es baja, los perfiles fila
presentan poca variacion y se hallan cerca de su perfil medio. En tal caso, decimos
que existe poca asociacion, o correlacion, entre las filas y las columnas. Cuanto

a 111 120 39 o Inercia = 0,0076 R 113 28 39 é Inercia = 0,1101
b1011 9 S b 61410 S

c 10 910 clia 7 8

d 9 912 d| 7 918

e 101110 ello12 5

123 1 . 123 1 .
al7 5 3 o [Inercia = 0,5923 abo 10 o Inercia = 1,5715
S Sa
b|320 4 : b 024 1 o
cl19 5 2 c24 20 3 K
d| 6 835 S ec d| 2 047
e|512 6 g el 423 2
02
oc
eh od
Gorrerenrereereeeseeseeeseesesseseeseseesesensesesens o
2 3

50



LA DISTANCIA JI-CUADRADO E INERCIA

mayor sea la inercia, mds cerca se hallaran los perfiles fila de los vértices columna.
Es decir, mayor serd la asociacion entre las filas y las columnas. Mds adelante, en el
capitulo 8, describiremos de manera mas formal la relacién existente entre la iner-
ciay el coeficiente de correlacion entre las filas y las columnas.

Si todos los perfiles fueran idénticos, y por tanto todos se hallaran en el mismo pun-
to (su media), todas las distancias ji-cuadrado serian cero, también lo seria la inercia
total. Por otro lado, se llegaria a la inercia maxima cuando todos los perfiles se ha-
llaran exactamente en los vértices del espacio de perfiles. En tal caso, la inercia
maxima seria igual a la dimensionalidad del espacio (en los ejemplos triangula-
res de la imagen 4.2, este valor maximo seria igual a 2).

Hasta ahora hemos visto los conceptos de perfil, de masa, de distancia Ve y de iner-
cia, en términos de las filas de una tabla. Tal como comentamos en el capitulo 3,
todo lo que hemos descrito hasta ahora para las filas lo podriamos aplicar, de for-
ma equivalente, a las columnas de la tabla (en la imagen 3.4 podemos ver los va-
lores de los perfiles columna, el perfil columna medio y las masas de las colum-
nas). Podriamos comprobar que el resultado del calculo de la inercia, segtin la
ecuacién (4.7) seria idéntico si lo calculdramos a partir de los perfiles columna.
Es decir, la inercia total de la tabla, seria igual a la media ponderada de los cua-
drados de las distancias y* entre los perfiles columna y su perfil media, pondera-
das ahora con las masas de las columnas.

Esta seccion no es imprescindible para la comprension de los aspectos practicos del
analisis de correspondencias, por tanto la podemos obviar. Sin embargo, sera tutil
para los lectores que quieran comprender la teoria y la literatura sobre el analisis
de correspondencias (utilizaremos esta notacion en el capitulo 14). Introduciremos
un poco de notacién estandar para los conceptos definidos hasta el momento apro-
vechando los datos de la imagen 3.1 (que repetimos en la imagen 4.1).

° oy elemento de la tabla de contingencia situado en la i-ésima fila y en la j-ési-
ma columna, por ejemplo n,, = 18.

* n,: el total de la i-ésima fila, por ejemplo n,, = 87 (el subindice + indica suma
de los elementos del correspondiente indice).

* n,: el total de la j-€sima columna, por ejemplo n,, = 129.

* n,:osimplemente n, el total de la tabla, por ejemplo n = 312.

* p,: n, dividido por el total de la tabla, asi, p,, = n,,/n=18/312 = 0,0577.

la suma de fre-

* r:lamasa de la i-ésima fila, asi r, = n, /n (lo que equivale a p

cuencias relativas de la i-ésima fila p,); asi r, = 87/312 = 0,279; simbolizamos al

vector de masas como r.
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* ¢ la masa de la j-ésima columna, es decir 6= nﬂ,/n (lo que equivale a D la
suma de las frecuencias relativas de la j-€sima columna p,); por ejemplo ¢, =
129/312 = 0,414; simbolizamos al vector de las masas de las columnas como c.

* a; el j-€simo elemento del perfil de la fila i, asi @, = n,/n,; ast a, = 18/84 =
0,214; simbolizamos al perfil de la fila i por el vector a..

* b, el i-ésimo elemento del perfil de la columna j, asi b, = n,/n, ; asi b,, = 18/57

+j

= 0,316; simbolizaremos el perfil de la columna j por el vector bj..

. JZ}. (a; —al.,j)z/c].: la distancia x* entre el i-ésimo y el i'-ésimo perfil fila, lo sim-

bolizamos por ‘ a, —a,| ; asi de la imagen 3.1
c

=0,374.

_ [(0,857—0,214)" . (0,500 —0,548)" (0,148 —0,238)"
Hal _a2Hc - 0,183 0,413 0,404

* 2.(b;=b,)/r;: distancia x* entre el j-ésimo y la j'-ésimo perfil columna, lo

simbolizamos por Hbi —b,||; asi de la imagen 3.4

2 2

0,088 — 0,054 0,316 — 0,357

[By=by| = L QI0=0557) e 20,323
1 21l 0,045 0,269

donde 0,088 =5/57; 0,054 = 7/129; 0,045 = 14/312; etc.

. «/Ej (a;—c)*/c;: distancia x* entre el i-€simo perfil fila a, y el perfil fila medio

c (el vector de las masas de las columnas), lo simbolizamos por Hai —c|;asidela
o

imagen 3.1

(0,357—0,183)° (0,500 —0,413)° (0,143 — 0,404)"

0,183 0,413 0,404 =0,594.

2, ~¢]. =

* J2,(b;=n)*/r: distancia x* entre el jésimo perfil columna b, y el perfil
columna medio r (el vector de las masas de las filas), lo simbolizamos por
o -r

J

; asi de la imagen 3.4

[by—x], =\/(0,088—0,045)2 (0,816 —0,269) 4 ele. = 0,332,

0,045 0,269

Con esta notacion, la formula de la inercia total (4.7) es:

¢2=X;2=Zn

25
j

2
a, - ch = E rlz[}i” - cj] /¢ (por fila) (4.8)
i J 4

0
b, - er = zcjz[lj’ - 71) / (por columna) (4.9)
j i\

y su valor 0,0833, por lo tanto, x°=0,0833 x 312 = 26,0.
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1. El estadistico ji-cuadrado (x°) es una medida global de las diferencias entre las ~ RESUMEN:
Distancia ji-cuadrado

frecuencias observadas y las frecuencias esperadas de una tabla de contingen- ~ “>'4™"
e inercia

cia. Calculamos las frecuencias esperadas mediante la hipé6tesis de homogenei-
dad de los perfiles fila (o de los perfiles columna)

2. La inercia (total) de una tabla de contingencia es igual al estadistico x* dividido
por el total de Ia tabla.

3. Geométricamente, la inercia mide lo «lejos» que se hallan los perfiles fila (o
los perfiles columna) de su perfil medio. Podemos considerar que el perfil
medio simboliza la hip6tesis de homogeneidad (es decir, de igualdad) de los
perfiles.

4. Medimos las distancias entre los perfiles utilizando la distancia ji-cuadrado (dis-
tancia x*). La formulacion de esta distancia es similar a la distancia euclidea (o
pitagorica) entre puntos en un espacio fisico, salvo por el hecho de que dividi-
mos cada cuadrado de la diferencia entre coordenadas por su correspondien-
te elemento del perfil medio.

5. Podemos expresar la inercia de manera que la podamos interpretar como una
media ponderada de las distancias * entre los perfiles fila y su perfil medio (de
forma similar, entre los perfiles columna y su media).
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CAPITULO

Representacion grafica de distancias ji-cuadrado

En el capitulo 3 interpretamos las posiciones de los perfiles bidimensionales en un
sistema de coordenadas triangular mediante distancias euclideas. En el capitulo 4
definimos la distancia ji-cuadrado (distancia y*) entre perfiles. Vimos la relacion
existente entre la distancia y?, el estadistico ji-cuadrado y la inercia de una matriz
de datos. La distancia x* es una distancia euclidea ponderada, en la que pondera-
mos los cuadrados de las diferencias entre coordenadas, con el inverso del corres-
pondiente elemento del perfil medio. Hasta ahora, no hemos visualizado realmen-
te las distancias y* entre perfiles. S6lo lo hemos hecho en la imagen 4.2, en la que
los elementos del perfil medio eran iguales y, por tanto, en este caso particular, las
distancias x° también eran distancias euclideas. En este capitulo veremos cémo con
una simple transformacion del espacio de perfiles, las distancias que observamos
en nuestras representaciones graficas son distancias x>

Contenido
Diferencia entre la distancia y” y la distancia euclidea usual ...........................o... 55
Transformacion de las coordenadas antes de representarlas graficamente ..................... 56
Efecto practico de la transformacion . ....... ... .. 57
Interpretacion alternativa en términos de ejes de coordenadas recalibrados . ................... 58
Interpretacion geométrica de la inercia y del estadistico y” . . ... ... 59
El principio de equivalencia distribucional . ............ ... . . 60
Las distancias y* hacen que las contribuciones de las categorfas sean més parecidas ........... 60
Distancia euclidea ponderada . .......... ... 62
Justificacion tedrica de la distancia y® ............. . 62
RESUMEN: Representacion grafica de distancias ji-cuadrado ............................... 62

En la imagen 5.1 hemos representado graficamente los perfiles fila de la imagen
3.1 en unos ejes de coordenadas perpendiculares, en el espacio fisico tridimen-
sional habitual. Aqui las distancias entre perfiles no son distancias y°, son
distancias euclideas (sin ponderar) [férmula (4.5)]. En este tipo de espacio,
calculamos las distancias entre dos perfiles con elementos x; e y,, respectivamente
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(donde j=1, ..., J), sumando los cuadrados de las diferencias de las coordenadas
(x,— )% en todas las dimensiones j y calculando finalmente la raiz cuadrada de
la suma resultante. Esta es la manera como usualmente calculamos las distancias
«directamente» en el espacio fisico con el que estamos familiarizados. Como he-
mos visto, el calculo de la distancia y* es distinto, ya que dividimos cada diferen-
cia al cuadrado por el correspondiente elemento del perfil medio. Es decir, cada
término es igual a (x]. - yj)2/cj, donde ¢ es el correspondiente elemento del perfil
medio. Dado que solamente podemos interpretar y comparar distancias en nues-
tro espacio fisico habitual, seria deseable algtin tipo de modificacion del mapa
que hiciera que las distancias «directas» habituales se conviertieran en distancias
x°. Afortunadamente, como veremos a continuacion, esto es posible mediante

transformaciones simples de los perfiles.

En el cilculo de la distancia x*, podemos reescribir cada término de la forma
) s . L.
(x,—)"/c, como (x]/\/c_j— b /\/c—j) . Esta forma equivalente de expresar el término
general en el calculo de la distancia es formalmente idéntica a la de la distancia
euclidea usual; es decir, como una diferencia al cuadrado. El iinico cambio es que
ahora las coordenadas no son los valores originales x, € 3, sino que las hemos
transformado en xj/\/c—j e yi/\/?j. Ello sugiere que, en vez de utilizar como coor-
denadas los elementos originales de los perfiles, podriamos utilizar estos elemen-
tos divididos por las raices cuadradas de los correspondientes elementos del per-
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C3 Imagen 5.2:

t H espacio de perfiles
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fil medio. En tal caso, la distancia euclidea habitual entre estas coordenadas trans-
formadas seria la distancia x* que buscamos.

Los valores ¢, son los elementos del perfil medio, por tanto, todos son menores  Efecto préctico de la
que 1. En consecuencia, la transformaciéon consistente en dividir los elementos transformacion
del perfil por \/5 comportara un incremento del valor de todas las coordenadas.

De todas maneras, unas aumentaran mas que las otras. Si un determinado ¢ es
relativamente pequeno en comparacion con los otros (es decir, la frecuencia de

la -ésima categoria de la columna es relativamente pequena), entonces las corres-

pondientes coordenadas X, /\/Ei ey, /\/?/‘ aumentaran de forma relativamente gran-

de. A la inversa, una ¢, grande, correspondiente a una categoria mas frecuente,

comportara un incremento relativamente menor de las coordenadas transforma-

das. Por tanto, la transformaciéon aumenta los valores de las categorias con fre-

cuencias bajas, relativamente mas que los de las categorias con frecuencias altas.

En el espacio sin transformar de la imagen 5.1, los vértices se hallan a una unidad
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fisica del origen (es decir, del punto cero) de los tres ejes de coordenadas. El pri-
mer vértice, de coordenadas [1 0 0], se convertird en la posicion [1/\/6—1 00]; es
decir, su posicion en el primer eje se estira hasta llegar al valor 1/,/0,183 = 2,34.
De forma similar, el segundo y el tercer vértice se estiran hasta los valores
1/\/0_2 = 1/\/0,4—13 =156y l/\/?3 = l/\/mz 1,57, respectivamente. En la imagen
5.2 mostramos estos valores junto a los vértices de los correspondientes ejes. Los
perfiles transformados ocupan nuevas posiciones en el espacio, pero siguen den-
tro del triangulo definido por los vértices transformados. Fijémonos en que el es-
tiramiento es mayor en la direccion de CI, la categoria con menor frecuencia

marginal.

Geométricamente, podriamos ver la situaciéon anterior de otra manera. En los
tres ejes de los sistemas de coordenadas sin transformar de las imagenes 2.4y 5.1,
las marcas que indican las escalas (por ejemplo, los valores 0,1; 0,2; 0,3; etc.) se
hallan separadas a intervalos iguales; sin embargo, como indica la imagen 5.2, la
transformacion provoca una extension de los tres vértices. Aunque después de
la transformacion las escalas en los tres ejes son distintas, podriamos seguir con-
siderando los tres vértices como si fueran perfiles unitarios, es decir, a una uni-
dad del origen. En el ¢je CI, un intervalo de 0,1 entre dos marcas seria una lon-
gitud fisica de 0,234, mientras que, en los ejes C2 y C3, estos intervalos serian de
0,156 y de 0,157, respectivamente. Por tanto, el intervalo unidad en el eje CI

seria aproximadamente un 50% mads largo que el mismo intervalo en los otros

58



REPRESENTACION GRAFICA DE DISTANCIAS JI-CUADRADO

C3 Muy minuciosos

, R
\
7
Y \
/ \
4 \
7
\
7 \
p 7/ \
, E5 \\
7
- E4 \\
7
/ Media \
Ve
7/ \
7 ’ '
E2 \
/ - \\
/
) s El \
g by
O e e
Cl c2
Répidos Minuciosos

dos ejes. A pesar de ello, seguiriamos utilizando los valores originales de los per-
files para situarlos en el espacio tridimensional. En definitiva, sea cual sea la ma-
nera como veamos la transformacion —ya sea como una transformacion de los
valores de los perfiles, o como un estiramiento y una recalibracion de los ejes—,
el resultado es el mismo: ahora situamos los perfiles en el espacio triangular es-
tirado que mostramos en la imagen 5.2. En la imagen 5.3 hemos representado
graficamente el triangulo extendido en un plano. Queda claro que el vértice CI,
correspondiente a la categoria mas rara de lectores rgpidos, la categoria que mads
se ha estirado.

Ahora que en el espacio transformado las distancias son distancias y*, podemos
trazar lineas de union entre los perfiles y su media para mostrar, asi, las distancias
x* entre los perfiles y su media (imagen 5.4). Por la férmula (4.7), sabemos que
la suma de las distancias de las filas a su media, ponderadas con sus respectivas
masas, es igual a la inercia total de la tabla. Si en vez de ponderar con las masas,
ponderamos con las frecuencias totales de las filas (la frecuencia total de una fila
es nveces la masa de la fila, siendo n la suma total de la tabla), entonces la suma
ponderada de los cuadrados de estas distancias es igual al estadistico x°. Obtene-
mos resultados equivalentes con los perfiles columna y el perfil columna medio.
Por tanto, geométricamente, podemos interpretar la inercia y el estadistico x*
como medidas del grado de dispersion de los perfiles (de las filas o de las colum-

nas) con relacion a su media.
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Para explicar este principio consideremos otra vez la imagen 3.1. Supongamos
que podemos distinguir dos tipos de lectores minuciosos, los que se fijan mas en
la informaci6n politica y los que se fijan mas en la informacion cultural y depor-
tiva. Simbolizaremos estas dos categorias por C2a y C2b, respectivamente. Supon-
gamos, ademas, que en estas dos nuevas columnas, las frecuencias relativas de los
niveles de educacién son las mismas. Es decir, que no hay diferencias entre
ambas subdivisiones del grupo de lectores minuciosos por lo que respecta a su
educacion. En el capitulo 3 dijimos que este tipo de columnas eran distribucio-
nalmente equivalentes, en tanto que tienen los mismos perfiles. La subdivision de
la columna C2 en C2a y C2b no aporta nueva informacion sobre las diferencias
entre los niveles de educacion. Por tanto, cualquier analisis de estos datos debe-
ria dar los mismos resultados, tanto si subdividimos C2, como si lo dejamos como
una sola categoria. Decimos que un analisis que satisface esta propiedad cumple
el principio de equivalencia distribucional. Si hubiéramos utilizado las distancias
euclideas habituales para medir las distancias entre los perfiles de los niveles de
educacion, no se cumpliria este principio ya que si hubiéramos hecho la mencio-
nada subdivision, hubiésemos obtenido resultados distintos. En cambio, la dis-
tancia y* cumple siempre este principio, no se ve afectada por este tipo de sub-
divisiones de las categorias de la matriz de datos. Es decir, si unimos dos colum-
nas distribucionalmente equivalentes, no cambian las distancias x* entre las filas.
En la practica, esto significa que podemos unir columnas con perfiles similares
sin que la geometria de las filas se vea afectada, y viceversa. El hecho de que en
este tipo de andlisis la introduccion de arbitrariedades técnicas que modifiquen
el nimero de categorias no afecte al resultado, y que éste s6lo se vea modifica-
do si introducimos modificaciones sustanciales, da ciertas garantias a los investi-
gadores.

Ya conocemos como organizar una representacion grafica para visualizar las
distancias y°, pero ¢por qué tenemos que visualizar las distancias y*? ;Por qué no
utilizamos directamente distancias euclideas? Podemos justificar la utilizaciéon de
las distancias y* de muchas maneras, unas mas técnicas que otras. Existen razones
mas profundas que van mas alla de las derivadas de la visualizacion del estadisti-
co x° que acabamos de presentar. Una de ellas se basa en la constatacion de que
existen diferencias importantes en las varianzas de los valores de las frecuencias
de las distintas categorias. Asi, por ejemplo, en la imagen 3.1 podemos ver el re-
corrido de los valores de los perfiles de la columna CI (de 0,115 a 0,357), una co-
lumna con frecuencias pequenas, que es menor que el de la columna C3 (de
0,143 a 0,615), una columna con frecuencias mayores. Esta observacion ilustra
una regla general sobre los datos de frecuencias: los conjuntos de frecuencias pe-
quenas presentan menor dispersion que los conjuntos de frecuencias grandes. Lo
podemos ver calculando las contribuciones de las categorias de la imagen 3.1 a
los cuadrados de las distancias euclideas y x°, distancias entre los perfiles de los
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Euclidea x

Fiia CI c2 C3 CI c2 Cc3

El 28,7 7,1 64,2 47,1 5,1 47,7
E2 2,1 38,7 59,1 4,7 37,2 58,1
E3 13,2 66,4 20,4 25,5 56,7 17,8
E4 37,1 2,8 60,1 56,6 1,9 41,5
E5 6,5 29,7 63,9 13,3 27,1 59,6
Global 17,0 21,8 61,2 31,3 17,7 51,0

niveles de educacion y su centroide (perfil medio). Por ejemplo, el cuadrado de la
distancia euclidea entre el perfil del quinto nivel de educacion E5 y el centroide es:

(Distancia euclidea)® = (0,115 -0,183)* + (0,269 — 0,413)* + (0,615 — 0,404)*
=0,00453 +0,02080 + 0,04475
=0,07008

mientras que el cuadrado de la distancia y* es:

_(0,115-0,183)°  (0,269—-0,418)"  (0,615—0,404)°

Di . 22 _
(Distancia ) 0,183 0.413 0,404
- 0,02480 +0,05031 +0,11081
~0,18592

[véanse ecuaciones (4.5) y (4.6)]. Cada una de estas distancias al cuadrado es
la suma de tres valores correspondientes a las tres categorias de las columnas.
Para valorar la contribucién de cada tipo de lector, podemos expresar estos
tres valores como porcentajes respecto de la distancia total. Por ejemplo, la
contribucion de la categoria CI, al cuadrado de la distancia euclidea es de
0,00453 sobre un total de 0,07008, es decir el 6,5%; mientras que la contribu-
cién de CI al cuadrado de la distancia y* es de 0,02480 sobre un total de
0,18592, es decir el 13,3% (fila E5 de la imagen 5.5). En la imagen 5.5 mostra-
mos las contribuciones de todos los términos, asi como la contribucién global
de cada categoria, calculada considerando conjuntamente todos los términos
de la misma (ultima fila de la imagen 5.5). Asi, vemos que la contribucién glo-
bal de la categoria CI ala distancia euclidea es del 17,0%, mientras que la con-
tribucién global de esta categoria a la distancia x* es del 31,3%. Este ejercicio
ilustra el fenémeno general de que CI, la categoria con frecuencias mas
pequenas, contribuye menos a la distancia euclidea que, por ejemplo, C3. Sin
embargo, la contribucién de CI a la distancia x* se ve incrementada gracias a
la division por las frecuencias medias.
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Como vimos en el capitulo 4, la distancia x° es un ejemplo de distancia euclidea
ponderada, su definicién general es la siguiente:

Distancia euclidea ponderada =

(5.1)

donde w; son los valores positivos de los pesos y x;, con j=1, ..., pe y,conj=1,.., p
son dos puntos en un espacio p-dimensional. En el analisis de componentes prin-
cipales (ACP), un método muy relacionado con el AC, las p dimensiones vienen
definidas por variables continuas, a menudo en diferentes escalas de medida.
En el ACP eliminamos el efecto de la escala sobre la varianza dividiendo los datos
por las desviaciones estandar 5; de las respectivas variables. De esta manera,
reemplazamos las observaciones x, e y, de la variable j por x, /s, € y, /5. Podemos
ver esta operacion como la utilizacién de una distancia euclidea ponderada con
pesos w, = l/sj?, los inversos de las varianzas. En la definicién de la distancia y” en-
tre perfiles, los pesos son iguales a w,= l/c]., es decir, son iguales a los inversos de
los elementos del perfil medio.

A pesar de que en el AC los perfiles se hallan en la misma escala de frecuencias re-
lativas, seguimos teniendo la necesidad de compensar las diferencias entre varian-
zas, situacion similar a la del ACP. En la distribucion de Poisson, una de la distibucio-
nes estadisticas estandar para recuentos, es inherente el hecho de que los conjuntos
de frecuencias con medias mas elevadas tienen varianzas mayores que los conjun-
tos de frecuencias con medias menores. Precisamente, una caracteristica de la dis-
tribucién de Poisson es que la varianza es igual a su media. En nuestro contexto, po-
demos interpretar la transformacién de las frecuencias —consistente en dividir por
la raiz cuadrada de la frecuencia esperada (media)— como una estandarizacion de
los datos, ya que la raiz cuadrada de la frecuencia media es un equivalente a la des-
viacion tipica. De todas formas, existen otros procedimientos de estandarizacion.
Pero, ¢por qué la distancia x* es tan especial? Aparte de cumplir el principio de
equivalencia distribucional y de hacer que el analisis de filas y el de columnas sean
simétricos, otra ventaja de la utilizacion de la distancia x* hay que buscarla en las
propiedades de la distribucion multinomial, una distribucién estadistica multivarian-
te para recuentos. En el apéndice tedrico (A) vemos este tema con mas profundidad.

1. Podemos visualizar las distancias x° entre perfiles, en el espacio fisico habitual
(euclideo) transformando los perfiles antes de representarlos graficamente.
Esta transformacion consiste en dividir cada elemento del perfil por la raiz
cuadrada del correspondiente elemento del perfil medio.

2. Otra posibilidad para visualizar las distancias y* entre perfiles consiste, en vez
de transformar los elementos del perfil antes de representarlos, en estirar los
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ejes de manera que, en cada eje, la unidad tenga una longitud inversamen-
te proporcional a la raiz cuadrada del correspondiente elemento del perfil
medio.

. La distancia x* es un caso especial de distancia euclidea ponderada en la que
los pesos son los inversos de los correspondientes elementos del perfil medio.

Cuando representamos graficamente los perfiles fila, podemos ver el redimen-
sionamiento de las coordenadas (o la extensién de los ejes) como una estan-
darizacion de las columnas de la tabla, que hace que las comparaciones entre
los perfiles fila sean mas equitativas.

. Las distancias y* cumplen el principio de equivalencia distribucional, que garanti-
za la estabilidad de las distancias entre las filas, cuando dividimos las columnas
en componentes similares, o cuando unimos columnas similares.
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CAPITULO

Reduccion de la dimensionalidad

Hasta ahora hemos trabajado con conjuntos pequenos de datos (imagenes 2.1y
3.1). Estos datos tienen pocas dimensiones y los podemos visualizar de forma
exacta. Las tablas con tres columnas conllevan perfiles tridimensionales que, en
realidad, y como vimos en el capitulo 2, son bidimensionales. Las podemos
representar en un sistema de coordenadas triangular situado en un plano. Sin
embargo, en la mayoria de aplicaciones del AC, las tablas de interés tienen
muchas mas filas y columnas y, por tanto, los perfiles se sitian en un espacio de
mayor dimensionalidad. Dado que no podemos ni observar ni imaginar facil-
mente puntos en un espacio de mas de tres dimensiones, es necesario reducir la
dimensionalidad de los puntos. La reduccion de la dimensionalidad es un aspec-
to analitico crucial del AC, por lo que llevarlo a cabo implica una cierta pérdida
de informacién. Debemos restringir en lo posible esta pérdida y asi conservar la
maxima informacion.
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

En la imagen 6.1 podemos ver un ejemplo de tabla multidimensional. Se trata de
una tabla de contingencia obtenida a partir de la base de datos de la Encuesta Na-
cional de Salud de Espana de 1997. Una de las preguntas de esta encuesta trata-
ba sobre la autopercepcion de la salud de los encuestados, quienes la podian con-
siderar muy buena, buena, regular, mala o muy mala. LLa mencionada tabla cruza
estas respuestas de los encuestados con sus grupos de edad. En el momento de la
encuesta, la tabla de contingencia, que contiene datos de 6371 encuestados, in-
cluia siete grupos de edad (las filas de la imagen 6.1) y cinco categorias de salud
(las columnas), proporcionando una instantanea de como veian los espanoles su
salud. Pero, ;como cambia esta percepcion de la salud con la edad? Utilizando el
AC podremos interpretar de forma rapida la relacion entre la edad y la autoper-
cepcion de la salud.

Supongamos por el momento que estamos interesados en los perfiles de los gru-
pos de edad (perfiles fila) con relacion a las categorias de salud. En la tabla de
la imagen 6.2, hemos expresado los perfiles fila como porcentajes. La ultima fila
es el perfil fila medio, o el perfil fila resultante de considerar conjuntamente
todos los grupos de edad de la muestra, es decir, sin distinguir entre grupos de
edad. Asi, por ejemplo, podemos ver que de los 6371 encuestados de la mues-
tra, el 12,8% se ven a si mismos con muy buena salud, el 55,6% con buena salud,
etc. Fijandonos en grupos de edad especificos, vemos que hay diferencias espe-
rables; por ejemplo, el grupo de edad mas joven tiene porcentajes mas altos de
estas categorias (el 19,9% muy buena y el 64,5% buena) que el grupo de mayor
edad, que tiene porcentajes mds bajos (el 5,1% y el 34,4%, respectivamente).
Examinada con detalle esta tabla pronto llegamos a la conclusion de que la auto-
percepcion de la salud empeora con la edad, lo que no constituye una sorpre-
sa. Sin embargo, solamente con los valores numéricos, no es facil que nos de-
mos cuenta de la intensidad con la que ocurren estos cambios, o de entre qué
grupos de edad son mayores (o menores) los cambios en la autopercepcion de

la salud.
GRUPO DE EDAD Muy buena Buena Regular Mala Muy mala Suma
16-24 243 789 167 18 6 1223
25-34 220 809 164 35 6 1234
35-44 147 658 181 41 8 1035
45-54 90 469 236 50 16 861
55-64 53 414 306 106 30 909
65-74 44 267 284 98 20 713
75+ 20 136 157 66 17 396
Suma 817 3542 1495 414 103 6371

Fuente de datos: Encuesta Nacional de Salud de Espana, 1997.
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El AC nos permite visualizar los grupos de edad y nos proporciona mas agudeza
en el analisis de los datos. En este ejemplo, no podemos visualizar de forma exac-
ta los perfiles de los grupos de edad porque los perfiles son puntos que se siti-
an en un espacio de cinco dimensiones. En realidad, como vimos en los anterio-
res ejemplos tridimensionales, al tener los perfiles de los grupos de edad cinco
elementos y ser su suma igual a 1, éstos se sitian en un espacio de una dimen-
sion menos. Sin embargo, incluso la visualizacién directa de un espacio de cua-
tro dimensiones es imposible. Por tanto, seria interesante poder visualizar los
perfiles aunque fuera de forma aproximada en un espacio de pocas dimensio-
nes. Asi pues, dado que no podemos visualizar el espacio de cuatro dimensiones,
podriamos visualizar los perfiles de forma aproximada en un subespacio de una,
dos o tres dimensiones. Precisamente ésta es la esencia del AC: la identificacion
de subespacios de pocas dimensiones que contengan los perfiles, aunque sea de
forma aproximada. También podriamos decir que el AC identifica dimensiones
para las cuales existe muy poca dispersion de los perfiles, y que elimina las direc-
ciones de dispersion que aportan poca informacién. Reduciendo la dimensiona-
lidad de la nube de puntos visualizaremos mas facilmente las posiciones relativas
de los perfiles.

En este ejemplo, los perfiles se sittian, en realidad, muy cerca de una recta. Es de-
cir, podemos imaginar los perfiles formando una nube de puntos alargada en for-
ma de cigarro situado en un espacio de perfiles de cuatro dimensiones. Si identi-
ficamos la recta «mas proxima» a la nube de puntos (pronto definiremos cémo
medir la proximidad), podemos dejar caer (proyectar) los puntos perpendicular-
mente sobre esta recta, sacarla del espacio multidimensional y representar las
proyecciones de izquierda a derecha de forma que su interpretaciéon sea mucho
mas facil. En el mapa de la imagen 6.3 mostramos esta representacion unidimen-
sional de los perfiles de los grupos de edad. Podemos ver que, a pesar de que el
método desconoce el orden natural de las categorias, €stas se sitian de forma na-
tural de la de mayor edad (a la izquierda) a la de menor edad (a la derecha). En

GRuPO DE EDAD  Muy buena Buena Regular Mala Muy mala Suma
16-24 19,9 64,5 13,7 1,5 0,5 100,0
25-34 17,8 65,6 13,3 2,8 0,5 100,0
35-44 14,2 63,6 17,5 4,0 0,8 100,0
45-54 10,5 54,5 27,4 5,8 1,9 100,0
55-64 5,8 45,5 33,7 11,7 3,3 100,0
65-74 6,2 37,4 39,8 13,7 2,8 100,0
75+ 5,1 34,3 39,6 16,7 4,3 100,0
Media 12,8 55,6 23,5 6,5 1,6 100,0
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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25-34
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esta representacion podemos ver facilmente que las diferencias menores se hallan
entre los grupos de edad mas jovenes y que las diferencias mayores se hallan en-
tre los grupos de mediana edad.

Dado que las proyecciones de los perfiles en subespacios de pocas dimensiones
no son sus verdaderas posiciones, deberiamos conocer cual es la magnitud de la
discrepancia entre las posiciones exactas y las aproximadas. Para hacerlo utiliza-
remos la inercia total de los perfiles como una medida de la variabilidad total; es
decir, como una medida de la dispersion geométrica de los puntos en sus verda-
deras posiciones tetradimensionales. Expresaremos tanto la calidad de la repre-
sentaciéon, como su contrapartida, la pérdida de calidad, o error de representa-
cién, como porcentajes de la inercia total; por tanto, su suma debe ser 100%.
Cuanto menor sea la pérdida de inercia, mayor serd la calidad, y cuanto mayor
sea su pérdida, menor la calidad. En este ejemplo, la pérdida de inercia que se
produce al proyectar los puntos sobre la recta del mapa de la imagen 6.3 es s6lo
del 2,7%. Asi, la calidad de la aproximacién unidimensional de los perfiles es del
97,3%. Se trata de un resultado muy favorable: empezamos con una tabla de con-
tingencia de 7 x 5 con una dimensionalidad inherente de 4, y —eliminadas tres
dimensiones sacrificando solamente el 2,7% de la dispersién de puntos— el
97,3% restante corresponde a su dispersiéon en una sola dimensién. Podemos in-
terpretar este porcentaje exactamente igual que, en regresion, explicamos «el
porcentaje de varianza explicada». En la imagen 6.3, la dimensiéon que muestra
las proyecciones de los siete perfiles, explica el 97,3% de la inercia de los verda-
deros perfiles (el 97,3% de la inercia total de la tabla de la imagen 6.1).

En el mapa de la imagen 6.3, las distancias entre las proyecciones de los perfiles
fila son aproximaciones de las verdaderas distancias * en el espacio tetradimen-
sional completo. Podemos comparar las distancias * exactas, calculadas a partir de
los datos de la tabla de la imagen 6.2, con las distancias que representamos grafi-
camente en el mapa de la imagen 6.3. En la figura de la imagen 6.4, ilustramos gra-
ficamente esta comparacién —dado que tenemos 7 puntos, existen §x 7 x 6 = 21
distancias posibles entre estos puntos—. Podemos ver que la concordancia es
excelente, lo que era de esperar debido a que, al reducir los perfiles a una sola
dimensién, en términos relativos, la pérdida de precisién es pequena: el 2,7%. En
la figura de la imagen 6.4, se aprecia que las distancias observadas son siempre me-

nores o iguales que las verdaderas distancias (decimos entonces que las distancias
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se han aproximado «desde abajo»). Es decir, el cuadrado de la verdadera distancia
es la suma de una serie de componentes al cuadrado —una por cada dimension del
espacio de perfiles—, mientras que el cuadrado de la distancia observada es la suma
de un nimero reducido de estas componentes —en este ejemplo unidimensional,
una sola componente—. En la figura de la imagen 6.4, la parte «<no explicada» de
la distancia aparece como desviaciones de los puntos con relacién a la bisectriz.

En el espacio de perfiles de los siete grupos de edad existen cinco vértices que re-
presentan las cinco categorias de la salud. Recordemos, una vez mas, que cada
uno de estos vértices representa un perfil ficticio totalmente concentrado en una
sola categoria de la salud; por ejemplo, el vértice [1 0 0 0 0] representa un grupo
con una autopercepcion de la salud muy buena. Igual que los perfiles, los vértices
también los podemos proyectar sobre la dimensién que representamos grafica-
mente en el mapa de la imagen 6.3, que como vimos es la dimensién que mejor
explica los perfiles de los grupos de edad (imagen 6.5). Fijémonos en el cambio
de escala en comparaciéon con el mapa de la imagen 6.3 —en ambos mapas, los
perfiles de los grupos de edad se hallan exactamente en las mismas posiciones—.
No obstante, la dispersion de los vértices es mucho mayor, lo que se puede expli-
car por el hecho de que éstos representan los perfiles mas extremos.

65-74 25-34
Mala 75+ 55-64  45-54 35-44 16-24
—®—- - - - - - - - 00— - - — - e -0o—© — — 0+ — -0 — 0O — — — — — ©—
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Escala
}_{
0,1
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En la representacion conjunta de perfiles y vértices del mapa de la imagen 6.5,
las categorias de salud también se hallan dispuestas en su orden natural; en el
extremo izquierdo hallamos la categoria muy mala salud y en el extremo derecho
la categoria muy buena salud. Las posiciones de estos puntos de referencia en la
dimensién nos proporcionan la llave para la interpretacion de la asociacion en-
tre las filas (grupos de edad) y las columnas (categorias de salud). Asi, vemos que
el grupo de edad mas joven estd alejado, pero cerca de la buena salud; en cam-
bio, el grupo de mas edad se halla hacia la mala salud. El origen (o punto cero,
que hemos indicado por + en los mapas de las imagenes 6.3 y 6.5) representa
el perfil medio. Asi pues, deducimos que, con relacion a la media, los grupos
de edad de hasta 44 anos se hallan en el lado «bueno», mientras que los de mas de
45 anos se hallan en el lado «malo». El hecho de que el vértice muy mala se halle
tan lejos de los perfiles de los grupos de edad indica que ningin grupo de edad
se halla cerca de este extremo (en la tabla de la imagen 6.2 podemos ver porcen-
tajes del 0,5 al 4,3%, para esta categoria, cuya media es s6lo del 1,6%, el valor
medio que se halla en el origen). La categoria mala se halla casi en la misma
posicién, pero con porcentajes del 1,5 al 16,7% y una media del 6,5% en el ori-
gen (en los capitulos 8 y 13, veremos mas detalles sobre la interpretacién conjun-
ta de filas y columnas). En esta proyeccion unidimensional, la relacion entre los
perfiles fila y los vértices columna es la misma que describimos en el espacio trian-
gular de los capitulos 2 y 3, es decir, el perfil de cada grupo de edad se halla en
la media ponderada de los vértices de las categorias de salud, ponderados con los
elementos del perfil. El grupo de edad mas joven (de 16-24 anos) es el que se en-
cuentra mas a la derecha porque su perfil es el que tiene mayores valores para las
categorias situadas a la derecha, o sea, las categorias muy buena y buena.

El ejemplo que hemos visto es mas simple de lo habitual ya que una sola dimen-
si6n describe adecuadamente los datos. En realidad, en la mayoria de casos nece-
sitamos al menos un plano de dos dimensiones para «aproximarnos» o «ajustar-
nos» al espacio multidimensional de la nube de perfiles. Sobre dicho plano pro-
yectaremos los perfiles y los vértices del espacio de perfiles. En la imagen 6.6
hemos representado graficamente algunos perfiles en un espacio multidimensio-
nal imaginario, asi como sus proyecciones sobre un plano que corta dicho espa-
cio. Tanto si proyectamos los perfiles sobre la recta que mejor se ajusta (un sub-
espacio unidimensional), como sobre un plano (un subespacio bidimensional)
o incluso sobre un subespacio de mayor dimensionalidad, tenemos que definir lo
que entendemos por «proximidad» de los puntos a los mencionados subespacios.
Imaginemos una recta en un espacio multidimensional de perfiles, ;:como pode-
mos calcular la distancia mas corta de los puntos a la mencionada recta? (en este
contexto entendemos por distancia, la distancia 2%). Una posibilidad intuitiva ob-
via, para llegar a una sola medida de proximidad de todos los puntos a la recta,
podria ser Ia suma de las distancias de todos los perfiles a la mencionada recta
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imaginaria. Tendriamos que hallar la recta para la cual la suma de estas distancias
sea menor. En principio no hay nada que nos impida hacer exactamente esto, sin
embargo resulta matematicamente bastante complicado minimizar esta suma de
distancias. Igual que en muchas otras areas de la estadistica, el problema se sim-
plifica mucho si definimos un criterio basado en sumas de distancias al cuadrado
y no uno basado directamente en la suma de distancias. De esta forma llegamos
al llamado problema de la suma minimo-cuadratica. Sin embargo, en nuestro caso
tenemos también una masa asociada a cada perfil, masa que cuantifica la impor-
tancia del perfil en el analisis. El criterio que utilizaremos en el analisis de corres-

pondencias sera, pues, una suma ponderada de distancias al cuadrado.

Supongamos que, en un espacio multidimensional, tengamos I perfiles y que S
sea un candidato a subespacio de pocas dimensiones en el espacio original. Sim-
bolicemos como d,(S) la distancia x* entre el i-ésimo perfil de masa m,y S. Calcu-
laremos la proximidad de este perfil al subespacio como ml.[di(S)]2, es decir, el cua-
drado de la distancia ponderada con la masa. Calcularemos la proximidad de to-
dos los perfiles a S, como la suma de estos valores:

proximidad a § = m,[d,(S)* (6.1)
El objetivo del AC es identificar el subespacio S que minimice el criterio anterior.
Se puede demostrar que, necesariamente, el subespacio S buscado tiene que pa-
sar por el centroide de los puntos (imagen 6.6), por lo tanto, s6lo debemos con-
siderar los subespacios que contienen el centroide.

No es necesario que entremos en las operaciones matematicas implicadas en la
minimizaciéon anterior. Es suficiente con que indiquemos que la manera mas
elegante de definir la teoria del AC, asi como de calcular la solucién de la mini-
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mizacion anterior, es utilizar lo que en matematicas se llama descomposicion en
valores singulares (DVS de forma abreviada). La DVS es uno de los resultados mads
utiles de la teoria de matrices. En estadistica, la DVS es especialmente relevante
en todos los métodos de reduccion de la dimensionalidad. La DVS es a las ma-
trices rectangulares lo que la descomposicion en vectores y valores propios es a
las matrices cuadradas. Es decir, una manera de descomponer una matriz en sus
componentes, de los mas a los menos importantes. El concepto algebraico de
rango de una matriz es equivalente a nuestro concepto geométrico de dimen-
sion. La DVS proporciona un mecanismo directo para aproximar una matriz
rectangular a otra matriz de menor rango por minimos cuadrados. Los resulta-
dos que obtenemos de la DVS nos llevan directamente a la teoria del AC, y a
todos los elementos que necesitamos (coordenadas, inercias principales, etc.).
Dado que la DVS se halla implementada en muchos lenguajes informaticos, es
facil llevar a cabo la parte analitica del AC. En el apéndice de calculo (B) se
muestra lo facil que es llevar a cabo el AC utilizando la funcién DVS del lengua-
je de programacion R.

Acabamos de describir coémo hallar subespacios de pocas dimensiones (por ejem-
plo, rectas y planos) por minimos cuadrados. Parece como si fuera lo mismo que
hace el analisis de la regresion, que también ajusta rectas y planos a puntos que po-
demos imaginar en un espacio multidimensional. Sin embargo, existe una gran
diferencia entre la regresion y lo que nosotros hacemos aqui. En el analisis de la
regresion, consideramos una de las variables como variable respuesta. Ademas, en
regresion, las distancias se minimizan en la direccion del eje de esta variable res-
puesta. En cambio, en nuestro caso no existe ninguna variable respuesta, hacemos
el ajuste minimizando distancias perpendiculares al subespacio que estamos ajus-
tando (en la imagen 6.6 podemos ver que las proyecciones son perpendiculares al
plano; son las menores distancias entre los puntos y el plano). De todas formas,
como las dimensiones identificadas en el AC se pueden contemplar como varia-
bles explicativas de los datos, ajustar subespacios de pocas dimensiones a puntos,
a veces, se le llama «regresion ortogonal».

1. Los perfiles constituidos por m elementos se sitian, exactamente, en espacios
de dimensionalidad m — 1. Por tanto, los perfiles con mas de cuatro elementos
se sitian en espacios de dimensionalidad mayor de tres, que no podemos ob-
servar directamente.

2. Si identificamos un espacio de poca dimensionalidad, preferentemente con
no mas de dos o tres dimensiones, que se halle cerca de los perfiles, podremos
proyectar dichos perfiles sobre el mencionado subespacio y observar las posi-
ciones de sus proyecciones como una aproximacion a sus verdaderas posicio-
nes en el espacio original de mayor dimensionalidad.
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3. En el proceso de reduccion de la dimensionalidad perdemos informacion sobre
las verdaderas posiciones de los perfiles con relacion al subespacio (direccién y
separacion del subespacio). Sin embargo, ganamos la posibilidad de ver conjun-
tamente todos los perfiles, lo que de otra forma seria imposible.

4. Expresamos la precision de una representacion como porcentaje de inercia. Por
ejemplo, si el 85% de la inercia de los perfiles queda representada en el subes-
pacio, la inercia residual, o error, que queda fuera del subespacio es del 15%.

5. También podemos proyectar los vértices, o los perfiles unitarios, sobre el sub-
espacio 6ptimo. En este caso, el objetivo no es representar de forma exacta los
vértices, sino utilizarlos como puntos de referencia para la interpretacion de
los perfiles representados.

6. El calculo del espacio de poca dimensionalidad se basa en la determinacion de
la proximidad entre un conjunto de puntos y un subespacio. Calculamos dicha
proximidad como la suma ponderada de los cuadrados de las distancias x* entre
los puntos y el subespacio, y ponderamos los puntos con sus respectivas masas.
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CAPITULO

Escalado optimo

Hasta ahora hemos presentado el AC como un método geométrico de analisis
de datos. Hemos destacado tres conceptos fundamentales: perfil, masa y distancia
X, y cuatro conceptos derivados: centroide (media ponderada), inercia, subes-
pacio y proyeccion. Los perfiles son puntos multidimensionales, ponderados
por masas. Medimos las distancias entre perfiles mediante distancias x°. Visuali-
zamos los perfiles proyectandolos sobre el subespacio de pocas dimensiones
que mejor se ajusta a los perfiles. A continuacion, para su interpretacion, pro-
yectamos los vértices como puntos de referencia en dicho subespacio. De todas
formas, existen muchas maneras distintas de definir y de interpretar el AC. Por
ello, la misma metodologia de base se ha redescubierto muchas veces en dife-
rentes contextos. Una de estas metodologias alternativas es el escalado optimo.
Una discusion sobre esta aproximacién nos permitira profundizar en el conoci-
miento del AC.
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Consideremos una vez mas el ejemplo de la tabla de la imagen 6.1, la tabla de con-
tingencia que cruza los grupos de edad con las categorias sobre la autopercepcion
de la salud. Tanto las variables fila como las variables columna son variables catego-
ricas, que hemos guardado en un archivo de datos utilizando cédigos de 1 a 7 para
la edad, y de 1 a 5 para la salud. Si queremos calcular estadisticos como la media y la
varianza o hacer un analisis de regresion en el que intervenga, por ejemplo, la varia-
ble autopercepcion de la salud, necesitamos valores numéricos para cada categoria
de salud. Si utilizamos los valores de 1 a 5, estamos asumiendo de forma implicita
que la separacién entre estas categorias es exactamente la unidad, lo que no tiene
porqué ser cierto. El hecho de que hayamos ordenado las categorias de salud (la
autopercepcion de la salud es una variable categérica ordinal), justifica, en parte,
que hayamos utilizado los valores de 1 a 5, pero, ¢que ocurriria si la variable fuera
nominal, como, por ejemplo, la variable pais que vimos en el capitulo 1 (imagen
1.3)? ¢Y si fuera el estado civil?® La variable grupo de edad es también una variable
ordinal establecida mediante intervalos en la escala original de la edad, de manera
que podemos razonablemente utilizar los puntos medios de cada intervalo de la
edad como valores de escala. Sin embargo, no es claro el valor que hemos asignado
al grupo de edad 7, que hemos dejado abierto (de 75 o mas afios). Cuando no haya
una alternativa mejor, y las categorias presenten una ordenacién natural, como en
nuestro caso, en los calculos utilizaremos por defecto valores enteros (en nuestro
casode 1 a7yde1ab), que denominan una escala entera. Vamos a ver cémo el es-
calado 6ptimo ofrece un camino, resultante de un determinado criterio de optimi-

zacion, que nos permite asignar valores numéricos a una variable categorica.

Vamos a utilizar la escala entera para efectuar algunos calculos simples. Sin embar-
go, primero invertiremos la codificacion de las categorias de salud, de manera que
el mayor valor corresponda a la mejor salud; asi, 5 indicara muy buena salud, descen-
diendo hasta 1, que indicara muy mala salud. En la encuesta constituida por 6371 in-
dividuos, hay 817 individuos con muy buena salud (cédigo 5), 3542 con buena salud
(codigo 4), y asi sucesivamente. Utilizando estos codigos enteros como escala para
las categorias de salud, podemos calcular la sa/lud media de la siguiente manera:

[(817 x 5) + (3542 x 4) + ... + (103 x 1)] / 6371 = 3,72
Es decir,
(0,128 x 5) + (0,556 x 4) + ... + (0,016 x 1) = 3,72 (7.1)

donde 817/6371 = 0,128, 3542/6371 = 0,556, etc. son los elementos del perfil fila
medio (ultima fila de la tabla de la imagen 6.2). Por tanto, esta media de todos

* En mi experiencia como consultor en estadistica, una vez me mostraron una encuesta con la
variable «afiliacion religiosa» tomando los valores: 0 = ninguna, 1 = catélica, 2 = protestante,
etc. {El investigador calcul6 la religion media de la muestra!
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los encuestados no es mas que el centroide de los valores de la escala obtenido
ponderando con los elementos del perfil fila medio.

Consideremos ahora un determinado grupo de edad, por ejemplo, el de 16 a 24
anos. En la primera fila de datos de la tabla de la imagen 6.1, vemos que de los
1223 encuestados de este grupo, hay 243 individuos con muy buena salud, 789 con
buena, y asi sucesivamente. Utilizando otra vez los valores enteros de la escala de
5 a1 para las categorias de la salud, la salud media de este grupo de 16-24 es:

[(243 x 5) + (789 x 4) + ... + (6 x 1)]/1223 = 4,02
es decir
(0,199 x 5) + (0,645 x 4) + ... + (0,005 x 1) = 4,02 (7.2)

donde, en la segunda linea, aparecen nuevamente los valores del perfil (del gru-
po de edad de 16 a 24 anos), 243/1223 = 0,199, 789/1223 = 0,645, etc., que
hemos utilizado como pesos. Vemos que el grupo de edad mas joven tiene una
autopercepcion media de la salud mayor que la media general, 4,02 con relacién
a 3,72. Podriamos repetir el calculo anterior para los restantes seis grupos de
edad, obteniendo las medias siguientes:

16-24 25-34 35-44 45-54 55-64 65-74 75+ Media global
4,02 3,97 3,86 3,66 3,39 3,30 3,19 3,72

Ahora que ya hemos calculado las medias de las categorias de salud de cada gru-
po de edad, podemos calcular su varianza. Este calculo es similar al calculo de
inercia del capitulo 4 ya que ponderaremos cada grupo de edad proporcional-
mente al tamano de su muestra. Otra posibilidad seria asignar a cada uno de los
6371 encuestados el valor correspondiente a su respectivo grupo de edad, y hacer
el calculo habitual de la varianza. Hemos calculado la varianza como (véase la fila
de totales de la tabla de la imagen 6.1):
1223

1234 396
2222(4,02 - 8,72) + —= (3,97 - 3,72) +... + ——(3,19-3,72)% =
o3y (H02-3.72)% + (3,97 3,72)" +...+ (3,19~ 3,72)" =0,0857

con desviacion tipica 10,0857 = 0,293.

Todos los cdlculos anteriores dependen de la escala entera asignada a las catego-
rias de salud, una eleccion arbitraria verdaderamente dificil de justificar, especial-
mente después de ver los resultados del capitulo 6. La pregunta es: ¢existe una es-
cala mas justificable o, al menos, mas interesante? La respuesta depende de lo que
entendamos por «mads interesante». Vamos a considerar un posible criterio que
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nos lleve a una escala con valores directamente relacionados con el AC. Suponga-
mos que indicamos la escala asignada a las categorias de la salud por los valores
desconocidos v, v, v,, v,y v;. La media de todos los encuestados seria, en funcién
de estos valores desconocidos, igual que en (7.1):

media global de la salud = (0,128 x v,) +(0,556 x ©,) + ... + (0,016 x v,) (7.3)
y la media del grupo de edad de 16 a 24 anos seria, igual que en (7.2):
media de salud 16-24 anos = (0,199 x v,) +(0,645 x v,) + ... + (0,005 x v,) (7.4)

Llamamos puntuaciones a las medias calculadas de esta manera, asi (7.3) es la pun-
tuacién media y (7.4) es la puntuacién del primer grupo de edad, que indicamos
como s,. Calculariamos las puntuaciones, s,, s,, ..., s,, de todos los grupos de edad
de la misma manera, siempre en funcion de los valores desconocidos de la esca-
la. Dado que cada uno de los 6371 encuestados pertenece a un grupo de edad,
les podemos asignar la puntuaciéon correspondiente de la escala de salud. Por
ejemplo, a los 1223 encuestados del grupo de edad de 16 a 24 anos les asignaremos
la puntuacién calculada en (7.4). Podriamos imaginar a los 6371 encuestados dis-
tribuidos en las siete puntuaciones de la escala de salud, independientemente de
los valores que éstas tomen.

Para determinar los valores de la escala, propondremos que las 6371 puntuacio-
nes cumplan determinadas propiedades. Una propiedad deseable seria que las
puntuaciones estuvieran bien separadas entre si, de manera que pudiéramos dis-
tinguir al maximo los grupos de edad. Dicho de otra forma, seria muy indeseable
que las puntuaciones se encontraran muy cerca entre si, de manera que nos fue-
ra dificil distinguir entre grupos de edad en términos de sus categorias de salud.
Una manera de expresar este requerimiento de forma mas precisa es exigir que
la varianza de las puntuaciones de los 6371 encuestados sea maxima. En términos
numéricos, tenemos 1223 encuestados del primer grupo de edad (primera fila de
la imagen 6.1) a los que hemos asignado la puntuacion s;, 1234 del segundo gru-
po de edad a los que hemos asignado la puntuacion s,, y asi sucesivamente. Cal-
cularemos la varianza de las 6371 puntuaciones, como hicimos en la pagina ante-
rior. La escala éptima vendra definida por los valores v,, v, ..., v, que hagan que la

varianza de las s, s,, ..., s, puntuaciones sea maxima.

Afortunadamente, las posiciones de las categorias de salud, en la dimensién del
AC que mejor se ajusta, resuelve de forma exacta este problema del escalado
optimo. La varianza maxima es igual a la inercia de esta dimensién 6ptima del
AC. Es decir, los valores de las coordenadas de los vértices de la imagen 6.5 son
los valores de la escala 6ptima de v, a v;. A partir de los elementos de los perfi-
les de las filas podemos calcular sus correspondientes puntuaciones, de s, a s,.
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Coordenadas Coordenadas

CATEGORIA DE LA SALUD de vérlices GRUPO DE EDAD de perfiles
Muy buena 1,144 16-24 0,371
Buena 0,537 25-34 0,330
Regular —-1,188 35-44 0,199
Mala -2,043 45-54 -0,071
Muy mala -2,076 55-64 -0,396

65-74 -0,541

75+ -0,658

En la tabla de la imagen 7.1 se muestran los valores de las coordenadas de los
vértices y los de las coordenadas de los perfiles. En el capitulo 3, vimos que la
posicion de un determinado grupo de edad corresponde al centroide de los
vértices de los cinco grupos de la salud. Esta propiedad también se cumple para
las proyecciones de los perfiles en cualquier subespacio. Asi, por ejemplo, obte-
nemos la puntuacion del grupo de edad de 16 a 24 anos (imagen 6.2), pon-
derando las posiciones de los vértices de las cinco categorias de salud con los
perfiles correspondientes de este grupo de edad (imagen 7.1), de la siguiente
manera:

(0,199 x 1,144) + (0,645 x 0,5637) + ... + (0,005 x —2,076) = 0,371

lo que concuerda con la coordenada del perfil 16-24 de la imagen 7.1

También podriamos plantear el escalado 6ptimo al revés; es decir buscariamos los
valores de la escala de los grupos de edad que maximizaran la varianza de las ca-
tegorias de salud. La solucién viene dada por las coordenadas de los vértices de
los cinco grupos de edad, siendo las coordenadas de los perfiles las puntuaciones
de las categorias de la salud. En el siguiente capitulo veremos mads a fondo la si-
metria existente entre el analisis de filas y el anadlisis de columnas. Esta simetria,
o dualidad, del escalado 6ptimo ha llevado a algunos autores a denominar este
método como optimizacion dual de la escala.

A diferencia de la escala entera original, la escala 6ptima no sitia las cinco cate-
gorias de salud a distancias iguales. En el mapa de la imagen 6.5 vimos que exis-
tia una gran diferencia entre buena y regular, y una diferencia muy pequena en-
tre mala'y muy mala. Estos valores de la escala 6ptima de las categorias de la salud
hacen que las puntuciones de los grupos de salud estén lo mas separadas posible
segun el criterio de la varianza. Es decir, utilizando la escala 6ptima de las catego-
rias de salud, obtenemos la maxima discriminacién entre los grupos de edad. En
el mapa de la imagen 6.3, en la que s6lo representamos las puntuaciones de los
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grupos de edad, vemos que hasta el grupo de edad de 34 a 45 anos, existen pe-
quenos cambios en la autopercepcion de la salud, luego vemos grandes cambios
en los grupos de edad media, especialmente entre los grupos de 45 a 54 y de
55 a 64 anos, y finalmente cambios mas pequenos en los grupos de mayor edad.
Revisando otra vez los perfiles de la tabla de la imagen 6.2, podemos comprobar
que entre los grupos de edad de 45 a 54 anos y de 55 a 64 anos se produce una
caida de aproximadamente el 50% en la categoria muy buena y un incremento de
mas del doble en la categoria mala. Estos cambios en los valores de los perfiles
explican los cambios observados en las puntuaciones.

Los valores de la escala 6ptima obtenidos para las categorias de la salud son 1,144,
0,537, -1,188, —2,043 y —2,076, respectivamente (imagen 7.1). Hemos calculado
estos valores en determinadas restricciones, necesarias para poder hallar una sola
solucion. Estas restricciones son que, para los 6371 encuestados, la media de los
valores de la escala de salud sea 0 y que su varianza sea 1:

(0,128 x 1,144) + (0,556 x 0,537) + ... + (0,016 x (=2,076)) = 0 (media 0)
(0,128 x 1,144%) + (0,556 x 0,587%) + ... + (0,016 x (=2,076)%) =1 (varianza 1)

Estos prerrequisitos para los valores de la escala son las condiciones de identifica-
cion o restricciones en el lenguaje utilizado en la teoria matematica de optimiza-
cion. La primera condicion es necesaria, ya que podrian existir dos escalas
distintas que tuvieran la misma varianza pero medias diferentes. Es decir, seria
imposible identificar una solucién sin especificar la media. La segunda condi-
cién es necesaria ya que, si multiplicamos de forma arbitraria los valores de la
escala por un valor grande, la varianza de las eventuales puntuaciones se incre-
mentaria mucho, lo que no tendria sentido alguno, pues estamos intentando
maximizar la varianza. En consecuencia, es necesario que busquemos una esca-
la que tengan una determinada media y un determinado rango de variacion.
Aunque las condiciones de «media 0 y varianza 1» son una eleccién arbitraria,
conducen a unas coordenadas adecuadas para los vértices del AC, que también

cumplen estas condiciones.

Para determinar la escala 6ptima, las dos condiciones de identificacion que he-
mos descrito anteriormente son simples instrumentos técnicos que aseguran una
sola solucion matematica de nuestro problema. Sin embargo, una vez obtenidos
los valores de la escala, tenemos la posibilidad de transformarlos en una escala
mas conveniente, siempre y cuando recordemos que la media y la varianza de la
escala transformada no tienen ninguna trascendencia sustantiva o relevancia es-
tadistica. En general, llevamos a cabo la redefinicion de esta escala, fijando los
puntos extremos, de manera que tengan valores con algtn significado. Por ejem-
plo, en este caso, podriamos dar el valor 0 a la categoria muy mala salud, y el va-
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CATEGORIA DE LA SALUD Valor en la escala dptima Valor en la escala transformada
Muy buena 1,144 100,0
Buena 0,537 81,1
Regular -1,188 27,6
Mala —2,043 1,0
Muy mala -2,076 0,0

lor 100 a la de muy buena. En tal caso, necesitamos hacer que una transformacién
asigne el valor 0 a —2,076 y el valor 100 a 1,144. Para ello, en primer lugar, pode-
mos sumar 2,076 a todos los valores de la escala, de manera que el valor mas pe-
queno sea 0. Ahora la escala va de 0 a 1,144 + 2,076 = 3,220. Para asignar 100 al
mayor valor de la escala, podemos multiplicar todos los valores por 100/3,220. En
este caso en concreto la férmula de calculo para pasar de la antigua a la nueva es-
cala es simplemente:

100
3,220

nueva = (antigua + 2,076) x

o, para el caso general:

rango nuevo

nueva = [((mligua — antiguo limite inferior)x ]+ nuevo limite inferior (7.5)

rango antiguo

(en nuestro ejemplo el nuevo limite inferior es 0). Aplicando esta férmula a los
cinco valores de la escala 6ptima, obtenemos los valores transformados de la ima-

gen 7.2.

La escala anterior de 5 a 1, con cuatro intervalos iguales entre los puntos de la es-
cala, tendria los valores 100, 75, 50, 25, 0 en la escala transformada de rango 100
(recordemos que hemos invertido la escala de manera que muy buena sea 100).
Sin embargo, en la escala 6ptima transformada, regular no se halla en el punto
medio (50) de la escala, se halla mucho mas cerca del extremo «mala» salud de
la escala.

Debemos insistir en que la escala 6ptima depende del criterio establecido para su
determinacion, asi como de las condiciones de identificacion escogidas. Aparte
de los criterios puramente técnicos, también depende, de forma clara, de la tabla
de contingencia original. Si tuviéramos una tabla de contingencia que cruzara
autopercepcion de la salud con otra variable demografica, por ejemplo, nivel de
educacion, obtendriamos, una escala 6ptima distinta para las categorias de la
salud, ya que ahora el procedimiento discriminaria de manera 6ptima las diferen-
cias entre niveles de educacion.
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En contraste con el criterio de maximizaciéon que hemos descrito anteriormente,
a continuaciéon presentamos un criterio de minimizacién para hallar los valores
de la escala 6ptima que también conduce a la soluciéon del AC. Este criterio se
basa en las distancias entre las filas y las columnas —en el ¢jemplo que nos ocu-
pa estas distancias seran las distancias entre las categorias de salud y los grupos de
edad—. Imaginemos, en primer lugar, las categorias de salud en una determina-
da escala, por ejemplo, la escala entera de 1 a 5, de muy mala a muy buena salud,
que representamos graficamente en la imagen 7.3. Ahora el objetivo es hallar, en
la misma escala, las posiciones de los grupos de edad que se hallen tan «proxi-
mos» como sea posible a las categorias de salud, en el sentido de que un grupo
de edad, que tenga una frecuencia elevada para una determinada categoria de sa-
lud, tienda a aproximarse a esta categoria. Supongamos ahora que los valores de
las categorias de salud (en este ejemplo inicial eran los valores de 1 a 5) son los
valores A, h,, ..., h;y que los valores de los grupos de edad son «,, a,, ..., a,. La dis-
tancia entre un grupo de edad y una categoria de salud es igual al valor absoluto
de la diferencia |, — &]; sin embargo, preferimos, como medida de proximidad,
la distancia al cuadrado (a, — h)*" Para que las distancias dependan de las fre-
cuencias de ocurrencia de las tablas de contingencia, ponderaremos cada distan-
cia al cuadrado con p,, la frecuencia relativa como la definimos en la pagina 51
del capitulo 4. Es decir, los valores de la imagen 6.1 divididos por la suma total
6371 (por tanto, la suma de todos los P, es 1). Nuestro objetivo seria entonces

minimizar la funcién siguiente:
22 by = X pyla =l (7.6)
i J i

que tendera a acortar las distancias cuando f,; sea mayor. Dados unos determina-
dos valores h, de las categorias de salud, es facil demostrar que obtenemos un mi-
nimo de (7.6) con las medias ponderadas de los grupos de edad. Para los valores
de las categorias de salud de 1 a b5, estas medias ponderadas son las puntuaciones
que calculamos antes —en la férmula (7.2) y las puntuaciones que le siguen—,
que también hemos representado en el mapa de la imagen 7.3. Las dos escalas
que mostramos en el mapa de la imagen 7.3 minimizan (7.6), pero si los valores
de la escala de la salud fueran otros, ¢cual seria el valor del minimo? Para poder

65-74 45-54 25-34
75+ 55-64  35-44 16-24
— - = = = - - = 0 — — — = — — — ©O—-0-00— —0 0 — — — — — — — o —
Muy mala Mala Regular Buena Muy buena

* De nuevo, como anteriormente, es siempre mas facil trabajar con las distancias al cuadrado

—Ila raiz cuadrada de las expresiones que conducen a distancias euclideas causan muchos pro-
blemas de optimizacion—; estas dificultades desaparecen cuando consideramos la optimiza-
cién minimo-cuadratica.
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responder con sentido a esta pregunta, necesitamos, otra vez, definir unas condi-
ciones de identificacion; en caso contrario podriamos llegar a una solucién que
situara a todas las categorias de salud en el mismo punto. Si consideramos las mis-
mas condiciones de identificacién que vimos anteriormente para los valores de
las categorias de la salud, es decir, media 0 y varianza 1, obtendremos, de nuevo,
el minimo con la dimensién 6ptima del AC. Comparando las posiciones de los
grupos de edad en el mapa de la imagen 7.3 con las posiciones 6ptimas en el
mapa de la imagen 6.5, vemos que la dispersion de los grupos de edad es mayor
en el mapa 6.5, lo que significa que en el mapa 7.3, los grupos de edad quedan
mads cerca de las categorias de salud en términos del criterio (7.6). El valor del mi-
nimo alcanzado en el mapa de la imagen 6.5 es igual a 1 menos la varianza (ma-
ximizada) de la dimension 6ptima del AC, lo que llamamos pérdida de homogenei-
dad. (Volveremos a este concepto en el capitulo 20, cuando tratemos sobre el ana-
lisis de homogeneidad.) El criterio (7.6) lo podemos generalizar ficilmente a dos
o mas dimensiones, digamos K dimensiones, simplemente sustituyendo a,y h; por
vectores con K elementos y sustituyendo los cuadrados de las diferencias (a,— %,)*
por el cuadrado de las distancias euclideas en un espacio de dimension K.

1. El escalado éptimo asigna valores a las categorias (o atributos) de una variable ca-
tegoérica mediante algiin criterio de optimizaciéon que separe, o discrimine, los
grupos de casos que hemos formado al cruzar los casos con dicha variable.

2. Las posiciones de las categorias son los vértices en la dimension 6ptima del AC
que proporcionan unos valores de escala 6ptimos, en el sentido de que maxi-
mizan la varianza entre los grupos. Las puntuaciones de los grupos son las pro-
yecciones de sus perfiles sobre esta dimension. La varianza maxima de las pun-
tuaciones es igual a la inercia de las proyecciones de los perfiles.

3. Es caracteristico de la geometria del AC que las posiciones de las coordenadas
de las proyecciones de las categorias sobre la dimension 6ptima estén estanda-
rizadas. De todas formas, en la practica podemos recentrar y redimensionar los
valores de la escala, por ejemplo, para que sus valores vayande 0 al ode O a
100. En tal caso variaran los valores de la media y la varianza.

4. También podemos hallar la escala 6ptima a partir de un criterio basado en las
distancias entre filas y columnas. Concretamente, se trata de situar en el mapa
las coordenadas de filas y columnas de manera que se minimicen las distancias
ponderadas entre filas y columnas —ponderadas con las frecuencias relativas
obtenidas de la tabla de contingencia—. Este valor minimo es igual a 1 menos

la varianza (maxima) de las puntuaciones en la escala 6ptima.
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CAPITULO

Simetria entre el analisis de filas
y el de columnas

En todos los ejemplos y analisis que hemos mostrado hasta ahora, nos hemos
centrado en el analisis de las filas de una tabla. Hemos visualizado e interpretado
las posiciones de los perfiles fila, utilizando las columnas como puntos de refe-
rencia, es el «analisis de filas». Sin embargo, podemos aplicar el analisis ante-
rior de forma completamente simétrica a las columnas de la tabla. Lo podemos
ver como una transposicion de la tabla, en la que intercambiamos las filas por
las columnas y viceversa, para a continuaciéon repetir los procedimientos que
hemos descrito del capitulo 2 al 7. En este capitulo, veremos que los andlisis de
filas y columnas estan muy relacionados. En realidad, si llevamos a cabo el ana-
lisis de filas, también estamos efectuando el analisis de columnas y viceversa.
Por tanto, podemos ver el AC como un analisis simultaneo de las filas y de las
columnas de una tabla.
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Resumen del analisis de
[as filas

Analisis de columnas:
los valores de los
perfiles tienen una
interpretacion simétrica

Imagen 8.1:

Perfiles de la columna de
las categorias de salud con
relacion a los grupos de
edad, expresados como
porcentajes

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Consideremos de nuevo los datos de la tabla de la imagen 6.1 sobre la autopercep-
cioén de la salud. En el capitulo 6 hicimos el analisis de filas de estos datos porque
queriamos representar los perfiles de los grupos de edad con relacion a las catego-
rias de salud. Estos siete perfiles se hallaban en un espacio tetradimensional,
delimitado por los cinco vértices que representan los perfiles unidad extremos de
cada una de las categorias de salud. Llegamos a la conclusién que la mayor parte
de la variacion espacial de los perfiles se producia en una recta (imagen 6.3).
Finalmente, proyectamos e interpretamos las proyecciones de los perfiles y de los
cinco vértices sobre la mencionada recta (imagen 6.5).

Consideremos ahora la posibilidad de analizar los perfiles columna de la tabla de
la imagen 6.1. Es decir, los perfiles de las categorias de salud con relacion a los gru-
pos de edad que mostramos en la tabla de la imagen 8.1. Para cada categoria de sa-
lud, los perfiles columna proporcionan porcentajes de individuos con relacion a los
grupos de edad. Por ejemplo, en la categoria mala salud, el 4,3% de los individuos
tiene de 16 a 24 anos, el 8,5% de 25 a 34 anos, y asi sucesivamente. A pesar de que
la tabla de perfiles columna tiene un aspecto completamente distinto que el de la
tabla de perfiles fila de la imagen 6.2, cuando nos fijamos en valores concretos y los
comparamos con sus medias, vemos que contienen la misma informacién (en el ca-
pitulo 2, con los datos sobre mis viajes, ya nos dimos cuenta de ello). Consideremos,
por ejemplo, el 23,7% de la columna mala del grupo de edad de 65 a 74 anos. Com-
paremos este valor con el porcentaje de individuos de ese grupo de edad para el to-
tal de la muestra, que podemos encontrar en la dltima columna: el 11,2%. Llega-
mos a la conclusion que, en el grupo de edad de 65 a 74 anos, algo mas del doble
de los encuestados manifiestan que su salud es mala en comparacién con la media
global de ese grupo de edad (el cociente es 23,7/11,2 = 2,1). Si nos fijamos ahora
en la misma celda de la tabla de la imagen 6.2, vemos que el 13,7% del grupo de
65 a 74 anos manifiesta que su salud es mala, mientras que esta proprocioén en el
total de la muestra es del 6,5% (dltima fila de la tabla de la imagen 6.2). De nuevo,
llegamos a la conclusiéon de que, en este grupo de edad, algo mas del doble de los

GRUPO DE EDAD Muy buena Buena Regular Mala Muy mala Media
16-24 29,7 22,3 11,2 4,3 5,8 19,2
25-34 26,9 22,8 11,0 8,5 5,8 19,4
35-44 18,0 18,6 12,1 9,9 78 16,2
45-54 11,0 13,2 15,8 12,1 15,5 13,5
55-64 6,5 11,7 20,5 25,6 29,1 14,3
65-74 5,4 7,5 19,0 23,7 19,4 11,2
75+ 2,4 3,8 10,5 15,9 16,5 6,2
Suma 100 100 100 100 100 100
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encuestados manifiesta que su salud es mala, en comparacion con la media global
de esta categoria de salud, el cociente es idéntico: 13,7/6,5 = 2,1.

En el capitulo 4 vimos que la inercia total de los perfiles columna es igual a la iner-
cia total de los perfiles fila; ambos cdlculos son tan s6lo maneras alternativas de ex-
presar la misma férmula: el estadistico y* dividido por el tamano de la muestra. Para
los datos sobre la autopercepcion de la salud, la inercia total es de 0,1404.

Los perfiles columna definen una nube de cinco puntos, cada uno de ellos con
siete componentes, que deben hallarse en un espacio de seis dimensiones, ya que
la suma de sus componentes es 1. Sin embargo, los cinco puntos no llegan a ocu-
par las seis dimensiones de este espacio, pues s6lo ocupan cuatro. Podemos per-
cibir este hecho de forma intuitiva, si tenemos en cuenta que dos puntos se ha-
llan exactamente en una recta unidimensional, tres puntos en un plano bidimen-
sional, cuatro puntos en un espacio tridimensional y, por tanto, cinco puntos se
hallaran en un espacio tetradimensional. En consecuencia, aunque los perfiles
fila y los perfiles columna se encuentran en espacios distintos, la dimensionalidad
de estas dos nubes de puntos es la misma, en este caso, de cuatro. Se trata de la
primera coincidencia geométrica entre el analisis de los perfiles fila y el de los

perfiles columna. Pronto veremos muchas mas similitudes.

Consideremos todavia los perfiles de las cinco categorias de salud en un espacio
tetradimensional. Nos planteamos ahora las mismas preguntas que antes: ¢se pue-
den representar, de forma aproximada, estos puntos en un subespacio de pocas di-
mensiones?, scudl es la calidad de esa aproximacion? Haciendo el mismo tipo de
calculos matematicos que vimos en el capitulo 6, llegamos a que podemos represen-
tar los perfiles columna en un espacio unidimensional y que la calidad de la repre-
sentacion es del 97,3%, exactamente el mismo porcentaje que hallamos con los per-
files fila. Estamos ante una segunda coincidencia geométrica entre los dos analisis.

En el mapa de la imagen 8.2 representamos las proyecciones de los perfiles co-
lumna sobre la recta que mejor se ajusta a los perfiles. Vemos que las categorias
de salud se sitian exactamente en el mismo orden que los vértices en el mapa de
la imagen 6.5. Aunque los valores de sus coordenadas no son iguales, sus posicio-
nes relativas son idénticas. Comparando las posiciones de las categorias de salud

Muy Muy
mala Regular Buena buena
- — — — — — — — — *— — — — — — — — — — - = + - - = - = - - — - — = -o—
Mala
Escala
0,1
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Imagen 8.3:

1 mismo mapa de la
imagen 8.2, que muestra las
posiciones de las
proyecciones de los vértices
de los grupos de edad

Ejes e inercias
principales

El factor de escala es la
raiz cuadrada de la
inercia principal
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75+ 65-74 55-64 Mala 45-54 35-44 16-24
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—
0,1

del mapa de la imagen 8.2 con la escala del mapa de la imagen 6.5, vemos que las
coordenadas de los perfiles son una versién encogida, o contraida, de las posicio-
nes de los vértices. Pronto interpretaremos de forma especifica este «factor de con-
traccion». Sin embargo, profundicemos un poco mas. En el mapa de la imagen 8.3
representamos las proyecciones de los siete vértices que corresponden a los grupos
de edad sobre la misma recta. La comparacion de las posiciones de los vértices aqui
con la de los perfiles de los grupos de edad en el mapa de la imagen 6.5 (o con las
posiciones del mapa de la imagen 6.3 en una escala mayor) pone de manifiesto el
mismo fenémeno, pero para las filas; en el mapa de la imagen 6.5, las posiciones de
los perfiles fila con relacion a la recta que mejor se ajusta son una version encogi-
da de las posiciones de los vértices de los grupos de edad proyectados sobre la rec-
ta, que mejor se ajusta a los perfiles de las categorias de salud del mapa de la ima-
gen 8.2. Es decir, en el analisis de columnas, las posiciones de los vértices fila son
una expansion de las posiciones de los perfiles fila del analisis de filas. Estamos ante
la tercera, y mas importante, coincidencia geométrica entre los dos analisis.

En estos analisis, la recta que mejor se ajusta se denomina eje principal. En los pro-
ximos capitulos veremos que existen otros ejes principales. Por ello, de forma mas
precisa, llamaremos a esta recta «primer eje principal». Hemos visto que tanto en
el analisis de filas, como en el analisis de columnas la inercia total es de 0,1404 y
que, en ambos casos, el porcentaje de inercia explicada por el primer eje es del
97,3%. También en ambos casos, el valor concreto de la inercia explicada por el
primer eje es de 0,1366, por tanto, el porcentaje de inercia explicada es igual a
100 x 0,1366/0,1404 = 97,3%. Llamamos inercia principal a la inercia explicada por
un eje principal (de 0,1366 en este caso). En este ejemplo se trata de la primera
inercia principal ya que nos referimos a la inercia del primer eje principal. La
inercia principal también recibe el nombre de valor propio, ya que se puede calcu-
lar como un valor propio de una matriz cuadrada simétrica.

Parece pues, que tenemos que hacer un solo analisis: de filas o de columnas.
Los resultados de uno de ellos se pueden obtener de los resultados del otro. Sin
embargo, ¢cual es exactamente la relacién entre ambos? Dicho de otra manera,
¢cudl es el factor de escala que nos permite pasar de las posiciones de los vérti-
ces de un analisis a las posiciones de los perfiles del otro? Pues bien, este factor
de escala es igual a la raiz cuadrada de la inercia principal. Asi, en este ejemplo,
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Coordenadas Coordenadas

CATEGORIA DE LA SALUD de perfiles GRUPOS DE EDAD de vérlices
Muy buena 0,423 16-24 1,004
Buena 0,198 25-34 0,893
Regular -0,439 35-44 0,538
Mala -0,755 45-54 0,192
Muy mala -0,767 55-64 -1,070

65-74 -1,463

75+ -1,782

es 10,1366 = 0,3696. En consecuencia, para pasar de los vértices fila de la imagen
8.3, a los perfiles fila de los mapas de las imdgenes 6.3 o 6.5, simplemente multi-
plicamos los valores de las coordenadas por 0,3696, es decir, algo mas de un ter-
cio. A la inversa, para pasar de los perfiles columna del mapa de la imagen 8.3 a
los vértices columna del mapa de la imagen 6.5, multiplicamos los valores de las
coordenadas por el inverso de este valor, concretamente por 1/0,3696 = 2,706. En
las tablas de las imdgenes 7.1 y 8.4 se muestran todos los valores numeéricos de las
coordenadas de los perfiles y de las coordenadas de los vértices. Comparando los
valores de ambas imdgenes llegamos a la expresion:

Coordenada del perfil = coordenadas del vértice x ,/ inercia principal

Fijémonos que en los mapas de las imagenes 6.5 y 8.3, los perfiles estin mads juntos
que los vértices. El factor de escala es una medida directa de lo apretados que estan
los perfiles «interiores» en comparacién con los vértices «exteriores». En este caso,
un factor de escala de 0,3696 indica que la dispersion de los perfiles es aproxima-
damente un tercio de la de los vértices. Al final del capitulo 4 interpretamos la iner-
cia total como una medida de la dispersion de los perfiles en relacion a los vértices
exteriores (imagen 4.2). Las inercias principales (o sus raices cuadradas) son tam-
bién medidas de dispersion, pero se refieren a los ejes principales de forma indivi-
dual, no al espacio de perfiles en su conjunto. Cuanto mayor sea la inercia principal,
y en consecuencia cuanto mayor sea el factor de escala, mayor sera la dispersion de
los perfiles con relacion a los vértices en el eje principal. En consecuencia, es obvio
que la inercia principal no puede ser mayor que 1, pues los perfiles deben hallarse
en el «interior» de sus correspondientes vértices.

La raiz cuadrada de la inercia principal, que ya hemos senalado que siempre
toma un valor menor de 1, tiene otra interpretacion como coeficiente de corre-
lacion. En general, los coeficientes de correlacion se calculan entre pares de me-
didas, como por ejemplo la correlacion entre los ingresos y la edad. En el caso
que nos ocupa, para cada encuestado tenemos dos observaciones —el grupo de
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de la correlacion

(Coordenadas principales
y coordenadas
estandares

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

edad y la categoria de la salud—, pero se trata de observaciones categoricas, no
de medidas. Podemos calcular el coeficiente de correlacion entre estas dos varia-
bles recurriendo a los c6digos enteros que utilizamos anteriormente por defecto,
es decir de 1 a 7 para los grupos de edad y de 1 a 5 para las categorias de salud.
En tal caso obtenemos una correlacion de 0,3456. Utilizando otros valores, obten-
driamos otras correlaciones. Por tanto, nos podemos plantear las siguientes pre-
guntas: para obtener la maxima correlacion, ¢qué valores debemos utilizar para
los grupos de edad?, ¢y para las categorias de salud? Llamamos correlacion canoni-
ca a la correlacién maxima que obtenemos de esta manera. En este ejemplo, la
correlacion canonica es de 0,3696, exactamente la raiz cuadrada de la inercia, es
decir, el factor de escala que vincula el analisis de filas con el de columnas. Los va-
lores numeéricos de los grupos de edad y de las categorias de salud que dan la ma-
xima correlacion son precisamente los valores de las coordenadas de los grupos
de edad y de las categorias de salud en el eje principal del AC que aparecen en
las imagenes 7.1y 8.4 y que representamos graficamente en las imagenes 6.3, 6.5,
8.2 y 8.3. Podemos utilizar las coordenadas de los perfiles o las coordenadas de
los vértices, ya que la correlacion no se ve afectada ni por un cambio de origen ni
por redimensionamiento de las escalas. Sin embargo, en general, utilizamos esca-
las estandarizadas de media 0 y varianza 1.

Es habitual mostrar graficamente la correlacion entre dos variables en un dia-
grama de dispersion de los casos, como por ejemplo los grupos de edad (eje y)
y categorias de la salud (eje x). En este diagrama de dispersiéon tenemos 6371
casos, sin embargo, s6lo aparecen 7 valores en el eje y, y 5 en el x. Por tanto,
en el diagrama de dispersion tenemos s6lo 7 x 5 = 35 posibles puntos (imagen
8.5). En cada punto hallamos todos los casos de la categoria de la salud y del
grupo de edad de la celda correspondiente de la tabla de contingencia origi-
nal (imagen 6.1). Aqui hemos representado los puntos como cuadrados de
area proporcional a la frecuencia de la celda. En este diagrama de dispersion,
la correlacién canénica de los 6371 individuos, es igual a la correlacién de
Pearson. Cuando decimos que la correlaciéon candnica es optima queremos
decir que no existen otros valores de las categorias de las filas y de las catego-
rias de las columnas que proporcionen un coeficiente de correlacién mayor.
Obtendriamos una correlacion canénica igual a 1 cuando todos los puntos se
hallaran en una recta, en este caso significaria que cada grupo de edad esta
asociado s6lo con una categoria de salud (los perfiles serian todos perfiles uni-
dad, es decir, vértices).

En esta etapa es conveniente introducir algo de terminologia para evitar tener
que repetir continuamente las expresiones «coordenadas de las posiciones de los
vértices» y «coordenadas de las posiciones de los perfiles». Hemos estandarizado
las primeras para que tengan media 0 y varianza 1, y las llamaremos coordenadas
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CATEGORIA DE LA SALUD

estandares; las segundas son las coordenadas de los perfiles en los ejes principales,
y las denominaremos coordenadas principales. Por ejemplo, en las tablas de la ima-
gen 8.4, la primera columna de resultados numéricos contiene las coordenadas
principales de las categorias de la salud, mientras que la segunda columna con-
tiene las coordenadas estandar de los grupos de edad. En ambos casos son coor-
denadas en el primer eje principal del AC. Veremos que en capitulos posteriores
tendremos, en general, mas de un eje principal.

Vamos a ver otra manera de calcular la correlacion en el AC. Asi, a cada uno de
los 6371 individuos del ejemplo sobre la encuesta de salud le asignemos un par
de valores: uno () para el grupo de edad y otro (/) para la categoria de salud.
Como antes, estos valores son desconocidos, sin embargo, vamos a definir un
criterio de optimizacion que nos permita determinarlos. Supongamos que cada
individuo tiene una puntuacion igual a la suma de los dos valores @, + h. Por
ejemplo, alguien del grupo de edad de 25 a 34 anos con muy buena salud
(segundo grupo de edad y primera categoria de salud) tendria una puntuacién
igual a a, + h,. Supongamos ahora que indicamos la correlacion entre todos los
pares de valores {a,, a, + h].} como cor(a, a+ h), donde ay hindican los 6371 valo-
res de la muestra. De forma similar, indicamos la correlacion entre todos los pa-
res {hj, a, + h}} como cor(h, a + h). Habria que buscar unas escalas que optimiza-
ran estas dos correlaciones. Se puede demostrar que la primera dimension del AC
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proporciona unos valores que son 6ptimos en el sentido de que maximizan la me-
dia de los cuadrados de estas correlaciones:

media de los cuadrados de las correlaciones = é[corQ(a,a +h)+cor’(ha+h)] (8.1)

Dado que para cualquier par de variables estandarizadas Xe Y, la cor(X,X+Y) =

J[+cor(X,Y)]/2, en (8.1) la media de los cuadrados de las correlaciones sera

igual a:

1+ cor(a, h)
2

media de los cuadrados de las correlaciones =

(8.2)

En consecuencia, cuando con el AC maximizamos la cor(a,h), es decir, obtenemos
la correlacion canénica (8.2), también maximizamos (8.1). Este resultado nos
sera util mas tarde ya que lo podemos generalizar facilmente a mas de dos varia-
bles, como veremos en el capitulo 20.

Utilizando la notacién anterior, podemos ver otro criterio de optimizacion que
también nos conduce a los resultados del AC. En primer lugar, en vez de cal-
cular las sumas de los valores de cada individuo, calculemos la media de estos va-
lores, %(% + h/.). A continuacién calculemos las diferencias entre los valores de la
edad y de salud de cada individuo con su media: ¢, - §(a, + b)) y h; = (a, + k). Una
medida de la similitud entre los valores de edad y los de la salud de cada indi-
viduo es la media de la suma de cuadrados de estas dos diferencias, lo que nos
lleva a una medida de la varianza de los valores a,y h;:

varianza (de un caso) = %([ai - %((h + )P +[h, — %(al. +h)F (8.3)

Sin embargo, en este contexto, preferimos el término homogeneidad porque si los
valores a,y h; fueran iguales, su varianza seria cero; a un individuo con esta com-
binacioén de categorias le llamamos individuo homogéneo. Un término alternativo
a homogeneidad es el de consistencia interna. Calculando la media de los valores
(8.3) para todos los individuos de la muestra, obtenemos un valor llamado pérdi-
da de homogeneidad (en la pagina 69, se usa este término en el mismo sentido). Si
todos los valores de edad coincidieran con los de salud, lIa pérdida de homogenei-
dad seria cero, es decir la muestra seria completamente homogénea (o interna-
mente consistente). El objetivo del AC es hallar una escala de valores que mini-
mice esta pérdida. Una vez mas, los valores que minimizan la pérdida de homo-
geneidad coinciden con las coordenadas de la edad y de salud de la primera
dimensién del AC. Como veremos en el capitulo 20, podemos facilmente exten-
der esta definicion a mas de dos variables.
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SIMETRIA ENTRE EL ANALISIS DE FILAS Y EL DE COLUMNAS

1. Todo lo que hemos hecho en el analisis de filas lo podemos aplicar de forma  RESUMEN:
completamente simétrica a las columnas, como si repitiéramos todas las ope- Simetria entre el analisis

raciones en la tabla transpuesta. de filas y el de columnas

2. Con el analisis de columnas visualizamos los perfiles de las columnas y los vér-
tices de las filas en el subespacio de representaciéon 6ptimo de los perfiles de

las columnas.

3. El (primer) eje principal de perfiles es la recta, o dimension, que mejor se ajus-
tayla (primera) inercia principal es la inercia explicada por esta dimension.

4. Las coordenadas principales son las posiciones de las coordenadas de los perfiles
en un eje principal, y las coordenadas estandares son las posiciones de las coorde-
nadas de los vértices en un eje principal.

5. Los dos analisis son equivalentes en el sentido de que tienen la misma inercia
total, la misma dimensionalidad y la misma descomposicion de la inercia total
en inercias de los ejes principales.

6. Ademas, en ambos analisis, los perfiles y los vértices estan intimamente relacio-
nados de la siguiente manera: en un eje principal, las posiciones de los perfi-
les (en coordenadas principales) tienen exactamente las mismas posiciones re-
lativas que los correspondientes vértices (en coordenadas estandares) en el
otro andlisis, pero con valores contraidos. El factor de escala implicado es exac-
tamente la raiz cuadrada de la inercia principal de ese ¢je.

7. Este factor de escala también se puede interpretar como una correlacion canoni-
ca, especialmente cuando nos referimos al primer eje principal. Se trata de la
maxima correlaciéon que podemos obtener con las variables fila y las variables
columna como resultado de la asignacién de valores numéricos a las categori-
as de estas variables.
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CAPITULO

Representaciones bidimensionales

Hasta ahora hemos estudiado con bastante extension, las proyecciones de una
nube de perfiles sobre un solo eje principal, la recta que mejor se ajusta. Sin em-
bargo, en la practica encontraremos que la mayor parte de representaciones del
AC son bidimensionales. Es habitual representar el primer eje principal horizon-
talmente (eje x) y el segundo eje principal verticalmente (eje y). Aunque pode-
mos proyectar la nube de puntos sobre cualquier subespacio de pocas dimensio-
nes, las proyecciones bidimensionales son especiales debido a que son nuestra
forma habitual de representar graficos sobre papel o en las pantallas de ordena-
dor. De todas formas, en el apéndice de calculo mostramos algunos ejemplos de
como utilizar el lenguaje de programacion R para hacer representaciones en tres
dimensiones (imagen B.5, en pag. 306).
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El ejemplo que veremos a continuacion, que apareci6 originalmente en mi libro
de 1984, Theory and Applications of Correspondence Analysis, ha sido utilizado como
ejemplo para ilustrar el AC en los principales programas estadisticos comerciales.
Este ejemplo, a pesar de que corresponde a un conjunto de datos ficticios, se ha
citado en bastantes articulos cientificos y todavia lo podemos utilizar como intro-
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Analisis de filas

Imagen 91 T1POS DE FUMADORES
Clasificacion de los
empleados de una empresa No Fumadores ~ Fumadores  Fumadores Total
segtin su nivel profesional y GRUPO DE EMPLEADOS ~ fumadores  ocasionales medios compulsivos  de las filas Masas
sus habitos fumadores, que
muestra los pg/ﬁ/es de las Directivos séniors 4 2 3 2 11 0, 057
filas, el perfil fila medio, DS (0,364) (0,182) (0,273) (0,182)
entre paréntesis, asi como  Directivos jovenes 4 3 7 4 18 0,093
las masas de las filas DJ (0,222) (0,167) (0,389) (0,222)
Empleados séniors 25 10 12 4 51 0,279
ES (0,490) (0,196) (0,235) (0,078)
Empleados jovenes 18 24 33 13 88 0,456
EJ (0,205) (0,273) (0,375) (0,148)
Secretarias 10 6 7 2 25 0,130
sc (0,400) (0,240) (0,280) (0,080)
Total 61 45 62 25 193
Perfil medio (0,316) (0,233) (0,321) (0,130)

duccion a las representaciones bidimensionales. Los datos tratan sobre una en-
cuesta a 193 empleados de una empresa que tiene como objetivo conocer los ha-
bitos de los fumadores de la empresa. Clasificamos a los empleados de la empresa
de acuerdo con su nivel profesional (cinco grupos) y sus habitos fumadores (cuatro
grupos) (en la imagen 9.1 reproducimos la correspondiente tabla de contingen-
cia). Dado que se trata de una tabla de 5 x 4, sus perfiles fila y sus perfiles colum-
na se hallan exactamente en un espacio tridimensional.

Como hemos visto anteriormente, podemos ver esta tabla como un conjunto de
filas o como un conjunto de columnas. Supongamos que el analisis de filas es
mas relevante, es decir, estamos interesados en representar, para cada grupo de
empleados, los porcentajes de no fumadores, de fumadores ocasionales, etc. El
espacio de perfiles constituye un simplex de cuatro puntos, es decir, un tetra-
edro de tres dimensiones que es el equivalente tridimensional al espacio triangu-
lar que vimos anteriormente (lo podemos visualizar utilizando las representaciones
tridimensionales que describimos en el apéndice de cdlculo, B). Para reducir la
dimensionalidad de los perfiles, los podemos proyectar sobre el plano que me-
jor se ajuste (imagen 6.6). En el mapa de la imagen 9.2 también representamos
graficamente las proyecciones de los cuatro vértices que representan los habitos
fumadores de los empleados. Fijémonos en que, como es habitual, hemos situa-
do el primer eje principal horizontalmente y el segundo eje principal vertical-
mente. Junto a los ejes indicamos las inercias principales (de 0,07476 y de
0,01002, respectivamente), asi como los correspondientes porcentajes de iner-
cia. Podemos sumar estos valores para conocer el porcentaje de inercia explica-
do por esta representacion. Asi vemos que la inercia explicada por el plano es de
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REPRESENTACIONES BIDIMENSIONALES
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0,08478, lo que representa el 99,5% de la inercia total de 0,08519. Es decir,
sacrificando una dimensién, hemos perdido sélo el 0,5% de la inercia de los per-
files. Esta claro, pues, que los cinco perfiles fila se hallan muy cerca del plano
representado, tan cerca, que cuando exploremos sus posiciones relativas, podre-
mos ignorar las distancias de éstos al plano.

Si nos fijamos s6lo en las posiciones de los perfiles, podemos comprobar que los
grupos que se hallan mas separados son, por un lado, los empleados jévenes (EJ)
y los directivos jévenes (DJ) situados a la izquierda, y, por otro, los empleados sé-
niors (ES) situados a la derecha; por tanto, las mayores diferencias en los habitos
de los fumadores se hallan entre estos dos extremos. Los directivos séniors (DS)
se hallan entre los directivos jovenes y los empleados séniors, mientras que las
secretarias (SC) se hallan muy cerca de los empleados séniors. No obstante, para
poder explicar las similitudes y las diferencias entre los grupos de empleados, es
necesario que nos fijemos en las posiciones de los perfiles con relacion a las de
los vértices. Dado que las tres categorias de fumadores se hallan a la izquierda y
la de no fumadores se halla a la derecha, la distincion entre derecha e izquierda
es equivalente a la distincién entre fumadores y no fumadores. Los grupos EJ y DJ
son diferentes del grupo de ES, ya que los primeros son relativamente fumadores,
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Imagen 9.2:

Mapa dptimo del AC
bidimensional de los datos
sobre los habitos de los
fumadores de la imagen
9.1, con las filas en
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(proyecciones de los
perfiles) y las columnas en
coordenadas estandares
(proyecciones de los
vértices)

Interpretacion de los
perfiles fila y de los
vértices columna



Anidado de los ejes
principales

Interpretacion de la
segunda dimension

Verificacion de la
interpretacion perfiles-
vértices

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

mientras que el grupo ES es relativamente mds «no fumador». El centro de este
tipo de representaciones es siempre el perfil medio, de manera que podemos
considerar las desviaciones de los grupos de empleados en distintas direcciones
a partir del perfil medio, las mayores desviaciones se producen de izquierda a de-
recha.

La representacion bidimensional también contiene la mejor representaciéon uni-
dimensional. Si proyectaramos todos los puntos de la imagen 9.2 verticalmente
sobre el eje horizontal, esta representaciéon unidimensional seria la misma que
habriamos obtenido si, de entrada, hubiésemos estado interesados s6lo en la me-
jor representacion unidimensional. Decimos que los ejes estan anidados. Es decir,
la representacion 6ptima de una determinada dimensionalidad contiene todas
las representaciones 6ptimas de menor dimensionalidad. Fijémonos en que las
proyecciones, sobre el primer eje, de los tres grupos de fumadores situados a la
izquierda, quedan muy cerca entre si y bastante separadas del punto situado a
la derecha correspondiente a los no fumadores. Esta es la caracteristica mas im-
portante de los datos. Utilizando la terminologia que vimos en el capitulo 7, po-
demos decir que la «escala de fumadores» que mejor diferencia los cinco grupos de
empleados no es la que asigna intervalos iguales a las cuatro categorias de fuma-
dores, sino la que sitta a los tres grupos de fumadores muy cerca y muy separados
del grupo de no fumadores. Efectivamente, existe una dicotomia entre fumado-
res y no fumadores.

Continuando con la interpretacién bidimensional, vemos que el segundo eje
principal (eje vertical) separa los tres grupos de fumadores. Como indica el por-
centaje de inercia explicada por el eje vertical, muy inferior, los perfiles no difie-
ren tanto vertical como horizontalmente. No obstante, a pesar de que los EJ y los
DJ tienen porcentajes similares de fumadores, como se puede ver por su posicion
similar en el eje horizontal, llegamos a la conclusion de que el perfil de los EJ tie-
ne relativamente mas fumadores ocasionales que fumadores compulsivos en com-
paracion con el perfil de los DJ. Podemos verificar facilmente estas conclusiones
a partir de los datos originales de la imagen 9.1.

Midiendo las distancias entre los perfiles y los vértices de la imagen 9.2, y com-
parando posteriormente dichas mediciones con los valores de los perfiles, pode-
mos verificar la interpretacion sobre las posiciones de los perfiles con relacién a
la de los vértices. Tenemos que hacer esta verificacion vértice a vértice, por ejem-
plo, midiendo las cinco distancias de los grupos de empleados al vértice fumadores
ocasionales. Como regla general, suponiendo que la representacién sea de bue-
na calidad, lo que es cierto en esta ocasion, cuanto mas cerca se halle un perfil
de un vértice, mas se identifica este perfil con el grupo representado por el vér-
tice. Asi, por ejemplo, en el parrafo anterior dijimos que debido a que EJ se
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halla mas cerca del vértice fumadores ocasionales que DJ, EJ debe contener rela-
tivamente mas fumadores ocasionales que DJ. Los datos muestran que 24/88, el
27%, de los individuos de EJ son fumadores ocasionales, mientras que s6lo 3/18,
el 17%, de los DJ lo son, lo que concuerda con nuestra interpretacién. En la ima-
gen 9.3 comparamos, de forma grafica, las distancias de los perfiles a los vértices
con los correspondientes valores de los elementos de los perfiles expresados
como porcentaje. Utilizamos la abreviaciéon 42, para indicar la distancia observa-
da de EJ-a-fumadores ocasionales (fila 4, columna 2) y 22 para indicar la de DJ-a-
fumadores ocasionales (fila 2, columna 2). Asi vemos que los EJ quedan mas cer-
ca del vértice fumadores ocasionales que los DJ, para esta categoria el valor del
elemento correspondiente del perfil es de 0,27 para los EJ y sélo de 0,17 para los
DJ. En cada vértice, los elementos de los perfiles se relacionan de forma monoto-
nicamente inversa con las distancias de los perfiles a los vértices. Graficamente
(imagen 9.3) ello significa que, en cada vértice, los cinco perfiles se disponen de
forma descendiente, de izquierda a derecha. Por ejemplo, en el cuarto vértice
(fumadores habituales ), los perfiles con etiquetas 34, 54, 44, 14 y 24, se disponen
en este tipo de secuencia descendente.
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Distancias observadas de
los perfiles a los vértices de
la imagen 9.2,
representadas con relacion
a los correspondientes
valores de los perfiles fila
de la imagen 9.1. Hemos
etiquetado cada par fila-
columna con sus nimeros
de categoria
correspondiente; por
ejemplo, el perfil fila 3
(empleados séniors) y 6
vértice columna 4
(fumadores compulsivos) se
denota como 34.
Fijémonos en que, en cada
Vértice, salvo alguna
excepcion, a medida que
aumentan los valores de los
perfiles disminuyen las
distancias



Imagen 9.4:

Mapa asimétrico del AC de
los datos sobre los habitos
de los fumadores de la
tabla 9.1, con las columnas
en coordenadas principales
y las filas en coordenadas
estandares

Mapas asimétricos

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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Decimos que el mapa de la imagen 9.2 es un mapa asimétrico, 0 un mapa con esca-
las asimétricas, ya que es una representacion conjunta de perfiles y vértices. En un
mapa asimétrico, representamos las filas en coordenadas principales, y las colum-
nas en coordenadas estandares o viceversa. Es decir, si estuviéramos mas interesa-
dos en el andlisis de las columnas que en el de filas, representariamos las columnas
en coordenadas principales, y las filas en coordenadas estandares. Lo que dijimos
en el capitulo 8 sobre el factor de escala entre las filas y las columnas se cumple
para todos los ejes principales. En consecuencia, la representacion bidimensional
de los perfiles columna seria una version encogida de las posiciones de los vér-
tices mostrados en el mapa de la imagen 9.2. Sin embargo los «factores de con-
traccion» (es decir, las correlaciones canénicas, que son iguales a las raices cuadra-
das de las inercias principales) de los dos ejes no son los mismos: 1/0,07476= 0,273
y +/0,01002 = 0,1000, respectivamente. Por tanto, el factor de contraccién del pri-
mer eje es de 0,273 (una contraccién de poco menos de cuatro veces), y el factor
de contraccion del segundo eje es de 0,1 (diez veces). Siguiendo el mismo razo-
namiento, para pasar de los perfiles fila de Ia imagen 9.2 a las posiciones de sus
vértices, simplemente tenemos que expandirlos aproximadamente cuatro veces
en el primer eje y diez veces en el segundo eje. Aparte de estos factores de esca-
la, las posiciones relativas de los perfiles y los vértices son las mismas. En la ima-
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gen 9.4 podemos ver otro posible mapa asimétrico, en el que hemos representado
las columnas como perfiles en coordenadas principales, y las filas como vértices
en coordenadas estandares. En este ultimo mapa, las posiciones de los perfiles
columna se hallan a medias ponderadas de los vértices de las filas, los pesos son
los elementos de los perfiles de las columnas. Al mapa asimétrico de la imagen 9.2
lo llamamos mapa en filas principales (ya que expresamos las filas en coordenadas
principales), en cambio al mapa de la imagen 9.4 lo denominamos mapa en

columnas principales.

Una vez examinada con bastante profundidad la explicaciéon geométrica de las
representaciones asimétricas, vamos ahora a introducir otra posibilidad de repre-
sentacion de los resultados, el mapa simétrico. Esta opcion es, de lejos, la mas
popular en la literatura sobre el AC, especialmente entre los investigadores fran-
ceses. En los mapas simétricos solapamos en la misma representacion, los perfiles
fila y los perfiles columna, a pesar de que, en sentido estricto, las configuraciones
de filas y columnas emanan de espacios distintos. Por tanto, en los mapas simétri-
cos representamos tanto las filas como las columnas en coordenadas principales.
Por ejemplo, el mapa de la imagen 9.5 es un mapa simétrico concerniente a los
datos sobre los habitos de los fumadores, en el que hemos solapado los dos
conjuntos de puntos «interiores», que representamos mediante los circulos llenos
en los mapas de las imagenes 9.2 y 9.4. La justificacion de la representacion con-
junta de filas y de columnas hay que buscarla en la estrecha relacién que existe
entre el analisis de filas y el de columnas. Es decir, en la existencia de un solo fac-
tor de escala entre las filas y sus correspondientes vértices. La conveniencia de
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Imagen 9.6:
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este tipo de representacion radica en que cualquiera que sea el nivel de asocia-
cion, en los mapas simétricos la dispersion de los perfiles fila y perfiles columna
es similar. Por tanto, es mas dificil que en la representacion grafica se produzca
un solapamiento de etiquetas. En cambio, en los mapas asimétricos, los perfiles
(que en general son los puntos de principal interés) se hallan apretados en el cen-
tro de la representacion, lejos de los vértices exteriores, lo que hace que la visua-
lizacion sea menos estética.

En el mapa de la imagen 9.5, en la que hemos representado conjuntamente los
perfiles de las filas y los de las columnas, las distancias entre las filas que aparecen
en el mapa son aproximadamente distancias x°, de la misma manera que las dis-
tancias entre las columnas, son también aproximadamente distancias x°. Al ser la
representacion de las filas idéntica a la de la imagen 9.2, podemos aplicar la mis-
ma interpretacion sobre las distancias entre las filas (fijémonos, sin embargo, en
la diferencia de escala de estos dos mapas), o sea, lo mismo es aplicable a las co-
lumnas de la imagen 9.4. Esta similitud de distancias entre puntos se puede veri-
ficar representando graficamente las distancias observadas versus las verdaderas
(imagen 9.6). Vemos que existe una excelente concordancia, esperable en tanto
que, en ambos casos, la calidad de la representacion de los perfiles es del 99,5%.

La comodidad de los mapas simétricos, como el de la imagen 9.5, tiene un precio
que deriva del riesgo de querer interpretar, de forma directa, las distancias entre
filas y columnas. En estos mapas, no hemos definido ni tenemos previsto definir
este tipo de distancias. Se trata de una peculiaridad del AC que, a menudo, es mal
comprendida y que, frecuentemente, causa confusion entre los usuarios de los
mapas simétricos a los que les gustaria realizar grupos formados por filas y colum-
nas (en este sentido, véase el epilogo de la obra). De forma rigurosa, no es posi-
ble deducir a partir de la proximidad entre un punto fila y un punto columna,
que la fila y la columna correspondientes presenten una asociacion elevada. Este
tipo de interpretacion es, hasta cierto punto, posible s6lo en el caso de mapas asi-
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métricos como el de la imagen 9.3. Una regla de oro para la interpretacion de
este tipo de mapas es que podemos interpretar la distancia entre puntos siempre
que éstos se hallen en el mismo espacio, como es el caso de los perfiles fila y de
los vértices columna en el espacio de perfiles fila. Cuando interpretemos mapas
simétricos, tenemos que tener siempre bien presente que un mapa simétrico no
es mas que el «solapamiento de dos mapas distintos». En el capitulo 13, describi-
remos «el biplot»; un mapa que nos permite interpretar de forma mds precisa la
visualizacion conjunta de las filas y las columnas.

1. Cuando en una representacién grafica aumenta la dimensionalidad de un sub-
espacio, se incrementa la precisiéon de la representacion de los perfiles. Sin
embargo, al aumentar la dimensionalidad, la visualizacién de los puntos es
mas y mas compleja. En general, preferimos las representaciones bidimensio-
nales.

2. Los ejes principales estan anidados; es decir, el eje principal de una represen-
tacion unidimensional es idéntico al primer eje principal de una solucién bi-
dimensional, y asi sucesivamente. Aumentar la dimensionalidad de una repre-
sentacion implica, simplemente, que anadimos nuevos ejes principales a los

que ya hemos hallado.

3. Un mapa asimétrico es aquel en que representamos las filas y las columnas en es-
calas distintas, por ejemplo, las filas en coordenadas principales y las columnas
en coordenadas estandares (son los vértices columna). Existen dos posibilida-
des, segtin sean de interés principal las filas o las columnas.

4. En un mapa asimétrico en el que, por ejemplo, representamos las filas en
coordenadas principales (es decir, un analisis de filas), las distancias entre las
filas son, aproximadamente, distancias %”. Las distancias entre las filas y un vér-
tice columna son, en general, inversamente proporcionales a los valores de los
elementos del perfil de esa columna.

5. Sin embargo, en los mapas simétricos, la representacion grafica mas frecuente,
expresamos tanto las filas como las columnas en coordenadas principales.

6. En los mapas simétricos, las distancias entre las filas y las distancias entre las
columnas son aproximadamente distancias * de sus respectivos perfiles. No
obstante, en un mapa simétrico no existe una interpretacion especifica para

las distancias entre las filas y las columnas.
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CAPITULO

Tres ejemplos mas

Para terminar los primeros 10 capitulos de introduccién al AC aplicado a tablas
de contingencia de dos entradas, vamos a ver tres ejemplos mas: a) una tabla que
resume la clasificacion de cientificos de diez disciplinas de investigaciéon en dis-
tintas categorias de financiacién; b) una tabla de recuentos de 92 especies mari-
nas en diferentes puntos de muestreo en el fondo marino; y ¢) un ejemplo lin-
guistico, en el que se ha llevado a cabo un recuento de las letras del alfabeto en
muestras de textos en inglés de seis autores. Con el analisis de estos ejemplos,
avanzaremos en la discusion sobre temas relacionados con las representaciones
bidimensionales, como la interpretacion de las dimensiones, la diferencia entre
los mapas asimétricos y los mapas simétricos, y la importancia de la razén de es-

calas del mapa.
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Los datos proceden de una organizaciéon de investigacion y desarrollo que clasifi-
¢6 a 796 investigadores cientificos en cinco categorias de acuerdo con los recur-
sos financieros de que disponian para su investigacion (imagen 10.1). Hemos cla-
sificado los investigadores segtn su disciplina cientifica (las 10 filas de la tabla) y
segun el tipo de financiacion (las cinco columnas de la tabla). Asimismo, hemos
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Imagen 10.1:
Frecuencias de las
categorias de financiacion
de 796 investigadores que
solicitaron fondos para la
investigacion: la categoria
A corresponde a los que
recibieron mas recursos, la
D a los que recibieron
menos y Ia E a los que no
recibieron

Descomposicion de la
inercia

Mapa asimétrico de
perfiles fila

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

CATEGORIA DE FINANCIACION

DISCIPLINA CIENTIFICA A B C D E Suma
Geologia 3 19 39 14 10 85
Bioquimica 1 2 13 1 12 29
Quimica 6 25 49 21 29 130
Zoologia 3 15 41 35 26 120
Fisica 10 22 47 9 26 114
Ingenierfa 3 11 25 15 34 88
Microbiologia 1 6 14 5 11 37
Botanica 0 12 34 17 23 86
Estadistica 2 5 11 4 7 29
Matematicas 2 11 37 8 20 78
Suma 31 128 310 129 198 796
Perfil fila medio 3,9% 16,1 % 38,9% 16,2% 24,9%

etiquetado las categorias de financiaciéon como A, B, C, D y E, de mas a menos
recursos financieros. En realidad, las categorias de la A a la D corresponden a
investigadores que han disfrutado de recursos de investigacion, de la A (los que
recibieron mas) hasta la D (los que recibieron menos), mientras que categoria £
corresponde a los cientificos que no consiguieron financiacién (es decir, sus pro-
yectos de investigacion fueron rechazados).

Esta tabla de 10 x 5 se halla exactamente en un espacio tetradimensional. La
descomposicion de la inercia en los dos primeros ejes principales es la siguiente:

Dimension Inercia principal  Porcentaje de inercia
1 0,03912 47,2%
2 0,03038 36,7%

Expresamos la inercia explicada por cada eje como porcentaje. Asi, las dos prime-
ras dimensiones explican casi el 84% de la inercia. La suma de las inercias princi-
pales es de 0,082879; por tanto, el estadistico x° es igual a 0,082879 x 796 = 65,97.
Si hiciéramos una prueba estadistica, utilizando la distribucién x* con 9 x 4 = 36
grados de libertad, veriamos que se trata de un valor altamente significativo
(p=10,002).

En la imagen 10.2 hemos representado el mapa asimétrico de los perfiles fila y los
vértices columna. En esta representacion grafica vemos que el grado de la asocia-
cion entre las disciplinas cientificas y las categorias de financiacion es bastante
baja; es decir, los perfiles no se alejan demasiado de la media (comparese con las
figuras de la imagen 4.2). Esta situacion es bastante tipica de los datos derivados
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de las ciencias sociales. Por tanto, para esta tabla, el mapa asimétrico no es muy
util ya que todos los perfiles se hallan apelotonados en el centro de la figura
—estan tan cerca unos de otros que no podemos escribir las etiquetas completas,
nos tenemos que conformar con las dos primeras letras de cada disciplina—. Sin
embargo, si nos fijamos en las posiciones de los vértices, podemos interpretar fa-
cilmente el espacio. La dimensién horizontal alinea en su orden natural las cua-
tro categorias de financiacion, de la D (menor financiacién) a la A (mayor finan-
ciacion), las categorias B y C se hallan juntas, en medio. La dimensién vertical
opone la categoria £ (sin financiacién) a las otras categorias, de manera que la in-
terpretacion es bastante directa. Cuanto mas arriba se halle una disciplina, menos
proyectos de los investigadores habran conseguido financiacion. Cuanto mas a la
derecha se halle una disciplina, mas financiacién habran recibido los proyectos
de los investigadores. Utilizando la terminologia de la investigaciéon de mercados,
podriamos decir que «el punto ideal» se hallaria abajo a la derecha: mas proyec-
tos de investigacion aceptados (abajo) y proyectos con buena financiaciéon (a la
derecha). Por tanto, si hiciéramos un estudio de tendencias en funciéon del tiem-
po, las disciplinas tendrian que desplazarse hacia abajo a la derecha para mostrar
una mejora en su estatus de financiacion. De momento no existen disciplinas en
esta zona, aunque la Fisica es la que se halla mas a la derecha (mayor porcentaje
[10 de 114, el 8%] de investigadores de la categoria A), pero verticalmente se
halla en medio, ya que el porcentaje de investigadores que no han conseguido
recursos se halla cerca de la media (26 de 114 no han conseguido financiacioén,
el 22,8%, en comparacién con la media global que es de 198 de 796, el 24,9%).
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Mapa asimétrico de los
perfiles fila de la tabla 10.1
(datos sobre la financiacion
de la investigacion
cientifica)



Imagen 10.3:

Mapa simétrico de la tabla
de la imagen 10.1 (datos
sobre la financiacion de la
investigacion cientifica)

Mapa simétrico

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

0,03038 (36,7%)
® Bioquimica

Ingenieria ® of

® Microbiologia
® Matematicas

® Botanica 0,03912 (47,2%)
® Estadistica e Fisica
o 2 C oA
® Zoologia Quimica
L 2]
e
Escala
® Geologia 0,1

En la imagen 10.3 mostramos el mapa simétrico de los mismos datos. La tni-
ca diferencia entre este ultimo mapa y el mapa de la imagen 10.2 es que, en
vez de representar las columnas como vértices, las hemos representado como
perfiles. De manera que se produce un cambio de escala que amplia la repre-
sentacion de los perfiles fila. Esta ampliacion en la configuracion de las dis-
ciplinas nos facilita la interpretacion de sus posiciones relativas y nos deja
mas espacio para escribir las etiquetas completas. Ahora podemos ver mas
facilmente las posiciones relativas de las disciplinas. Por ejemplo, Geologia,
Estadistica, Mateméticas y Bioquimica se hallan todas en la misma posicién, con
relacion al primer eje, lo que no ocurre con relaciéon al segundo eje. Esto
significa que los investigadores de estas disciplinas, cuyos proyectos de investi-
gacion han sido financiados, tienen posiciones similares con relacion a las
categorias de financiacion de la A a la D. Sin embargo, Geologia tiene muchos
menos proyectos «no aceptados» (el 11,8% en la categoria E) que Bioguimica
(41,4%). En esta representacién simétrica no podemos valorar graficamente
el grado de asociacion total (inercia) entre filas y columnas. Solamente pode-
mos valorar la asociacién a partir del valor de las inercias principales de cada
eje, o a partir de sus raices cuadradas, es decir, de las correlaciones canénicas
en cada eje, concretamente /0,039117= 0,198 y 1/0,030381 = 0,174, respectiva-
mente. S6lo podemos evaluar graficamente el grado de asociacion entre filas
y columnas en mapas asimétricos como el mapa de la imagen 10.2 (compare-
mos de nuevo los distintos grados de asociacion que vimos en las figuras de la
imagen 4.2).
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ESTACION (MUESTRA)

EspECIES E4 E8 E9 E12 EI3 E14 E15 E18 E19 E23 E24 R40 R42
Myri.ocul. 193 79 150 72 141 302 114 186 267 271 992 5 12
Chae.seto. 34 4 247 19 52 250 331 12 125 37 12 8 3
Amph.falc. 49 58 66 47 78 92 113 38 96 76 37 0 5
Myse.bide. 30 11 36 65 35 37 21 3 20 156 12 58 43
Eucl.sp. 0 0 0 0 1 0 0 1 1 0 0 0 0
Scal.infl. 0 1 0 0 0 1 0 0 0 0 0 0 1
Eumi.ocke. 0 0 1 0 0 1 1 0 0 0 0 0 0
Modi.modi. 0 0 0 1 1 0 0 1 0 0 0 0 0

Tanto si recurrimos a mapas simétricos como asimétricos, la interpretacion dimen-
sional de los mapas siempre es la misma. Es decir, tenemos que interpretar los ejes
uno a uno, como hicimos anteriormente. Asi es, por ejemplo, lo habitual en el
analisis factorial, cuando utilizamos las posiciones relativas de los puntos —«las
variables» de la tabla— para asignar nombres descriptivos a los ejes. Es lo que
hicimos anteriormente al describir en primer lugar los ejes a partir de las posicio-
nes relativas de las categorias de financiacion para, a continuacion, interpretar las
posiciones relativas de las disciplinas con relacion a los ejes. Sin embargo, en este
tipo de interpretacion, todas las afirmaciones son relativas. Es decir, no podemos
evaluar de forma absoluta las diferencias entre los perfiles de financiacion de las
distintas disciplinas a no ser que nos refiramos a los datos originales. Dicho de
otra manera, con otros datos, aunque obtuviéramos mapas simétricos similares a
los de la imagen 10.3, el grado de asociacion entre los perfiles de financiacion y
las disciplinas podria ser mucho mayor (o menor).

El AC se utiliza ampliamente para analizar datos en ecologia. El segundo ejem-
plo que presentamos hace referencia a un conjunto de datos usual en biologia
marina. Los datos, que mostramos parcialmente en la tabla de la imagen 10.4,
corresponden a los recuentos de 92 especies marinas identificadas en 13 mues-
tras del fondo marino del mar del Norte. La mayor parte de las muestras se ob-
tuvieron cerca de una plataforma petrolifera que producia una cierta contami-
nacion del fondo marino. Existen dos muestras, utilizadas como referencia, su-
puestamente no contaminadas, que se obtuvieron lejos de la zona de influencia
de Ia plataforma petrolifera. Estos datos, y en general este tipo de datos biol6gi-
cos, se caracterizan por presentar una gran variabilidad, que podemos percibir
facilmente inspeccionando la pequena parte de datos que aqui proporcionamos.
La inercia total de esta tabla es de 0,7826, mucho mayor que la de los ejemplos
anteriores. En consecuencia, cabe esperar que los perfiles mostraran mucha mas

dispersion con relacion a los vértices. Fijémonos que, en este ejemplo, no pode-
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Imagen 10.4:

frecuencias de 92 especies
marinas en 13 muestras
(las dos (iltimas son
muestras de referencia):
hemos ordenado las
especies (filas) en orden
descendiente de abundancia
total; mostramos las cuatro
especies mas abundantes y
las cuatro menos
abundantes

Interpretacion de las
dimensiones de los
mapas

Conjunto de datos 6:
abundancia de especies
en muestras del fondo
marino



Imagen 10.5:

Mapa asimétrico del AC, con
las estaciones de muestreo
en coordenadas principales
Y las especies en
coordenadas estandares.
Los simbolos de las
especies son proporcionales
a la abundancia de las
especies (masa): hemos
etiquetado con las primeras
letras de su nombre
cientifico a algunas
especies importantes para
el analisis, situando la
etiqueta al lado de su
simbolo triangular. La
inercia explicada por el
mapa es del 57,5%

Mapa asimétrico del AC
de los datos sobre
abundancia de especies

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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mos utilizar la prueba 21, ya que los datos no constituyen una verdadera tabla de
contingencia (los recuentos no son independientes, ya que los organismos mari-
nos a menudo se presentan agrupados en los puntos de muestreo).

En el mapa de la imagen 10.5 podemos ver el mapa asimétrico de los perfiles de las
muestras (columnas) y de los vértices de las especies (filas). Dado que tenemos 92
especies, no hemos podido etiquetar todos los puntos. S6lo hemos etiquetado las
especies que contribuyen de forma mas notable a la configuraciéon del mapa, en
general son las especies mds abundantes. En el capitulo 11 veremos como podemos
medir la contribucion de cada punto; por el momento digamos simplemente que 10
de las 92 especies contribuyen en la construccién de este mapa en mas de un 85%
(podriamos eliminar las restantes 82 especies sin que el mapa cambiara demasiado).
Podemos observar que las estaciones de muestreo describen una curva desde la par-
te baja a la izquierda (las estaciones de muestreo mas contaminadas) hasta la parte
superior derecha (las menos contaminadas). Las estaciones de referencia quedan
arriba a la derecha. Una excepcion es la estacion de muestreo 24, que claramente se
separa de las restantes, principalmente debido a su gran abundancia en Myri.ocul.
(Myriochele oculata), 1o podemos comprobar en la primera fila de la imagen 10.4.
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LETRAS
LiBro a b c d e w X y z Suma
TD-Buck 550 116 147 374 1.015 .- 155 5 150 3 7144
EW-Buck 557 129 128 343 996 187 10 184 4 7479
Dr-Mich 515 109 172 311 827 156 14 137 5 6669
As-Mich 554 108 206 243 797 149 2 80 6 6510
LW-Clar 590 112 181 265 940 146 13 162 10 7100
PF-Clar 592 151 251 238 985 106 15 142 20 7505
FA-Hemi 589 72 129 339 866 225 1 155 2 06877
Is-Hemi 576 120 136 404 873 250 3 104 5 6924
SF7-Faul 541 109 136 228 763 160 11 280 1 688
SF6-Faul 517 96 127 356 771 216 12 171 5 6971
Pe3-Holt 557 97 145 354 909 194 9 140 4 6650
Pe2-Holt 541 93 149 390 887 218 2 127 2 6933

Abreviaciones:

TD (Three Daughters), EW (East Wind) -Buck (Pearl S. Buck)

Dr (Drifters), As (Asia) -Mich (James Michener)

LW (Lost World), PF (Profiles of Future) -Clar (Arthur C. Clarke)

FA (Farewell to Arms), Is (Islands) -Hemi (Ernest Hemingway)

SF7 y SF6 (Sound and Fury, capitulos 7y 6) -Faul (William Faulkner)
Pe3 y Pe2 (Bride of Pendorric, capitulos 3 y 2) -Holt (Victoria Holt)

Como comentabamos anteriormente, hemos etiquetado las especies mas abundan-
tes, que son precisamente las que mas determinan el mapa. Fijémonos en que los
datos de este ejemplo se adaptan bien a un mapa asimétrico, sin duda debido a que
existe una gran variabilidad entre las muestras, tipico de los datos en ecologiay, por
tanto, la inercia es muy grande. {En el préximo ejemplo ocurre todo lo contrario!

Hemos incluido este sorprendente ejemplo en el paquete ca del programa R
(véase el apéndice de cdlculo, B). Los datos forman una matriz de 12 x 26, las filas
representan 12 textos que configuran seis pares, cada par contiene textos de un
mismo autor (en la la imagen 10.6 mostramos parte de esta matriz). Las columnas
son las 26 letras del alfabeto inglés, de la @ a la z. Los datos son recuentos de letras
en muestras constituidas por un texto de cada uno de los libros. Tenemos aproxi-
madamente 6500-7500 recuentos de letras de cada libro o capitulo.

Este conjunto de datos tiene una de las menores inercias totales que nunca he visto
en mi experiencia con el AC. La inercia total es de 0,01873, lo que significa que los
datos se hallan muy cerca de los valores esperados calculados a partir de las frecuen-
cias marginales. Es decir, los perfiles son practicamente idénticos. En la imagen 10.7,
mostramos el mapa asimétrico de estos datos, con las letras en los vértices y los 12 tex-
tos formando una especie de pequena mancha alrededor del origen, lo que indica
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Imagen 10.6:

Recuento de las letras en
12 muestras de textos de
libros de seis autores
distintos, que muestran
datos de 9 de las 26 letras
del alfabeto inglés

Conjunto de datos 7:
frecuencia de las letras
en libros de seis autores

Una de las inercias més
bajas, pero con una
estructura significativa



Imagen 10.7:

Mapa asimétrico de los
datos sobre autores de la
imagen 10.6, con las filas
(textos) en coordenadas
principales. La muy baja
inercia de la tabla queda
patente por la proximidad
de los perfiles fila al
centroide. Una «ampliacion»
del rectangulo situado en el
centro del mapa muestra
las posiciones relativas de
los perfiles fila

La necesidad de
mantener una razon de
escalas de los mapas
igualal

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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la poca variacién que existe entre los textos en términos de distribucién de las letras,
por otra parte un resultado esperable. Es sorprendente ver como al ampliar esta
pequena mancha de puntos, de una pequena variacion, surge una estructura muy
marcada. Efectivamente, los pares de textos del mismo autor aparecen juntos, resul-
tado muy significativo desde un punto de vista estadistico (en el capitulo 25 veremos
la prueba de permutacién que nos permitira contrastar esta afirmacion).

Vamos a realizar un importante comentario final sobre las representaciones gra-
ficas de los mapas bidimensionales en el analisis de correspondencias. Dado que,
en los mapas, las distancias son especialmente importantes, es evidente que una
unidad de longitud en el eje horizontal debe ser igual a una unidad en el eje ver-
tical. A pesar de que este requisito es obvio, en muchos programas informaticos y
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hojas de cdlculo se pasa por alto esta consideracion y se dibujan diagramas de dis-
persion con los ejes en escalas distintas. Sabemos que, en general, los puntos pre-
sentan poca variacién en el segundo eje (vertical); sin embargo, se suelen repre-
sentar los mapas en rectangulos predefinidos que exageran este segundo eje. La
razon de escalas del mapa, es decir el cociente entre una unidad de longitud hori-
zontal y una unidad en el eje vertical deberia ser igual a 1. Al final del apéndice de
calculo, B, presentamos algunas opciones para generar mapas de buena calidad.

1. Cuando sea posible, es ttil contrastar —utilizando la prueba y*— si la asocia-
cion entre las filas y las columnas de una tabla de contingencia es significativa.
Sin embargo, la significaciéon estadistica no es un requerimiento crucial para
el analisis de mapas. Podemos ver el AC como una manera de expresar datos
en forma grafica para facilitar su interpretacion; asi tiene sentido representar
cualquier tabla.

2. La interpretacion dimensional de los mapas es siempre igual, tanto si recurri-
mos a mapas simétricos como a mapas asimétricos. Es decir, tenemos que in-
terpretar los ejes uno a uno. Basamos la interpretaciéon en asignar nombres
descriptivos a los ejes principales a partir de las posiciones relativas de los pun-
tos de uno de los dos conjuntos de coordenadas. A continuacién, interpreta-
mos las posiciones relativas del otro conjunto de coordenadas con relacion a
las dimensiones que previamente hemos asignado nombres descriptivos.

3. Los mapas asimétricos van bien cuando la inercia es alta, pero resultan proble-
maticos cuando la inercia total es pequena. Ello es debido a que las coordena-
das principales se hallan demasiado cerca del origen, lo que complica el eti-
quetado.

4. Es importante que las utilidades de representacion grafica mantengan la razon
de escalas de los mapas. Una unidad en el eje horizontal debe aproximarse tan-
to como sea posible a una unidad en el eje vertical. Cuando las escalas son dis-
tintas, las distancias se distorsionan.
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CAPITULO

Contribuciones a la inercia

La inercia total de una tabla de contingencia mide la variacion existente en la ta-
bla. Hasta ahora, hemos visto como descomponer la inercia en ejes principales,
también hemos visto como descomponerla en filas o en columnas. Un paso mas
consiste en descomponer la inercia de filas o columnas en ejes principales. La in-
vestigacion de estos componentes de la inercia (similar a un analisis de la varian-
za) desempena un importante papel en la interpretaciéon del AC. Ademas, pro-
porciona herramientas de diagnostico para identificar los puntos que mas contri-
buyen a la definicion de los ejes principales. Igualmente, nos permite valorar la
calidad de la representacion de los puntos.

Contenido
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En el capitulo 4, la ecuacién (4.7) nos mostré que, geométricamente, la inercia
total es una media ponderada de las distancia x° entre los perfiles y el perfil me-
dia. Con los perfiles columna obtenemos los mismos resultados. Si s6lo existen
pequenas diferencias entre los perfiles y su media, la inercia toma un valor proxi-

115

La inercia total mide la
variacion total de los
perfiles




Imagen 11.1:
Contribuciones de las filas y
las columnas a la inercia,
en valores absolutos que
sumados dan la inercia
total, y en valores relativos
en tantos por mil (%o) que
sumados dan 1000

Inercia de filas e inercia
de columnas

Contribuciones grandes y
contribuciones pequefas
a lainercia

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Firas Inercia %o inercia COLUMNAS Inercia %o inercia
Geologia 0,01135 137 A 0,01551 187
Bioquimica 0,00990 119 B 0,00911 110
Quimica 0,00172 21 C 0,00778 94
Zoologia 0,01909 230 D 0,02877 347
Fisica 0,01621 196 E 0,02171 262
Ingenieria 0,01256 152

Microbiologia 0,00083 10

Boténica 0,00552 67

Estadistica 0,00102 12

Matematicas 0,00466 56

Total 0,08288 1000 Total 0,08288 1000

mo a cero; es decir, existe poca variacion (lo podemos ver en la imagen 4.2, en el
diagrama triangular de arriba a la izquierda). El caso extremo ocurre cuando los
perfiles se concentran en unas pocas categorias, y ademas en categorias distintas
en los diferentes perfiles, en tal caso la inercia es grande (imagen 4.2, diagrama
triangular de abajo a la derecha). La inercia es una medida de la dispersion de
los perfiles en el espacio de perfiles.

La descomposicion de la inercia en sumas de componentes positivos nos permi-
te llevar a cabo un «analisis de inercia» 1til para la interpretaciéon de los resul-
tados del AC. De acuerdo con la ecuacién (4.7), la contribucién de cada fila a
la inercia es igual a su masa multiplicada por el cuadrado de su distancia al cen-
troide de las filas, que llamaremos inercia de filas. Lo mismo se cumple para las
columnas, y asi obtendremos la inercia de columnas. Para facilitar la interpreta-
cién expresamos los componentes de la inercia con relacion a la inercia total;
se pueden expresar como porcentajes o, mejor, en tantos por mil (que indicare-
mos por %o). En la tabla de la imagen 11.1 mostramos las inercias de las filas y
de las columnas de los datos de la imagen 10.1 sobre la financiacion de la inves-
tigacion cientifica. Primero como «valores absolutos» y luego en forma relativa
en tantos por mil. En nuestra implementacion del AC en R utilizamos ampia-
mente los tantos por mil (lo podemos ver en el apéndice de calculo, B), ya que
nos permite incluir tres digitos significativos sin utilizar decimales, lo que faci-
lita la lectura de resultados.

Podemos ver facilmente a partir de «%o de inercia» de la imagen 11.1 que Zoolo-
gfa, Fisica, Ingenieria, Geologia y Bioguimica son las filas, por este orden, que mas
contribuyen a la inercia; mientras que las categorias D y £ son las columnas que
mas lo hacen. Como pauta general, para decidir qué contribuciones son grandes
y cuales son pequenas, utilizaremos como valor umbral la media de las contribu-
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CATEGORIA DE FINANCIACION

DISCIPLINA CIENTIFICA A B Cc D E Suma
Geologia 0 32 16 0 89 137
Bioquimica 0 23 4 44 48 119
Quimica 3 12 1 0 5 21
Zoologia 9 14 11 189 8 230
Fisica 106 11 2 74 3 196
Ingenieria 1 11 38 1 102 152
Microbiologia 2 0 0 3 5 10
Botanica 51 4 0 10 2 67
Estadistica 10 0 0 2 0 12
Matematicas 5 3 22 26 0 56
Suma 187 110 94 347 262 1000

ciones a la inercia. Asi, las contribuciones de las 10 filas suman 1000, su media
sera de 100, por tanto consideraremos contribuyentes principales las filas con
contribuciones mayores del 100%o. Por otro lado, tenemos cinco columnas, lo
que da una media de 200%o, por tanto, las columnas D y E son las que mads con-
tribuyen.

Podemos afinar mas en el andlisis de las contribuciones a la inercia examinando
la contribucion de cada celda. Como describimos en el capitulo 4, cada celda de
la tabla contribuye con un valor positivo a la inercia total que, de nuevo, podemos
expresar en tantos por mil (imagen 11.2). Vemos que las celdas [Zoologia, D] y [Fi-
sica, A] contribuyen mucho a la inercia; estas dos celdas juntas contribuyen casi
al 30% de la inercia total de la tabla (189 + 106 = 295%o, es decir el 0,295 de la
inercia total, es decir el 29,5%). Podemos denominar contribuciones ji-cuadrado
a las contribuciones de las celdas, ya que sus valores son idénticos a las contribu-
ciones relativas de cada celda al estadistico x*. Sumando las filas, o las columnas
de la tabla de la imagen 11.2, llegamos a las mismas contribuciones, expresadas
en tantos por mil, que vimos en la imagen 11.1.

Otra descomposicion importante de la inercia es con respecto a los ejes principa-
les. En la pagina 106, dimos los valores de las inercias de los dos ejes principales
de esta tabla de 10 x 5, que tiene cuatro dimensiones. En la imagen 11.3 mostra-
mos los valores de todas las inercias principales, en porcentajesy en forma de dia-
grama de barras (lo llamaremos diagrama de descomposicion). Hemos visto que las
inercias principales se pueden interpretar por ellas mismas, por ejemplo, como el
cuadrado de correlaciones canénicas (cap. 8, pag. 89). Sin embargo, en general,
interpretaremos sus valores con relacion a la inercia total, en general expresadas
en porcentajes y no en tantos por mil.
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Imagen 11.2:
Contribuciones de las
celdas a la inercia,
expresadas en tantos por
mil. La suma de las filas y
la de las columnas de esta
tabla son idénticas a las
inercias de las filas y
columnas, expresadas en
tantos por mil, de la imagen
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Imagen 11.3:

Inercias principales de todas
las dimensiones de los datos
sobre [ financiacion
cientifica expresadas en
valores absolutos, en
porcentajes y en porcentajes
acumulados, y diagrama de
descomposicion

Componentes de cada
inercia principal

Imagen 11.4:

Contribucion de las filas y
de las columnas a la
primera inercia principal; en
valores absolutos, cuya
suma es igual a la primera
inercia principal, y
expresadas de forma
relativa en tantos por mil
(%0)

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Dimension — Inercia principal ~ % inercia % acumulado

1 0,03912 47,2% 47.2%
2 0,03038 36,7% 83,9%
3 0,01087 13,1% 97,0%
4 0,00251 3,0% 100,0%

Cada inercia principal es por ella misma una inercia, que hemos calculado a
partir de las proyecciones de los perfiles fila (o de los perfiles columna) sobre
los ejes principales. Por ejemplo, los 10 perfiles fila de los datos sobre la finan-
ciaciéon de la investigacion cientifica ocupan un espacio completo de dimensio-
nalidad 4, uno menos que el nimero de columnas. La suma ponderada de los
cuadrados de las distancias de los perfiles fila a su centroide es igual a la iner-
cia total: su valor es de 0,08288. El primer eje principal es la recta minimo-
cuadrdtica mas proxima a los perfiles. Este eje pasa por el centroide de las filas
que se halla en el origen, o punto cero de la representacion. Supongamos que
proyectamos todos los perfiles fila sobre este eje. En tal caso, la primera inercia
principal es la suma ponderada de los cuadrados de las distancias de estas pro-
yecciones al centroide. Es decir, la primera inercia principal, igual a 0,03912, es
la inercia de los puntos proyectados sobre el eje principal unidimensional. En
la tabla de la imagen 11.4, mostramos las contribuciones de las filas y de las co-
lumnas a la primera inercia principal, calculadas a partir de las coordenadas
principales de las filas y columnas. Asi, vemos que la categoria D es la que mas
contribuye al primer eje, seguida de la A, mientras que las restantes categorias
contribuyen muy poco. Con relacion a las filas, vemos que Zoologia (muy asocia-
da con D) y Fisica (muy asociada con A) contribuyen en casi el 78% a la inercia
del primer eje.

Fras Inercia %o inercia COLUMNAS Inercia %0 inercia
Geologia 0,00062 16 A 0,00890 228
Bioguimica 0,00118 30 B 0,00260 67
Quimica 0,00023 6 C 0,00265 68
Zoologia 0,01616 413 D 0,02471 632
Fisica 0,01426 365 E 0,00025 6
Ingenieria 0,00153 39

Microbiologia 0,00001 0

Botéanica 0,00345 88

Estadistica 0,00057 14

Matematicas 0,00112 29

Total 0,03912 1000 Total 0,03912 1000
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Podemos repetir lo anterior en todos los ejes principales. Asi, en la imagen 11.5
mostramos los valores de la inercia de las filas descompuesta en los cuatro ejes prin-
cipales (podemos construir una tabla similar para las columnas). Igual que en la
imagen 11.4, en la que expresamos la descomposicion de la inercia del primer eje
principal en valores absolutos y en valores relativos, en tantos por mil, podriamos
hacer lo mismo para todos los ejes principales. Asi, veriamos que las filas que mas
contribuyen al eje 2 son Geologfa, Ingenieria y Bioquimica. El examen de las contribu-
ciones de las filas (o de las columnas) a la inercia de los ejes principales nos propor-
ciona un respaldo numérico a la interpretacién de los mapas.

En Ia tabla de la imagen 11.5, los totales de las columnas nos dan las inercias prin-
cipales de los ejes, mientras que los totales de las filas nos dan las inercias de los per-
files (por tanto, los valores de los totales de las filas deben ser iguales a los valores
de la primera columna de la imagen 11.1). También podemos expresar las contri-
buciones a la inercia en términos relativos con relacion a la inercia de las filas, como
proporciones, en porcentajes o en tantos por mil. Estos resultados nos informaran
sobre la inercia de las filas explicada por cada eje. Se trata de una miniversion de
lo que haciamos al determinar el porcentaje de inercia total que explicaba cada eje
—aqui hacemos lo mismo pero fila a fila—. En la imagen 11.6 mostramos estos
valores relativos en tantos por mil, es decir, el total de cada fila es 1000. Asi, por
ejemplo, vemos que el eje 2 es el que mejor explica la fila Geologia, mientras que el
eje 1 es el que mejor explica Fisica. Por otro lado, ni el eje 1 ni el 2 explican Mate-
maticas, puesto que su inercia se halla principalmente en la tercera dimension.

En la imagen 11.7 hemos representado graficamente la descomposicion de la
inercia al mismo tiempo que introducimos un poco de notacién. El punto a,,
representa un perfil en un espacio multidimensional, por ejemplo el i-ésimo

EJE PRINCIPAL

DISCIPLINA CIENTIFICA Eje 1 Lje 2 Lje 3 Lje 4 Total

Geologia 0,00062 0,00978 0,00082 0,00013 0,01135
Bioquimica 0,00118 0,00754 0,00084 0,00034 0,00990
Quimica 0,00023 0,00088 0,00029 0,00032 0,00172
Zoologia 0,01616 0,00158 0,00063 0,00073 0,01909
Fisica 0,01426 0,00010 0,00169 0,00016 0,01621
Ingenieria 0,00153 0,00941 0,00127 0,00036 0,01256
Microbiologfa 0,00001 0,00056 0,00008 0,00019 0,00083
Botanica 0,00345 0,00016 0,00180 0,00011 0,00552
Estadistica 0,00057 0,00001 0,00042 0,00003 0,00102
Matematicas 0,00112 0,00037 0,00302 0,00015 0,00466
Total 0,03912 0,03038 0,01087 0,00251 0,08288
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Imagen 11.5:
Descomposicion en valores
absolutos de la inercia de
las filas (disciplinas
cientificas) en los cuatro
ejes principales. La suma de
las contribuciones de los
ejes a las filas (totales de
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Imagen 11.6:

Contribuciones relativas
(en %o) de los ejes
principales a la inercia de
las filas. £n la dltima fila
expresamos las inercias
principales también en
valores relativos que
podemos interpretar como
contribuciones relativas
medias (comparar estos
valores con los de la
imagen 11.3)

Imagen 11.7:
Representacion grafica de
un perfil a, en un espacio

multidimensional, a una
distancia y* d, del
centroide c, proyectado en
la coordenada f;, sobre

el k-ésimo eje principal

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

EJE PRINCIPAL

DISCIPLINA CIENTIFICA Eje 1 Eje 2 Eje 3 Eje 4 Total
Geologia 55 861 72 11 1000
Bioquimica 119 762 85 35 1000
Quimica 134 510 170 186 1000
Zoologia 846 83 33 38 1000
Fisica 880 6 104 10 1000
Ingenieria 121 749 101 28 1000
Microbiologia 9 671 96 224 1000
Boténica 625 29 326 20 1000
Estadistica 554 7 410 30 1000
Matematicas 240 79 649 33 1000
Media 472 367 131 30 1000

perfil, de masa 7, a una distancia d, del perfil fila medio c. Por la ecuacién (4.7),
sabemos que la inercia total es igual a Y, 7d’. Hemos simbolizado la coordenada

principal de a, en el eje principal k por f,. Por tanto, la inercia en este eje (es de-

2
ik>
contribucion relativa de un punto i a la inercia principal del eje ksera 7. f; dividi-

cir la inercia principal k-¢sima) serd Y », f;, en general simbolizada como 4,. La
do por 4, (en la imagen 11.4 damos, en tantos por mil, las contribuciones relati-
vas de los puntos al eje 1). En la imagen 11.5, mostramos los valores absolutos
r. /7 de las 10 filas y los 4 ejes principales de los datos sobre la financiacion de la
investigacion cientifica. Los totales de las columnas de la imagen 11.5 son iguales
a,, mientras que los totales de las filas son la suma de las inercias de los ejes en
esta fila 7d}. Gracias al teorema de Pitigoras, sabemos que d; =3, [, por tanto
la contribucion de los ejes a la inercia de las filas sera:

-6simo punto a;
de masa 7;

k-ésimo eje principal
[ - = =

Proyeccion en el eje
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2 _ 2
Dnfi=rd
k
Por tanto, la contribucién relativa del eje k a la inercia del punto ies 7, f; dividi-
do por rd? (en la tabla de la imagen 11.6 damos estos valores relativos en tantos
por mil).

También podemos interpretar geométricamente las contribuciones relativas que
hemos mostrado en la imagen 11.6. Dado que la proporcion de inercia del pun-
to i explicada por el eje kes . f7/rd? =(f,/d,), viendo la imagen 11.7, queda cla-
ro que este valor es el cuadrado del coseno del angulo formado por el punto ¢y el
eje k. Supongamos que 6, sea dicho angulo, entonces la contribucion relativa del eje
a la inercia del punto es cos*(6,,). Por ejemplo, la contribucion relativa del eje 1 a
Fisica es de 0,880, por tanto, cos®(6,,) = 0,880, asi pues, cos(f,,) = 0,938 y, en conse-
cuencia, el angulo es 6;, = 20°. Este resultado muestra que Fisica, explicada principal-
mente por el gje 1, se halla cerca del eje 1, y forma un pequeno angulo de 20° con
dicho eje. En cambio, la contribucién relativa del eje 1 a Geologia es s6lo de 0,055, 1o
que corresponde a un angulo de 6,, = 76° entre el eje 1y Geologia, luego esta disci-
plina cientifica no se halla cerca de este eje, mas bien se encuentra en otras dimen-
siones del espacio (de hecho, se halla principalmente en el eje 2, lo que podemos
deducir por la contribucién relativa, de 0,861, de este eje a Geologfa).

Existe todavia otra interpretacion de las contribuciones relativas. Podemos inter-
pretar los cosenos de los angulos entre vectores como coeficientes de correlacion.
Por tanto, las contribuciones relativas son correlaciones al cuadrado. Asi pues, po-
demos decir que la correlacién de Fisica con el eje 1 es \/O,SW = 0,938, mientras
que la correlacién de Geologia con dicho eje es de s6lo /0,055 = 0,234. Si la co-
rrelacion es 1, el perfil se halla sobre el eje principal, mientras que si la correla-
cion es 0, el perfil es perpendicular al eje principal (forma un angulo de 90°).

Gracias al teorema de Pitagoras, podemos sumar los cuadrados de los cosenos de
los angulos formados por un perfil y cada uno de los ejes, para obtener una suma
de cosenos al cuadrado que relaciona el perfil con el subespacio definido por
estos ejes. Asi por ejemplo, podemos calcular el dngulo entre un perfil fila y el
plano principal a partir de la suma de las contribuciones relativas de los dos ejes
principales. Asi, en la imagen 11.8 hemos sumado las dos primeras columnas de
la tabla de la imagen 11.6. Interpretamos estas sumas como una medida de la ca-
lidad de la representacion de los perfiles en los mapas bidimensionales que vimos
en el capitulo 10, de la misma manera que la suma de los dos primeros porcenta-
jes de inercia nos da una medida de la calidad global (o media) de la representa-
cion. Ademas, podemos ver qué perfiles estan bien representados y cuales no. Asi,
por ejemplo, en la tltima fila de la imagen 11.8 podemos ver que la calidad glo-
bal del mapa bidimensional es del 83,9% y que, por tanto, no explicaria el 16,1%
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Imagen 11.8:

Calidad de la representacion
(en tantos por mil) de los
perfiles fila en dos
dimensiones; solamente
para Matematicas /a
inercia explicada es

menor del 50%

Analogias con el analisis
factorial

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

DISCIPLINA CIENTIFICA Calidad CATEGORIA DE FINANCIACION Calidad
Geologia 916 A 587
Bioquimica 881 B 816
Quimica 644 C 465
Zoologia 929 D 968
Fisica 886 E 990
Ingenieria 870

Microbiologia 680

Boténica 654

Estadistica 561

Matematicas 319

Global 839 Global 839

de la inercia de los perfiles. Algunos perfiles no estaran bien representados por
hallarse mas en el tercer y cuarto ejes que en los dos primeros. Tenemos, por
ejemplo, que las Matematicas estan mal representadas, pues dos tercios de su iner-
cia se encuentran fuera del plano. En las imagenes 10.2 y 10.3 el perfil de Mate-
maticas se parece al de Estadistica, pero en este caso la proyeccién de su posicion
no es un reflejo preciso de su verdadera posicion.

Este apartado va dirigido, principalmente, a los lectores que conozcan el analisis fac-
torial. Varios elementos del AC tienen elementos analogos a los del analisis factorial.

* El analogo al coeficiente de carga del factor es el coseno del angulo formado por
un perfil y un eje, es decir, la raiz cuadrada de la correlacién al cuadrado con
el signo de la coordenada del perfil. Por ejemplo, a partir de las imagenes 11.1
y 11.4, podemos calcular las correlaciones al cuadrado entre las categorias A,
B, C, Dy E con el primer eje principal.

~0,00890 ~0,00260 .~ 0,00265

(o0 0574 B 2ot 20,986 C: =2 -(,341
0,01551 0,00911 0,00778
0,02471 0,00025
c 2R, E: 20000 g,
0,02877 0,859 0,02171 0,012

Con los signos de las coordenadas de las columnas del mapa de la imagen 10.3,
los «coeficientes de carga de los factores» serian las raices cuadradas de los va-
lores anteriores con sus correspondientes signos:

A: 0,758 B: 0,535 C: 0,584 D: -0,927 E: -0,108

* El analogo a la comunalidad es la calidad, expresada de 0 a 1. Por ejemplo, en
la ultima columna de la imagen 11.8, mostramos las «comunalidades» de las
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cinco categorias de las columnas de la solucién bidimensional: 0,587; 0,816;
0,465; 0,968 y 0,990, para A, B, C, D y E, respectivamente.

* Elanalogo a la unicidad es 1 menos la calidad, expresada de 0 a 1. Por ejemplo,
en la solucién bidimensional, las «unicidades» de las cinco categorias de las co-
lumnas seran: 0,413; 0,184; 0,535; 0,032y 0,010, para A, B, C, D y E, respectiva-

mente.

1. La inercia (total) de una tabla cuantifica la variacién existente en los perfiles  RESUMEN:

fila o en los perfiles columna. Gontribuciones
ala inercia
2. Cada una de las filas y cada una de las columnas contribuye a la inercia total.

Denominamos a estas contribuciones inercias de las filas e inercias de las colum-

nas, respectivamente.

3. E1 AC se lleva a cabo con el objetivo de explicar la maxima inercia posible en
el primer eje. El segundo eje explica el maximo de la inercia restante, y asi su-
cesivamente. Por tanto, los ejes principales también descomponen la inercia
total; a las inercias de los ejes principales las llamamos inercias principales.

4. A su vez, podemos descomponer las inercias principales con relacion a las
filas (o a las columnas). Tenemos dos posibilidades para expresar la contribu-
cion del k-€ésimo eje a la inercia de las filas (o de las columnas):

a) con relacion a la inercia principal del eje;
b) con relacion a la inercia de la fila o de la columna.

5. La posibilidad (a) nos permite diagnosticar qué filas (o columnas) han tenido
un mayor papel en la determinacién de la orientacién de los ejes principales.
Estas contribuciones nos facilitan la interpretaciéon de los ejes principales.

6. La posibilidad (b) nos permite diagnosticar la posiciéon de los perfiles con
relacion a los ejes y si éstos estan bien representados en el mapa. Si estan bien
representados los podemos interpretar con seguridad, en cambio, si estan po-
bremente representados, debemos interpretar sus posiciones con mas cautela.
Estos valores de inercia son los cuadrados de cosenos de los angulos formados
por los perfiles y los ejes principales, también los podemos interpretar como
correlaciones al cuadrado.

7. La suma de los cuadrados de las correlaciones de un perfil con las dimensio-
nes de un determinado subespacio nos proporciona una medida de la calidad
de la representacion del perfil en dicho subespacio.

8. Las correlaciones de los perfiles con los ejes, y las calidades de la representa-
cion del AC equivalen, respectivamente, a los coeficientes de carga de los fac-
tores y a las comunalidades del analisis factorial.
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CAPITULO

Puntos adicionales

Con frecuencia ocurre que tenemos filas y/o columnas de datos que no hemos
considerado inicialmente, pero que, sin embargo, nos pueden ser ttiles para
interpretar caracteristicas que hayamos descubierto en los datos originales.
Siempre que tenga sentido comparar los perfiles de estas nuevas filas (o co-
lumnas) con los de las filas (o columnas) de la matriz de datos originales que
configuraron el mapa, tendremos la posibilidad de anadirlos en el mapa. Lla-
mamos puntos adicionales o suplementarios a las filas o columnas que anadimos
en un mapa preexistente.

Contenido
PUNtOS @CHIVOS . . ..o 125
Definicion de puntos adicionales ............ ... ... ... 126
Primer caso: un punto intrinsicamente diferente a los restantes . ........................... 126
Segundo caso: una observacion atipica de poca masa ..............ooiiiiiii i 128
Tercer caso: representacion de grupos o subdivisiones de puntos . .......................... 129
Calculo de las posiciones de los puntos adicionales .....................cooviiiiiia.. 130
Contribuciones de los ejes a los puntos adicionales ..................................... 130
Los vértices son puntos adicionales ............. ... ... 131
Variables categdricas adicionales y variables binarias ............. ... ... .. ... ... .. .. .. 131
Variables continuas adicionales .............. ... . 132
RESUMEN: Puntos adicionales ............ ..o, 132

Hasta ahora hemos utilizado todas las filas y columnas de una determinada
tabla de datos para configurar los ejes principales y, en consecuencia, el mapa:
son las filas y columnas activas del analisis. No todos los puntos activos tienen
la misma fuerza de atraccion sobre los ejes principales. Esta fuerza de atrac-
cion depende de la posicion del punto y de su masa. Los perfiles alejados
de lIa media «influyen» principalmente en la orientacién del mapa, mientras
que los perfiles con mayor masa tienen mas «fuerza de atraccion» sobre los
ejes.
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Imagen 12.1:

Frecuencias de las
categorias de financiacion
de 796 investigadores
(imagen 10.1), con una
columna adicional Y,
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CATEGORIA DE FINANCIACION

DISCIPLINA CIENTIFICA A B C D E Y
Geologia 3 19 39 14 10 0
Bioquimica 1 2 13 1 12 1
Quimica 6 25 49 21 29 0
Zoologia 3 15 41 35 26 0
Fisica 10 22 47 9 26 1
Ingenierfa 3 11 25 15 34 1
Microbiologia 1 6 14 F 11 1
Boténica 0 12 34 17 23 1
Estadistica 2 5 11 4 7 0
Matematicas 2 11 37 8 20 1
Museos 4 12 11 19 7

Ciencias matemdticas 4 16 48 12 27

Sin embargo, hay situaciones en las que deseamos visualizar las proyecciones de deter-
minados puntos que no queremos que intervengan en el calculo de la configuracion
del mapa. Queremos que la configuracion del mapa se ajuste sélo a los puntos activos.
Lo mas simple es considerarlos como puntos que tienen una posicion en el mapa,
pero no tienen masa. Es decir, son puntos que no contribuyen a la inercia, y, por tan-
to, no influyen en la configuracion de los ejes principales. Los llamamos puntos adicio-
nales, pasivos o suplementariosy asi los distinguimos de los puntos activos que si tienen
masa. Existen tres situaciones en las que las filas o las columnas adicionales pueden ser
utiles. Vamos a ilustrar cada una de ellas en el contexto de los datos sobre la financia-
cién de la investigacion cientifica que vimos en capitulos precedentes. En la imagen
12.1 mostramos una versiéon ampliada de los mencionados datos. Hemos anadido:

1. Una fila adicional, etiquetada como Museos, que contiene las frecuencias de
investigadores que trabajan en museos (a diferencia de los restantes que traba-
jan en universidades).

2. Una columna adicional, etiquetada como Y. Se trata de una categoria especial
de financiacién para investigadores jovenes, una categoria que se acaba de in-
troducir en el sistema de financiacion.

3. Y otra fila, etiquetada como Ciencias matematicas, que es la suma de Estadistica
y Matematicas.

El estudio del que derivan estos datos estaba, en principio, centrado en investiga-
dores universitarios. Sin embargo, los investigadores de los museos tienen niveles
similares y obtienen recursos de las mismas organizaciones financieras, por tanto,
las frecuencias de 53 investigadores que trabajan en museos estan clasificados en
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las mismas categorias de financiacion. Aunque sea necesario considerar a los in-
vestigadores que trabajan en los museos de forma separada de los que trabajan en
universidades, sigue teniendo interés visualizar los perfiles de los primeros en el
«espacio» de los investigadores universitarios. Lo podemos hacer declarando la
fila Museos como un punto adicional. De esta manera, su perfil no participara en
la configuracion de los ejes principales. De todas maneras, su perfil puede pro-
yectarse sobre el mapa. En la imagen 12.2 mostramos un mapa simétrico, como
el de la imagen 10.2, pero con el punto adicional Museos, abajo a la izquierda del
mapa. Este punto no contribuye a la inercia principal, pero permite examinar las
contribuciones relativas de los ejes a este punto (es decir, los cosenos o correla-
ciones al cuadrado). Asi, podemos ver que este punto queda bastante bien repre-
sentado en el mapa, ya que la contribucién relativa de los ejes es superior al 50%.
Su posicién indica que relativamente pocos de los investigadores que trabajan en
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museos han visto rechazados sus proyectos, pese a que el nivel de financiacion de
sus proyectos es bajo. A un conjunto de datos activo le podemos anadir distintos
tipos de informacion adicional. Informacién que podemos obtener del mismo es-
tudio, como es el caso de los Museos que acabamos de ver. O informacién que pro-
ceda de estudios similares, por ejemplo, con el objetivo de seguir la evolucion, en
funcién del tiempo, de las posiciones de las disciplinas cientificas con relacioén a
las categorias de financiacion. Asi, podriamos anadir en el mapa filas adicionales
correspondientes a los datos de una tabla de frecuencias similar obtenida de un
estudio anterior sobre la financiacion de los investigadores cientificos. Otro ejem-
plo seria anadir en el mapa perfiles objetivo para las distintas disciplinas cientifi-
cas. De esta manera podriamos valorar lo lejos que quedan las posiciones actua-
les de las posiciones objetivo. Este concepto de «punto ideal» se utiliza frecuente-
mente en estudios sobre el posicionamiento de productos en investigaciones de
mercados.

Supongamos que se acaba de introducir una categoria de financiacion adicio-
nal Y, de la que hasta el momento se han beneficiado muy pocos investigado-
res; de hecho, s6lo seis investigadores de seis disciplinas distintas. Esto signifi-
ca que el perfil de esta columna es muy poco comun: seis valores del perfil son
iguales a ¢ = 0,167, y los restantes valores son 0. Ningtn otro perfil columna
tiene el mas minimo parecido con éste, por tanto, hay que esperar que su po-
sicion en el espacio multidimensional sea inusual. Efectivamente, como se
aprecia en la imagen 12.2, este punto es una observacion atipica. Si lo hubié-
ramos incluido en el analisis como punto activo, hubiera contribuido mucho
su configuracion. No seria una situacion deseable, ya que la columna Y esta
constituida s6lo por seis individuos —por tanto, aparte de una razén sustanti-
va, existe una razoén de tipo técnico que nos aconseja considerar este punto
como punto adicional—. En este caso particular, si incluyéramos a ¥ como
punto activo, y a pesar de que su masa representa menos del 1% de la masa de
las columnas, la inercia total de la tabla pasaria de 0,0829 a 0,0920, un incre-
mento del 11%. Ademads, como vemos en la imagen 12.3, cambiaria sustancial-
mente la configuracion del mapa: se produciria una rotacién de 30° en com-
paracién con el resultado anterior. La inclusiéon de Y ha hecho girar los ejes.
Debemos ponernos en guardia ante este tipo de observaciones atipicas de
poca masa que contribuyen mucho a la inercia de la solucién. En algunos ca-
sos extremos, las observaciones atipicas dominan tanto el mapa que los con-
trastes mas interesantes entre categorias con mayores frecuencias quedan
completamente enmascarados. Si declaramos las observaciones atipicas pun-
tos adicionales, podemos seguir visualizando sus posiciones, sin que influyan
en la configuracion final del espacio. Otra posibilidad es combinar, siempre
que tenga sentido, las filas (o las columnas de poca masa) con otras filas (o co-
lumnas). Asi, si tuviéramos una disciplina adicional, como por ejemplo «Infor-
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matica», con muy pocos investigadores y un posible perfil extrano, podriamos
combinar esta disciplina con otra disciplina similar, como por ejemplo Mate-
maticas o Ingenierfa. De todas formas, a pesar de lo que acabamos de comentar,
es oportuno que senalemos que, en general, las observaciones atipicas de poca
masa, no son un problema serio en el AC. Su influencia viene determinada
por su masa multiplicada por una distancia al cuadrado, por tanto, la poca
masa disminuye su influencia. El problema real es que las observaciones atipi-
cas se hallen muy lejos de los restantes puntos (volveremos a este tema en el
capitulo 13, cuando veamos distintas posibilidades de elecciéon de las escalas
de los mapas).

También podemos utilizar los puntos adicionales para representar grupos de ca-
tegorias o subdivisiones de una categoria. Por ejemplo, la fila adicional Ciencias
matemdticas de la imagen 12.1, corresponde a la suma de las frecuencias de Ma-
tematicas y Estadistica, dos disciplinas que a menudo se agrupan. El perfil de esta
nueva fila es el centroide de las dos filas que lo componen, ponderadas con sus
respectivas masas. Dado que en Matematicas y en Estadistica hay 78 y 29
investigadores, respectivamente, el perfil de Ciencias matemdticas sera:
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perfil de Ciencias matemdticas = % x perfil de Matematicas + % x perfil de Estadistica

de manera que el perfil de Ciencias matematicas se parecera mas al perfil de Mate-
maticas que al de Estadistica. Geométricamente, esto significa que el punto que re-
presenta el perfil de Ciencias matemdticas se halla en la linea que une Matematicas
con Estadistica, pero mds cerca de Matematicas (compadrese con la imagen 12.2).
Vamos a representar Ciencias malematicas, en la imagen 12.2, como un punto adi-
cional. No lo podemos considerar un punto activo, ya que si asi lo hiciéramos re-
sultaria que en el andlisis habriamos considerado dos veces los 107 investigadores
de ambas disciplinas. En mapas de AC ya existentes representaremos de la misma
manera las subdivisiones de categorias. Asi, por ejemplo, supongamos que dispo-
nemos de datos que nos permiten subdividir Ingenierfa en distintas ramas, como
eléctrica, mecanica, civil, etc. Consideraremos estas nuevas filas como adicionales
e investigaremos las posiciones de sus perfiles en el mapa. Igual que ocurria con
Ciencias matemdaticas, €l punto activo Ingenierfa es el centroide de las distintas ramas
de la ingenieria que hemos considerado.

Hasta ahora, hemos descrito los puntos adicionales como perfiles adicionales que
proyectamos en un mapa calculado anteriormente. Una manera alternativa de
obtener las posiciones de los puntos adicionales es situarlos con relacién a los vér-
tices de un mapa asimétrico. Asi, en el capitulo 3 vimos que las posiciones de los
perfiles fila resultaban del cdlculo de la media ponderada de los vértices colum-
na, ponderados con los elementos de los perfiles. Podemos situar los puntos adi-
cionales exactamente de la misma forma. Una vez determinadas las posiciones de
los ejes principales de los perfiles fila, conocemos, en cada eje principal, las posi-
ciones de las coordenadas de los vértices que representan las columnas, es decir,
las coordenadas estandares de las columnas. A partir de este momento, podemos
situar los puntos adicionales calculando sus centroides con relacion a los vértices
ponderando con los elementos de sus perfiles. Por ejemplo, para calcular la po-
sicion del punto adicional Museos:

L. 4 L. 1 L.
posicion de Museos = = x vértice A + % x vértice B+ ... etc.

es decir, calculamos la media ponderada de las coordenadas estandares de las co-
lumnas en cada uno de los ejes principales.

Dado que los puntos adicionales tienen masa cero, su inercia es cero, por lo que
no contribuyen a las inercias principales. Sin embargo, sigue siendo valida la
interpretaciéon de las contribuciones relativas de los ejes, en términos de los
angulos formados entre perfiles y ejes. Ello nos permite determinar si los puntos
adicionales estan bien representados. En el espacio bidimensional, las contribu-
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ciones relativas de los ejes y las calidades de la representacion de los tres puntos
adicionales descritos anteriormente son las siguientes:

Contribucion relativa

Calidad en dos
PUNTOS ADICIONALES Eje 1 Eje 2 dimensiones
Museos 225 331 556
Ciencias matematicas 493 66 559
Y 4 587 641

Estos valores describen la bondad de la representacion de los puntos adicionales.
Por ejemplo, el coseno al cuadrado del angulo del punto adicional Y con el pri-
mer eje es de 0,054, y con el segundo eje es de 0,587. Por tanto, la calidad de su
representacion en el plano es de 0,054 + 0,587 = 0,641, es decir, el 64,1% de su po-
sicion se halla en el mencionado plano, mientras que el 35,9% de su posicion se
halla en las restantes dimensiones. También podemos decir que la correlacion de
Y con el plano es \/m: 0,801.

En realidad, ya nos encontramos anteriormente con puntos adicionales, ya que en
el calculo del mapa no tenemos en cuenta las posiciones de los vértices. Los vér-
tices son puntos que proyectamos en los mapas con el objetivo de facilitar su in-
terpretacion; no intervienen en su configuracion. Esta consideracion nos sugiere
una forma alternativa de calculo de las posiciones de los vértices: en primer lugar,
aumentaremos el niumero de filas en tantas filas como columnas tienen los datos;
cada una de estas nuevas filas contendra s6lo un 1y los restantes valores seran ce-
ros. En cada una de las filas, el 1 se hallara en una columna distinta (imagen
12.4); en segundo lugar, declaramos las nuevas filas puntos adicionales. Las posi-
ciones de estas filas adicionales son idénticas a las de los vértices de las columnas,
es decir, sus coordenadas seran las coordenadas estandares de las columnas.

No debemos confundir el e¢jemplo de la columna adicional Y o el calculo de las
posiciones de vértices como filas adicionales de la imagen 12.4, con la codificacién
en «variables binarias», un tema que trataremos en detalle cuando, en los ultimos
capitulos, lleguemos al andlisis de correspondencias multiple. Supongamos, por

CATEGORIA DE FINANCIACION A B C D E
A 1 0 0 0 0
B 0 1 0 0 0
C 0 0 1 0 0
D 0 0 0 1 0
E 0 0 0 0 1
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ejemplo, que clasificamos las disciplinas cientificas en «Ciencias naturales» (CN)y en
«Ciencias biolégicas» (CB), el ultimo grupo incluiria Bioquimica, Zoologia, Microbiolo-
giay Botanica, mientras que el primero contendria las restantes disciplinas cientificas.
En AC, una manera estandar de codificar estos datos seria con un par de variables
binarias, CNy CB, es decir, como variables que toman los valores cero o uno. Asi, para
Geologfa (una ciencia natural), los valores de las variables binarias serian CN= 1y
CB = 0, mientras que para Bioguimica (una ciencia bioldgica), los valores serian
CN =0y CB =1,y asi sucesivamente. Podriamos estar tentados en introducir estas
variables binarias como columnas en la tabla y representarlas como puntos adiciona-
les; sin embargo, esto no seria correcto. No estamos ante variables que expresen re-
cuentos, a diferencia de la variable Y, que también tomaba los valores 0 y 1. En este
caso, los valores de Y son verdaderos recuentos, que podian haber tomado otros
valores enteros. LLa manera correcta de representar la informacién CN/ CB seria me-
diante un par de filas, de manera similar a como representamos anteriormente Cien-
cias matematicas. Sumariamos las frecuencias de las filas CN'y anadiriamos en la tabla
una nueva fila que llamariamos CN; hariamos lo mismo con las filas CB. De esta ma-
nera, los puntos CN'y CB serian medias ponderadas de los puntos que representan
los dos conjuntos de disciplinas cientificas (en el capitulo 18 se retoma este tema).

La informacion adicional en forma de variables continuas también requiere una es-
pecial consideracion. Supongamos que tuviéramos informaciéon complementaria
sobre las disciplinas cientificas. Por ejemplo, el factor de impacto medio de los ar-
ticulos publicados por investigadores de estas disciplinas en revistas internacionales.
Podriamos situar esta informacién en una columna de datos y, dado que todos los
valores son nimeros positivos, podriamos estar tentados de representar el perfil de
esta columna en forma de punto adicional. No obstante, debemos recordar que los
perfiles columna representan niimeros positivos que expresan proporciones de un
total —no valores originales—, que ademas deben tener sentido en el contexto del
estudio. ;Qué hariamos si, por ejemplo, los datos expresaran cambios de la media
del factor de impacto durante un determinado periodo, de manera que algunos va-
lores fueran positivos y otros negativos? Es obvio que expresar estos valores con re-
lacién a su suma no tendria sentido alguno. En esta situacion, podriamos represen-
tar esta variable continua de forma completamente distinta: por regresion. Veremos
este tema con mucho mas detalle en los capitulos 13 y 14, asi como en el capitulo
24 cuando tratemos el analisis de correspondencias canénico, que consiste en una
combinacion del ACy de la regresion. Por el momento, inicamente pretendiamos
alertar al lector sobre este problema.

1. Llamamos puntos activos a las filas y a las columnas de una tabla analizada por
AC. Son los puntos que determinan la orientacion de los ejes principales y,
por tanto, contribuyen a la construccion de los mapas de baja dimensionali-
dad. Las filas y las columnas activas las proyectamos sobre el mapa.

132



PUNTOS ADICIONALES

2. Los puntos adicionales (o pasivos) son filas o columnas de la tabla que no han
participado en la configuracion del mapa, pero que tienen verdaderos perfi-
les. Son puntos que existen en los espacios completos de perfiles fila o de per-
files columna. Los podemos proyectar sobre un mapa de baja dimensionalidad
con el objetivo interpretar sus posiciones con relacion a los puntos activos.

3. Dado que los puntos adicionales tienen masa cero, el resultado de todos los
calculos en los que intervenga su masa sera cero, como por ejemplo la inercia
de los puntos o la contribucion de los puntos a la inercia los ejes.

4. A pesar de que los puntos adicionales no contribuyen a la solucién del AC,
podemos calcular las contribuciones de los ejes principales (en términos de
coseno o de correlacion al cuadrado). Dichas contribuciones nos permiten
valorar si los puntos adicionales se hallan bien representados en el mapa.

5. Hay que estar en guardia ante las observaciones atipicas de poca masa, cuya
presencia en el analisis puede tener una gran influencia en la solucién. Si es
asi, o bien los consideramos puntos adicionales o bien los combinamos —siem-
pre que tenga sentido— con otras filas (u otras columnas).

6. Podemos crear una variable categoérica adicional, por ejemplo una columna,
para agrupar filas de acuerdo con las categorias de dicha variable. A continua-
cioén hallamos las frecuencias de dichas categorias y luego las anadimos como
filas adicionales en la tabla.

7. Hay que ir con cuidado cuando anadamos una variable continua como punto
adicional: sus valores no pueden ser negativos, ademas sus perfiles deben
tener sentido en el contexto de los datos.
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CAPITULO

Biplots en analisis de correspondencias

Hasta ahora hemos visto dos posibilidades de representacion de filas y de columnas en
AC. En los mapas asimétricos, por ejemplo en el andlisis de filas, expresamos las filas
en coordenadas principales y las columnas en coordenadas estandares. Las distancias
x” entre los perfiles fila del mapa son bastante exactas, y utilizamos los vértices de las
columnas como referencias para la interpretacion del mapa. En cambio, en los mapas
simétricos, en los que que expresamos tanto las filas como las columnas en coordena-
das principales, las distancias x* entre los perfiles fila y los perfiles columna son sélo
aproximadas. Los biplots son otra posibilidad para la representacion conjunta de filasy
de columnas que se basa en el producto escalar entre vectores fila y vectores columna
—por tanto, depende mas de las longitudes y de los angulos formados por los vecto-
res que de las distancias entre puntos—. En los biplots s6lo representamos en coorden-
das principales las filas o las columnas. En este sentido, pues, los mapas asimétricos son
biplots ya que en estos ultimos también expresamos s6lo las filas o las columas en
coordenadas principales. La diferencia entre ambas representaciones radica en que,
en los mapas asimétricos, siempre representamos los puntos de referencia en coorde-

nadas estandares, mientras que en los biplots tenemos mas posibilidades de eleccion.
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En geometria euclidea, el producto escalar entre dos vectores x e y, de coordenadas
X, Xoy ..o € Y1, Yy, ... €8 la suma de los productos de sus respectivos elementes x,y,,
simbolizados como x'y=> L X ("indica la transposicién de un vector o una ma-
triz). Geométricamente, el producto escalar es igual al producto de las longitudes
de dos vectores, multiplicado por el coseno del angulo formado entre ellos.

XTy=2xkyk:HXH'HyH-COSG (13.1)
k

donde || x| simboliza la longitud del vector x, es decir, la distancia entre el punto
x y el origen. En la imagen 13.1 hemos representado graficamente este resultado
en un espacio bidimensional (en un espacio multidimensional, siempre podemos
representar dos vectores en un plano).

Otro resultado geométrico bien conocido es que la proyeccion perpendicular de
un vector x sobre una direccion definida por otro vector y tiene una longitud
igual a la longitud de x, multiplicada por el coseno del angulo entre x e y. Es de-
cir el producto |x|- cos@ es parte de la definicién que vimos en (13.1). Por tan-
to, podemos contemplar el producto escalar de x e y, como la proyeccién de la
longitud de x sobre y, multiplicada por la longitud de y (imagen 13.1). O de for-
ma equivalente, como la proyeccion de la longitud de y sobre x, multiplicada por
la longitud de x. Si la longitud de uno de los vectores es 1, por ejemplo el y, en-
tonces el producto escalar es simplemente la longitud de la proyeccién del vector
x sobre y.

Si consideramos que y es un determinado vector de referencia, y luego considera-
mos varios vectores X, X,,... proyectados sobre y, entonces:

* Los productos escalares xlTy, xgy,... tienen magnitudes proporcionales a las
proyecciones, ya que son las proyecciones multiplicadas por la longitud del
vectory.

* El signo del producto escalar es positivo si el vector forma un angulo agudo
(< 90°) cony,y es negativo si forma un angulo obtuso (> 90°).

Estas propiedades son la base para la interpretacion de los biplots en AC.

Un biplot es una representacion en pocas dimensiones de una matriz rectangular
de datos, en la que representamos las filas y las columnas como puntos con una
interpretacion especifica en términos de productos escalares. La idea es recupe-
rar, de forma aproximada, los elementos de la matriz a partir de estos productos
escalares. Como ejemplo inicial de biplot que recupera exactamente los datos,
consideremos la tabla T de 5 x 4:
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Origen /HchosO” -
- vl
8§ 2 2 -6
5 0 3 -4
T={-2 -3 3 1
2 3 -3 -1
4 6 -6 -2

(18.2)

y luego comparémosla con el mapa de la imagen 13.2, que también proporciona

las coordenadas de cada punto. (En algebra de matrices, habitualmente represen-

tamos los vectores por columnas, de manera que una fila sera un vector transpues-

to.) Por ejemplo, el producto escalar entre x, ey, esigual a2 x3 +2 x 1 =38, el

¥s X X

3

Yi

4

Y4

5

x, =[ 2 2o
x,=[ 1 2]
x,=[-1 1]
x,=[ 1 -1
x,=[ 2 -2
y,=[ 3 11
y,=[ 2 -11
y;=[-1 2T
y,=[-2 -117
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Imagen 13.1:

Ejemplo de dos puntos x e
y cuyos vectores forman un
angulo  con relacion al
origen (en general, el
centroide de un conjunto de
puntos). £1 producto escalar
entre los puntos es la
longitud de la proyeccion de
x sobre 'y, multiplicada
por la longitud de y

Imagen 13.2:

Mapa de cinco puntos fila
X, y cuatro puntos columna
y; El producto escalar
entre el punto
correspondiente a 1 i-6sima
fila y el correspondiente a la
j-ésima columna
proporciona el valor del
ij-6simo valor de la tabla
(13.2). Hemos representado
los puntos columna como
vectores para facilitar la
interpretacion de los
productos escalares como
proyecciones de los puntos
sobre los vectores,
multiplicada por las
longitudes de los
respectivos vectores



Algunas caracteristicas
especiales de los biplots

Rango y dimensionalidad

Los biplots proporcionan
aproximaciones optimas
a los datos

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

primer elemento de T. También podemos calcular el producto escalar, aunque de
forma mas laboriosa, como vimos en la ecuacion (13.1). Es decir, en primer lugar,
calculamos los angulos formados por x, e y, con el eje horizontal. Por trigonome-
tria basica: arctan(2/2) = 45° y arctan(1/3) = 18,43°, respectivamente. Por tanto,
el angulo entre x, ey, esigual a 45 — 18,43 = 26,57°. Finalmente utilizando la ecua-
cién (13.1), vemos que el producto escalar es:

x|y, = x| |y, -cos@ =8 -+/10 - cos(26,57°) = 8,00

con lo que este resultado coincide con el calculo anterior. La proyeccion de x; so-
brey, es igual a V8 cos(26,57°) =2,530, y la longitud de y, es 10 = 3,162; por tan-
to, el producto escalar es 8,00.

En la palabra biplot, el prefijo «bi» indica que en el mapa representamos conjun-
tamente filas y columnas, y no indica que el mapa sea bidimensional, ya que los
biplots pueden tener cualquier dimensionalidad. De todas formas, lo mas fre-
cuente es que los representemos en un plano. Los puntos de la imagen 13.2 ilus-
tran algunas propiedades mas de los biplots:

* X, ey, forman un angulo recto, por tanto x, se proyecta sobre el origen y, en
consecuencia, en la tabla T, el valor de t,, es 0;

* X,y X, tienen la misma proyeccion sobre y,; por tanto, los valores ,, y t,, son
iguales (3 en este caso);

* X, es opuesto a X, con respecto al origen y se halla dos veces mas lejos, es decir
X, = —2X,; por tanto la quinta fila de Ia tabla T es igual a dos veces la tercera fila
cambiada de signo;

* X,, X,V X, se hallan sobre una recta imaginaria (puede ser cualquier recta, no
tiene porqué pasar por el origen), por lo que tienen una relacion lineal, con-
cretamente x, =+X,+3x,; esta expresion, tipo media ponderada, se transfiere
a las correspondientes filas de T, por ejemplo, {,, =31, +34, =5(-2)+3(4)=2.

Dado que podemos reconstruir perfectamente la tabla a partir de un biplot bidi-
mensional, matematicamente diriamos que el rango de la matriz T (13.2) es igual
a 2. En nuestra aproximacion geométrica, rango es equivalente a dimension.

En general, las matrices de datos tienen una alta dimensionalidad, por lo que no
las podemos reconstruir exactamente a partir de un biplot de baja dimensionali-
dad. La idea que hay detras del biplot es hallar una serie de puntos fila x, y pun-
tos columna y,, tales que los productos escalares entre los correspondientes vec-
tores fila y los vectores columna se aproximen tan exactamente como sea posible
a los respectivos elementos de la matriz de datos. Por tanto, podemos decir que
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un biplot modeliza los datos ¢, como la suma de un producto escalar, en algin
subespacio de baja dimensionalidad (por ejemplo de K~ dimensiones) y un tér-
mino de «error» residual:

Sy

<

~
Il
ol

+€ij

XY T € (13.3)

~
I

1

El «<modelo» de calculo de los biplots se ajusta minimizando los errores —en
general, por minimos cuadrados—, cuya expresion minimizada es la siguiente
> Z]_ e;j. El modelo del biplot tiene el aspecto de una regresion lineal multiple,
salvo por el hecho de que hay dos conjuntos de parametros desconocidos, las
coordenadas de las filas {x,} y las coordenadas de las columnas {y/k}. En el capitu-
lo 14 veremos con mas profundidad esta relaciéon con el analisis de la regresion.

Para comprender el vinculo entre el AC y el biplot, tenemos que introducir una
féormula matemadtica que exprese los datos originales n, en términos de las masas
de las filas, las masas de las columnas y las coordenadas. Una version de esta for-
mula, que llamamos formula de reconstitucion (véase el apéndice tedrico, A), es:

K
b =r¢ (1+z\/z¢ik’yjk) (13.4)
r=1
donde

* p,son las proporciones relativas n,,/n, siendo n la suma total Zi 2], n;
* 7,y ¢ son las masas de las filas y de las columnas, respectivamente;
* 1, es la k-ésima inercia principal;

* ¢, Y7, son las coordenadas estandares de las filas y de las columnas, respecti-
vamente.

En el sumatorio de la ecuacién (13.4), el nimero de sumandos es igual a K, la di-
mension de la matriz de datos, que vimos que era igual al menor del nimero de
filas menos uno y del namero de columnas menos uno. La representacion grafi-
ca del AC en K" dimensiones en el mapa (en general, K~ es igual a 2), es 6ptima
en el sentido de que, a partir de K" + 1, minimizamos los términos de la ecuacién
(13.4): estos términos constituyen el «error» o residuo.

Podemos reacomodar ligeramente la ecuacion (13.4), de manera que el término

de la derecha aparezca como un producto escalar en un espacio de dimensién K,
mas un término de error, como en la ecuacion (13.3):
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El modelo del AC

Biplot de cocientes de
contingencia



El biplot desde el punto
de vista de los perfiles
fila

El biplot estandar del AC
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.
Zz—hgﬁk ot e (18.5)
siendo f, =\//Tk¢zk, la coordenada principal de la i-¢sima fila en el k-€simo eje.
Esta ecuacion demuestra que el mapa asimétrico de filas, en el que expresamos
las filas en coordenadas principales f, y las columnas en coordenadas estandares
V> €s un biplot aproximado de los valores situados a la izquierda de la ecuacion
(13.5). Llamamos cocientes de contingencia a los cocientes entre las proporciones
observadas y las proporciones esperadas, p, /(r,), y cuanto mas cerca se hallen
estos cocientes a 1, mas cerca de hallan los datos al modelo de independencia (o
supuesto de homogeneidad).

También podemos expresar la ecuacion (13.5) como:

.. KX
(p”-e-) /6= 2 Sutute; (13.6)

T

i

es decir, el mapa asimétrico de filas es un biplot aproximado que nos permite re-
cuperar las desviaciones de los perfiles fila de su media con relacion a su media
(en la imagen 10.2 podemos ver una representacion grafica de un mapa asimétri-
co de filas). Como ya se ha comentado, un inconveniente de los mapas asimétri-
cos es que, cuando la inercia es pequena, el mapa puede ser poco satisfactorio, ya
que los perfiles de las filas (las coordenadas f,) se concentran en un espacio pe-
queno en el centro del mapa, mientras que los vértices de las columnas (coorde-
nadas y,,) se hallan muy lejos.

En los biplots tienen especial interés las direcciones de los vértices ya que éstas
definen los ejes sobre los que podemos proyectar los perfiles fila. Se han propues-
to diferentes modificaciones del biplot que acabamos de ver para redefinir las
longitudes de los vectores definidos por los vértices. La opciéon mas oportuna con-
siste en reexpresar (13.6) de la siguiente manera:

by 1/2 N 1/2
(K—c,. /c =;ﬁk(6j Vi) +e; (18.7)
(fijémonos en que los residuos ¢, en (13.7) tienen una definicién y estandariza-
cion distinta a la que posee en (13.6), aunque estemos usando la misma notacion
en ambos casos). Efectivamente, en el lado izquierdo hemos estandarizado las
desviaciones de los perfiles fila de su media, de manera que hemos pasado el fac-

/2 remanente a la derecha multiplicando. Al multiplicar los vértices de las

tor v]'
columnas por las correspondientes raices cuadradas de las masas, éstos se acercan
al origen. De esta forma, las categorias poco frecuentes se acercaran mas, justo lo

que queriamos para mejorar la legibilidad del mapa asimétrico. Dado que en este
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tipo de biplot representamos los valores originales estandarizados, lo llamamos bi-
plot estandar del AC. En la imagen 13.3 mostramos el biplot estandar del AC corres-
pondiente a los datos del ejemplo sobre la financiacién de la investigacion cientifi-
ca; comparemos este mapa con los mapas de las imagenes 10.2 y 10.3. En todos
ellos, las posiciones de las filas son las mismas, siendo las posiciones de las colum-
nas las que cambian (comparemos las escalas de cada mapa).

En el bipot de la imagen 13.3 no podemos interpretar las distancias entre columnas,
estos puntos solamente indican las direcciones de los ejes del biplot. En cambio, las
proyecciones de las filas sobre estos ejes del biplot estiman los valores estandarizados
que aparecen en el lado izquierdo de la ecuacién (13.7). Es decir, tomamos una de-
terminada direccion de referencia, por ejemplo la D, y luego proyectamos todas las
filas sobre dicho eje, con lo que aparecen alineadas. Asi vemos que Zoologfa es la fila
que tiene el mayor elemento perfil en esta categoria, le siguen Botéanica, Geologfa, y
asi sucesivamente, Fisica y Bioguimica tienen los menores valores de perfil en D. (Los
valores que aparecen en la tabla de la imagen 10.1 muestran que esto es correcto,

con algunas pequenas excepciones; resulta l6gico ya que se trata de un biplot apro-
ximado, y representa el 84% de la inercia total de la tabla.)

1
1
\
“ ® Bioquimica
1
\
Ingenieria ® !
1
1

1

Vo

\® Microbiologia
o o Matematicas
® Botanica )

A - _gEstadistica
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-
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Interpretacion de los
biplots

Imagen 13.3:

Biplot estandar del AC de
los datos sobre la
financiacion de la
investigacion cientifica de la
imagen 10.1. Hemos
expresado las filas en
coordenadas principales, y
las columnas, que indican
las direcciones de los
Vértices, en coordenadas
estandares, pero
multiplicadas por la raiz
cuadrada de la masa de
cada columna. Asi, por
ejemplo, la posicion de A
la hemos obtenido
multiplicando la posicion de
A de la imagen 10.2, por
0,0389 = 0,197



Calibracion de ejes de
los biplots

Calidad global de la
representacion

Imagen 13.4:

Mapa simétrico de la tabla
10.1 (datos sobre la
financiacion de la
investigacion cientifica)
incluye los ejes de las
categorias A y D
calibrados. fijémonos en
que los ejes calibrados se
hallan en I direccidn de los
Vértices y en que no pasan
exactamente por los puntos
correspondientes a los
perfiles de la categoria (en
este ejemplo pasan muy
cerca de los puntos en
coordenadas principales
debido a que las diferencias
entre las inercias de los dos
ejes es pequeria)

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Dado que las proyecciones de las filas sobre los ejes del biplot son proporciona-
les a los valores del lado izquierdo de (13.7), podemos calibrar los ejes del biplot
en las mismas unidades que los perfiles para leer directamente sus valores. Asi,
por ejemplo, para estimar los valores estandarizados del perfil en el eje A del
biplot, tenemos que multiplicar las proyecciones de las filas por la longitud del
vector A, que es igual a 0,484. Para desestandarizar y asi recuperar los valores ori-
ginales de los perfiles, multiplicaremos esta longitud por la raiz cuadrada de la
masa de la columna (J0,0W =0,197), y asi obtenemos el factor de escala 0,0955.
La longitud de una unidad en el eje A del biplot serd igual a 1/0,0955 = 10,47. Por
tanto, la longitud de un intervalo del 1% (es decir 0,01) en este eje del biplot de
la imagen 13.4, serd una centésima de esta longitud, es decir 0,1047. Por tanto,
conocemos los tres elementos necesarios para calibrar el eje A: a) el origen del
mapa se halla en el valor 0,039 (3,9%) del eje A; b) una longitud de 0,01 (1%) es
igual a 0,1047; y c) el vector de la imagen 13.3 apunta hacia la direccién positiva
del eje. En la imagen 13.4 podemos ver la calibracion del eje A, asi como la del
eje D, que hemos efectuado de forma similar.

Anteriormente determinabamos la calidad global de un mapa bidimensional del
AC, como el valor de la inercia explicada por los dos primeros ejes principales.
El biplot proporciona una manera alternativa de determinar la calidad de los
mapas, concretamente la capacidad de recuperar los valores de los perfiles a par-
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tir del mapa. Por ejemplo, proyectando todos los puntos fila sobre los ejes del bi-
plot que mostramos en la imagen 13.3, convenientemente calibrados, podemos
recuperar de forma aproximada los valores de la tabla que mostramos en la ima-
gen 10.1. Cuanto mas proximos estén los valores estimados de los perfiles a los
reales, mejor sera la calidad del mapa. A la inversa, para obtener una medida glo-
bal de error, podemos ir acumulando las diferencias entre los valores verdaderos
de los elementos del perfil y los estimados. Cuando calculamos estas diferencias
en forma de ji-cuadrado, es decir, calculando los cuadrados de las diferencias di-
vididas por los valores esperados, obtenemos exactamente la misma medida de
error que obtuvimos anteriormente. En este ejemplo en concreto, el porcentaje
de inercia explicada en el mapa bidimensional es el 84%; por tanto el error es
del 16%.

1. El producto escalar entre dos vectores es igual al producto de sus longitudes mul-
tiplicado por el coseno del angulo que forman.

2. Dado que la proyeccién perpendicular de un vector x sobre la direccion defi-
nida por un segundo vector y, tiene una longitud igual a la de x multiplicada
por el coseno del angulo formado por x e y, podemos ver el producto escalar
como el producto de la longitud de la proyeccion de x y la longitud de y.

3. El biplot es un mapa que representa conjuntamente las filas y las columnas de
una matriz de datos, de manera que los productos escalares entre los vectores
fila y los vectores columna se aproximen tanto como sea posible a los corres-
pondientes valores de la matriz.

4. En AC, los mapas asimétricos son biplots; en cambio, en sentido estricto, los
mapas simétricos no lo son, a pesar de que en la practica las direcciones defi-
nidas por los perfiles del mapa simétrico y los correspondientes vértices del
mapa asimétrico, a menudo, no son muy distintas, de modo que la interpreta-
cion del biplot sigue siendo valida.

5. Multiplicando las posiciones de los vértices de los mapas asimétricos por la raiz
cuadrada de la masa de las correspondientes columnas acercamos las posicio-
nes de los vértices al origen. A esta interesante variacion del mapa asimétrico
le llamaremos biplot estandar del AC.

6. Podemos calibrar los ejes del biplot en las unidades de los perfiles (como pro-
porciones o en porcentajes). De esta manera, las proyecciones de los perfiles
nos daran directamente sus valores aproximados.
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CAPITULO

Relaciones de transicion y regresion

En AC realizamos mapas en los que representamos conjuntamente filas y colum-
nas como puntos cuya interpretacion depende de las escalas escogidas para filas
y columnas. Hemos visto como geométricamente las posiciones de las filas depen-
den de las posiciones de las columnas, y viceversa. En este capitulo nos centrare-
mos en las relaciones matematicas existentes entre las filas y las columnas; las
ecuaciones de transicion. Ademas, dado que el analisis de regresién es un méto-
do estadistico bien conocido, mostraremos como las coordenadas de las filas y las
coordenadas de las columnas se pueden relacionar con los datos originales a tra-
vés de modelos de regresion lineal. En realidad podriamos omitir este capitulo
sin perder el hilo sobre la interpretacion geométrica del AC.
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En este capitulo estamos interesados en las relaciones existentes entre las coor-
denadas principales y las coordenadas estandares de filas y de columnas, que ema-
nan del AC, asi como en su relaciéon con los datos originales. Empecemos por
fijarnos en las relaciones existentes en los ejes principales. En la tabla de la ima-
gen 14.1 mostramos todos los resultados del primer eje principal del ejemplo
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primer eje del ejemplo
sobre la financiacion de
la investigacion
cientifica




Imagen 14.1:

Coordenadas principales y
coordenadas estandares de
las disciplinas cientificas y
de las categorias de
financiacion en el primer eje
principal del AC

(datos originales en la
imagen 10.1)

Regresion entre
coordenadas

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

DiscrpLINA Coordenada Coordenada CATEGORIA DE Coordenada Coordenada
CIENTIFICA principal estandar FINANCIACION principal estandar
Geologia 0,076 0,386 A 0,478 2,417
Bioquimica 0,180 0,910 B 0,127 0,643
Quimica 0,038 0,190 C 0,083 0,417
Zoologia -0,327 -1,655 D -0,390 -1,974
Fisica 0,316 1,595 E -0,032 -0,161
Ingenieria -0,117 -0,594

Microbiologia 0,013 0,065

Botanica -0,179 —0,904

Estadistica 0,125 0,630

Matematicas 0,107 0,540

sobre la financiaciéon de la investigacion cientifica. Este eje tiene una inercia de
A, =0,03912, siendo \/le 0,1978. En el capitulo 8 vimos que este dltimo valor es
el factor de escala que relaciona coordenadas principales con coordenadas estan-
dares. También vimos que lo podemos interpretar como un coeficiente de correla-
cion entre las coordenadas de las filas y columnas en la primera dimension. Dado
que la correlacion esta relacionada con la regresion, en primer lugar veremos la re-

gresion de las coordenadas de las filas sobre las de las columnas y viceversa.

En la imagen 8.5, utilizando los datos sobre la encuesta de la salud, mostramos el
diagrama de dispersion de las coordenadas de las filas sobre las coordenadas de
las columnas en el primer eje principal, de todos los individuos de la tabla de con-
tingencia. En la imagen 14.2 mostramos el mismo tipo de representacion grafica
para las coordenadas estandares de los datos sobre financiacién de la investiga-
cion cientifica. En esta Gltima imagen aparecen 50 cuadrados que corresponden
a las 50 celdas de la tabla de contingencia de la imagen 10.1. En el diagrama, los
cuadrados se situan en los correspondientes valores de filas y columnas de la ta-
blay tienen un area proporcional al numero de individuos (cientificos) de las cel-
das. Sabemos que la correlacion, calculada para los 796 individuos representados
por los 50 puntos de este diagrama, es de 0,1978. Ahora nos interesamos en la re-
gresion de las disciplinas cientificas sobre las categorias de financiacion, y de las
categorias de financiacion sobre las disciplinas cientificas. Para llevar a cabo este
analisis de regresion haremos un listado en el que asignaremos, segtin los valores
de la tabla de la imagen 14.1, a cada uno de los 796 cientificos sus correspondien-
tes pares de valores. Por ejemplo, las coordenadas estandares de un geélogo en
la categoria A, son 0,386 (para la variable y) y 2,417 (variable x). Dado que sélo
existen 50 pares distintos, una alternativa seria hacer un listado con Gnicamente
los 50 pares en los que, junto con los valores de las coordenadas, aparezcan sus
frecuencias y luego llevar a cabo una regresion ponderada tomando como pesos
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las frecuencias (lo veremos en el apéndice de cadlculo, B). Un resultado bien co-
nocido de la regresion lineal simple es que la pendiente es igual a la correlacion
multiplicada por el cociente de la desviacion tipica de la variable y con la de la va-
riable x. Las varianzas de las filas y de las columnas en coordenadas estandares son
iguales a 1; por tanto, la pendiente de la recta de regresion de y sobre x sera igual
al coeficiente de correlacion, concretamente igual a 0,1978 (imagen 14.2). De
forma simétrica, la regresion de x sobre y tendrd también una pendiente de
0,1978, pero en este caso x estaria situada en el eje vertical y la y en el horizontal;
sin embargo, dado que en el diagrama de la imagen 14.2 hemos situado y en el
eje vertical, la pendiente entre x e yserd 1/0,1978 = 5,056.

En el capitulo 3 vimos que la posicion de los perfiles fila resulta de calcular las
medias ponderadas de los vértices de las columnas, siendo los pesos los valores de
los perfiles fila. Para los perfiles columna y los vértices fila se cumple la misma
relacion. Estas relaciones, basadas en el calculo de medias ponderadas, también
se cumplen para las proyecciones de filas y columnas sobre cualquier subespacio.
En concreto, tal como vimos en el capitulo 8, se cumplen para las proyecciones
de las coordenadas en los ejes principales. Es decir, en un eje principal &, las
posiciones de las coordenadas principales de las filas son medias ponderadas de
las coordenadas estandares de las columnas, y viceversa. En la imagen 14.2, ilus-
tramos esta relacion en el primer eje principal; hemos calculado las posiciones de
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Imagen 14.2:

Diagrama de dispersion de
las coordenadas estandares
de las filas sobre las
coordenadas estandares de
las columnas en la primera
dimension del AC (imagen
14.1). Los cuadrados se
sitiian en cada combinacion
de valores, con areas
proporcionales al niimero de
individuos. Las dos rectas
de regresion, de filas sobre
columnas y de columnas
sobre filas, tienen
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

las filas —que mostramos como puntos, a partir de medias ponderadas de las co-
ordenadas estandares de las columnas, y viceversa—. Podemos ver que las men-
cionadas coordenadas principales se sitian en dos rectas.

Una regresion es un modelo de medias condicionales de la variable respuesta con
relacion a la variable explicativa. Los puntos negros de la imagen 14.2 no son mas
que medias condicionales de y sobre x (cinco medias en la recta de pendiente
0,1978) y de x sobre y (diez medias en la recta de pendiente 5,056). Estas medias
condicionales son las coordenadas principales que, como podemos ver, en el diagra-
ma definen dos funciones de regresion. Asi, por ejemplo, la primera coordenada
principal de Fisica, que mostramos como un punto negro en la parte superior del
diagrama, es la media condicionada de las categorias de financiacion expresadas en
coordenadas estandares en el primer eje principal y ponderadas con las respectivas
frecuencias de la matriz de datos de la imagen 10.1 (en este diagrama las hemos sim-
bolizado por los cuadrados situados en la misma vertical que la de coordenada es-
tandar de Fisica y, horizontalmente, segiin las coordenadas estandares de las colum-
nas). De manera similar, hemos representado como un punto negro a la derecha la
primera coordenada principal de A, que es la media condicionada de las categorias
cientificas expresadas en coordenadas estindares en el primer eje principal y pon-
deradas con las respectivas frecuencias de la matriz de datos de la imagen 10.1, que
hemos simbolizado con los cuadrados situados en la misma horizontal que la coor-
denada estandar de A y, verticalmente, segtin las coordenadas estandares de las dis-
ciplinas cientificas. Por tanto, en la imagen 14.2 mostramos simultaneamente coor-
denadas principales y coordenadas estandares. Las coordenadas principales de las fi-
las son las coordenadas de los diez puntos situados sobre la recta de regresion en la
escala de las coordenadas estandares de las columnas (escala horizontal) y viceversa.

El hecho de que en el AC las regresiones de y sobre x (filas sobre columnas) y de
x sobre y (columnas sobre filas) sean rectas dio lugar a que inicialmente se pre-
sentara el AC como un sistema de regresiones lineales simultdneas. Si la correlacion
entre filas y columnas es alta, entonces las dos rectas de regresion seran muy pa-
recidas y, en consecuencia, las coordenadas principales se hallaran mas separadas;
es decir, la inercia sera mayor (recordemos que la inercia principal es igual al cua-
drado de la correlacion). Es decir, el AC se podria definir como un método que
trata de buscar rectas de regresion simultaneas (como las mostradas en la imagen
14.2) que formen el menor angulo posible entre ellas, lo que es equivalente a ma-
ximizar la correlacion entre filas y columnas.

Utilizando la notacion que vimos anteriormente (pags. 51y 139), y recordando que las
coordenadas principales correspondan a perfiles y que las coordenadas estandares
correspondan a vértices, podemos expresar la relacion entre filas y columnas basada en
el calculo de medias ponderadas (o medias condicionales), de la manera siguiente:
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perfil fila < vértices de las columnas: [ = 2(%) Vi (14.1)
—\ 7,
] 1
- , ol
perfil columna < vértices de las filas: gn= Z . D, (14.2)
i j

(< simboliza «obtenido de», por ejemplo, «perfil fila < vértices de las colum-
nas» indica que hemos obtenido las coordenadas principales de una fila a par-
tir las coordenadas estandares de todas las columnas utilizando la relacion
mostrada en la ecuacién). Utilizamos la notacién fy g para las coordenadas
principales de las filas y de las columnas, respectivamente; y y y ¢ para las co-
ordenadas estandares de las filas y de las columnas, respectivamente. Para las
filas utiizamos el subindice i, para las columnas el subindice j, y para dimensio-
nes el subindice k. Entre paréntesis mostramos los pesos, que son los perfiles
de las filas en (14.1) y los de las columnas en (14.2). Llamamos ecuaciones de
transicion a las medias ponderadas de las expresiones (14.1) y (14.2). Recorde-
mos que las relaciones existentes entre las coordenadas principales y las coor-
denadas estandares son:

perfil fila < vértice fila: L=y (14.3)
perfil columna < vértice columna: i = \/}Tky],k (14.4)

donde 4, es la inercia principal (valor propio) del k-€simo eje. Luego, las ecuacio-
nes de transicion entre las coordenadas principales de las filas y las coordenaas
principales de las columnas, las podemos expresar de la siguiente manera:

perfil fila < perfiles columna: fa= \/%27(]:') g5 (14.5)

perfil columna < perfiles fila: g =

\/i, E[f') /i (14.6)

y, de manera similar, podemos expresar las ecuaciones de transicion entre las
coordenadas estandares de filas y las coordenadas estandares de columnas

como:
vértice fila < vértices columna: Oy = \/i— 2[1:7) Vi (14.7)

k j i
vértice columna < vértices fila: Vi = \/i_ E[f‘j) D, (14.8)

ko J
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Podemos utilizar cualquiera de las ecuaciones de transicion anteriores, para «esti-
mar» por regresion las coordenadas a partir de los perfiles (variables explicativas).
Por ejemplo, supongamos que queremos utilizar la ecuacion (14.1) para obtener
las coordenadas estandares de las columnas. Las variables respuesta seran las prime-
ras coordenadas principales de las filas (primera columna de la imagen 14.1), y las
variables explicativas los diez perfiles de las filas de la matriz 10 x 5 de la imagen
10.1. El analisis de la regresion da los siguientes coeficientes de regresion:

Fuente de variacion Coeficiente

Ordenada en el origen 0,000
A 2,417
B 0,643
C 0,417
D -1,974
E -0,161

R*=1,000

La varianza explicada es del 100% y los coeficientes de regresion son las coordena-
das estandares de las columnas en el primer eje (dltima columna de la imagen 14.1).

Realizamos un andlisis de regresion mas interesante y mas relevante, cuando pre-
decimos los datos a partir de las coordenadas, como vimos de forma resumida en
el capitulo 13 al tratar sobre el modelo del AC. Vamos a repetir aqui tres versio-
nes del mencionado modelo; la «version simétrica», utilizando s6lo coordenadas
estandares [véase (13.4)], y las dos versiones asimétricas con filas o columnas res-
pectivamente en coordenadas principales:

2R
ﬁ=l+z\/z¢”{yjk te; (14.9)
i¢ k=1
Py 108 rye (14.10)
T, ¢ = Z fikyjk e; :
by, S
. /72_1+2¢ikgjk+eij (14.11)
i =1

Este modelo se llama bilineal porque es lineal con relacion a los productos de dos
parametros. Tendremos que fijar los valores de las coordenadas estandares de las
filas o de las columnas, para obtener las coordenadas principales mediante anali-
sis de regresion multiple.

En los lados izquierdos de las ecuaciones (14.9), (14.10) y (14.11) aparecen los
cocientes de contingencia que definimos en el capitulo 13, escritos de tres mane-
ras equivalentes. Tomando como ejemplo (14.10), y suponiendo que conocemos
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las coordenadas estandares y,, de las columnas, tenemos a la derecha un modelo
de regresion que predice los valores de las filas de la izquierda. Supongamos que
estamos interesados en la primera fila (Geologia) y que queremos llevar a cabo
una regresion para K = 2. Para ajustar el modelo de AC, tenemos que minimizar
una suma ponderada de residuos en la que ponderamos las categorias (colum-
nas) con sus masas. Otra forma de verlo es decir que en (14.10) normalizamos las
«variables explicativas» y,, con las masas de las columnas de la siguiente manera:
Ej c]y].i = 1. Ademas, como las variables explicativas son ortogonales, cuando pon-
deramos con las masas de las columnas: E’, 7Yy =0 si j=j. Parallevar a cabo la
regresion, acomodamos el vector respuesta como un vector de 5 x 1 con los co-
cientes de contingencia de Geologfa, y las variables explicativas la disponemos
como una matriz de 5 x 2 con las coordenadas estandares de las columnas en los dos
primeros ejes principales. Llevamos a cabo el andlisis de la regresion ponderada,
ponderando con las masas de las columnas ¢,. Los datos (los cocientes de contin-
gencia de Geologia (fila 1) indicados como p,; / (r,¢,), las coordenadas estandares
de las columnas en las dimensiones 1y 2, indicadas como ¥, y 7,, y los pesos ¢;) son
los siguientes:

Categoria Geologia Y Vo Masa
A 0,9063 2,4175 -0,4147 0,0389
B 1,3901 0,6434 -0,9948 0,1608
C 1,1781 0,4171 -0,2858 0,3894
D 1,0163 -1,9741 -0,7991 0,1621
E 0,4730 -0,1613 1,6762 0,2487

Los resultados de la regresion son:

Fuente Cocficiente Coeficiente estandarizado
Ordenada en el origen 1,000 —
Ju 0,076 0,234
Jie -0,303 -0,928
R*=0,916

Los coeficientes son las coordenadas principales f, y f,, de Geologia (el primer va-
lor lo encontramos en la imagen 14.1). La varianza explicada (R®) es la calidad
de la representacion de Geologia en el mapa bidimensional (imagen 11.8).

Dado que en la regresion ponderada las variables explicativas estan estandariza-
das y son ortogonales, los coeficientes de regresion estandarizados seran también
las correlaciones parciales entre la variable respuesta y las variables explicativas.
La matriz de correlaciones de las tres variables es la siguiente (recordemos que
en los calculos hemos tenido en cuenta los pesos):

151

En la regresion
ponderada, las
correlaciones recuperan
las contribuciones
relativas



Calculo reciproco de
medias y minimos
cuadrados alternados

RESUMEN:
Relaciones de transicion
y regresion

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Variables Geologia Y Yo

Geologfa 1,000 0,234 -0,928
Y 0,234 1,000 0,000
Vs -0,928 0,000 1,000

Como esperabamos, las dos variables explicativas no estan correlacionadas. Las
correlaciones entre Geologia y las dos variables explicativas son exactamente los
coeficientes de regresion estandarizados. Los cuadrados de estas correlaciones,
0,234* = 0,055 y (-0,928)* = 0,861, son los cosenos al cuadrado (contribuciones
relativas) que vimos en la imagen 11.6. Los resultados que acabamos de ver, ilus-
tran la propiedad de la regresion que establece que si las variables explicativas no
estan correlacionadas, la varianza explicada R® es igual a la suma de los cuadra-
dos de las correlaciones parciales.

Las ecuaciones de transicion (14.1) y (14.2) son la base de un conocido algorit-
mo para hallar la solucion del AC, llamado cdlculo reciproco de medias. Empezamos
el algoritmo con unas coordenadas estandares de las columnas —que hemos cen-
trado y normalizado con medias y sumas de cuadrados ponderadas—. Aplicando
la formula (14.1) de calculo de medias ponderadas, calculamos valores para las
coordenadas de las filas, a continuacion aplicando la férmula (14.2) a los valores
anteriores de las filas, calculamos nuevos valores para las coordenadas de las co-
lumnas. Seguidamente estandarizamos estos valores y repetimos el proceso desde
el inicio hasta la convergencia de los resultados, es decir, hasta obtener las coor-
denadas principales en el primer eje principal (es necesario estandarizar los valo-
res de las coordenadas de las columnas que obtenemos en cada iteracion, en caso
contrario en los sucesivos calculos de medias llegariamos al valor cero). Hallar el
segundo conjunto de coordenadas es mas complicado, ya que tenemos que ase-
gurar la ortogonalidad con las primeras coordenadas, no obstante la idea es la
misma. Anteriormente, hemos visto que el paso de coordenadas columna a coor-
denadas fila, y de coordenadas fila a coordenadas columna lo podemos hacer me-
diante regresion. Por este motivo, este algoritmo se conoce también como mini-
mos cuadrados alternados, o regresiones alternadas. De todas formas, numéricamen-
te es mejor llevar a cabo los calculos utilizando la DVS (veanse los apéndices Ay
B), pero conocer estos algoritmos alternativos nos ayuda a profundizar en la com-
prension del AC.

1. Cualesquiera que sean los valores asignados a las categorias de filas y colum-
nas, podemos calcular las medias condicionales (es decir, las regresiones) de
las filas con relacion a las columnas o de las columnas con relacion a las filas.

2. Realizado el AC, las coordenadas estandares de filas y de columnas cumplen
las siguientes propiedades:
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— laregresion de filas sobre columnas, y viceversa, son lineales (de aqui el nom-
bre de regresiones lineales simultaneas):

— se minimiza el angulo entre las dos regresiones;

— las medias condicionales que se hallan en las dos rectas de regresiéon son las
coordenadas principales.

3. Llamamos ecuaciones de transicion a las medias ponderadas entre coordenadas
de filas y columnas, ponderadas con los elementos de los perfiles (de filas o co-
lumnas segun el caso). Llamamos cdlculo reciproco de medias a un algoritmo
que permite hallar Ia solucion del AC mediante la aplicacién sucesiva de un
par de ecuaciones de transicion.

4. Podemos definir el AC como un modelo de regresion bilineal, ya que podemos re-
cuperar los datos originales a partir de un modelo lineal de productos de co-
ordenadas de filas y columnas. Este modelo se convierte en lineal si contem-
plamos como fijos los valores de las coordenadas de filas o columnas, lo que
conduce a un algoritmo para hallar la solucion del AC llamado regresion de mi-
nimos cuadrados alternada (que, en realidad, es idéntico al algoritmo del calcu-

lo reciproco de medias).
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CAPITULO

Agrupacion de filas o de columnas

Hasta ahora hemos transformado matrices de datos en mapas en los que repre-
sentamos filas y columnas como puntos en un espacio continuo, en general un es-
pacio bidimensional. Una forma alternativa de representar una estructura consis-
te en realizar un andlisis de grupos de los perfiles de filas o de columnas. Esta
aproximacion tiene muchas similitudes con el AC. En ambos analisis descompo-
nemos la inercia de los perfiles, en grupos en el analisis de grupos y en ejes con-
tinuos en el AC. El analisis de grupos aplicado a tablas de contingencia conlleva
poder disponer de una prueba estadistica que nos permite contrastar si existen
diferencias entre grupos de filas o de columnas.

Contenido
Agrupacion de filas 0 de columnas . .......... ... . 155
Inercia inter e intra grupos .. ... ... 156
Calculo de la inercia dentro de un grupo .. ... ... oot 157
Conjunto de datos 8: distribucion de edades en tiendas de comida ......................... 158
Algoritmo de agrupacion .. .. ..........iii 159
Representacion en arbol de [as agrupaciones ... ............coouiririiieei i, 160
Descomposicion de la inercia (o del estadistico x®) ............... ... 160
Decidiendo sobre la agrupacion . .. .......... .ot 161
Contraste de hipétesis sobre los grupos de filas o columnas .............................. 161
Comparaciones mUtiples .. ... ... ... 162
Comparaciones miiltiples para tablas de contingencia ................................... 162
Limites del valor de y* para agrupaciones significativas .................................. 162
Agrupacion de Ward ... ... .. . 163
RESUMEN: Agrupacion de filas o de columnas ........... ..., 163

Laidea de agrupar objetos es omnipresente en el analisis de datos. La agrupacién
puede venir dada por una determinada clasificacion, o por algin criterio que
agrupe objetos similares. En primer lugar, tratemos una agrupacion establecida
de acuerdo con una determinada variable categorica que clasifique las filas o las
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Imagen 15.1:

Frecuencias de las
categorias de financiacion
para 796 investigadores
agrupados en cuatro
categorias segtn disciplinas
cientificas

Inercia inter e intra
grupos

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

CATEGORIA DE FINANCIACION

DISCIPLINA CIENTIFICA A B C D E Suma
Geol/Fis/Est/Mat 17 57 134 35 63 306
Biog/Quim 7 27 62 22 41 159
Zool/Micr/Biol 4 33 89 57 60 243
Ing 3 11 25 15 34 88
Suma 31 128 310 129 198 796

columnas de una tabla. Consideremos otra vez el ejemplo sobre la financiacién
de la investigacion cientifica, y supongamos que existe una agrupacion predeter-
minada de las disciplinas cientificas en cuatro grupos, segun las facultades de una
determinada universidad: {Geologfa, Fisica, Estadistica, Matematicas}, {Bioquimica,
Quimical, {Zoologia, Microbiologfa, Botanica} e {Ingenieria}. Como apuntamos en el ca-
pitulo 12, cuando definimos una variable categorica sobre las filas, como en este
ejemplo, cada categoria de esta variable categérica define una fila adicional en la
tabla que redne las frecuencias afectadas por dicha categoria. Asi, las diez filas de
la imagen 10.1 se convierten en cuatro filas que corresponden a los cuatro gru-
pos que mostramos en la imagen 15.1. E1 AC de los datos originales de la imagen
10.1 tenian una inercia total de 0,08288, mientras que si realizamos el AC de los
datos de la imagen 15.1, la inercia total es de 0,04386. Cuando reunimos puntos,
se produce una pérdida de inercia, de la misma manera que cuando dividimos
filas o columnas, siguiendo algun criterio de subclasificacion, se produce un in-
cremento de inercia.

La inercia de la tabla de grupos de la imagen 15.1 corresponde a la inercia inter-
grupos, ya que mide la variabilidad entre los cuatro grupos de filas de la tabla.
Llamamos inercia intragrupos, a la diferencia entre la inercia total, 0,08288 y la
inercia intergrupos, 0,04386. Esta diferencia mide la variabilidad que se pierde,
dentro de los grupos, cuando unimos filas en grupos. Esta descomposicion de la
inercia es un resultado clasico del analisis de la varianza, en general aplicado a
una sola variable, aunque también se puede aplicar a datos multivariantes. En AC,
la inercia total de las filas viene dada por . rd? (féomula 4.7), siendo d, la distan-
ciay® entre a,y ¢, donde a,, es una fila que tiene asociada una masa r,y c es el perfil
fila medio (centroide) igual a las masas de las columnas. La inercia intergrupos se
calcula de forma similar, mediante la ecuacion Eg Fﬁ; que se aplica a las filas
agrupadas, siendo a, los perfiles de las filas resultantes de la agrupacion, donde
g=1..., Gindica el grupo (aqui G=4), 7, es la masa del g-¢simo grupo, resultan-
te de la suma de las masas de los miembros del grupo. Los perfiles a, siguen te-
niendo el centroide en c, Jg son las distancias x* al centroide. La inercia de cada
grupo g asu propio centroide a, la calculamos mediante la expresion Eleg nd;, don-
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. ] Imagen 15.2:
Porcentaje Porcentaje ) cidn de |
Gruro Definicion Componente sobre cada parte sobre el total ESCOMPOSICIon ae 12
inercia inter e intragrupos,
Inercia intergrupos que muestra los valores
Geol/Fis/Est/Mat T 0,01482 33.8% 17,9% ;gfgé‘,’]g/seixg f]sfgzilgf]’g"
f f —72 g
Biog/Quim éfg 0,00099 2,3% l’j % la inercia de cada parte, y
Zool/Micr/Biol E(ﬁz 0,01548 35,3% 18,7% con relacion a la inercia
Ing Tidy 0,01256 28,6% 15,2% total. Las sumas de la
Total Eg T HZ ? 0,04386 100,0% 52.9% Inercia fotal /_ntergrupos yla
inercia total intragrupos s
o I inercia total, 0,08288
Inercza- intragrupos ) de la tabla de original
Geol/Fis/Est/Mat D il 0,01842 47,2% 22,2% (imagen 10.1)
Biog/Quim o il 0,01064 27,3% 12,8%
Zool/Micr/Biol S rids 0,00996 25,5% 12,0%
Ing s nd’, 0 0% 0%
Total 3, e,y 0,03902 100,0% 47,1%

de d,, es la distancia y* de cada perfil i del grupo gal centroide a - Sumando es-
tos valores para los cuatro grupos obtenemos la inercia intragrupos. Por tanto, la

descomposicion de la inercia es:

inercia total = inercia intergrupos + inercia intragrupos
2 _ =72 2
Nordi=Yrd?+ Y Y rd? (15.1)
i g g i€g

0,08288 = 0,04386 + 0,03902

Segtn lo que acabamos de ver, la inercia intragrupos es igual a 0,03902, pero ¢cual  Célculo de la inercia
es la contribucién de cada uno de los cuatro grupos? Lo podemos calcular directa-  dentro de un grupo
mente, recordando que, en todos los calculos de distancias x°, debemos utilizar los

mismos valores de c. Sin embargo, una manera mads rapida de hallar esta contribu-

cion es aplicar el AC a las matrices resultantes de ir formando, uno a uno, los distin-

tos grupos. Por ejemplo, si formamos el primer grupo reuniendo Geologfa, Fisica, Es-

tadistica y Matematicas y analizamos este grupo juntamente con las restantes filas, sin

reunir, es decir en total siete filas, 1a inercia total es 0,06446. Comparando este valor

con el valor de la inercia total de los datos originales, 0,08288, la disminucion de

0,01842, que corresponde a la inercia intragrupos perdida al formar este grupo. Si

ahora reunimos Bioquimica y Quimica y llevamos a cabo de nuevo el AC de seis gru-

pos, en esta ocasion el valor de la inercia total disminuye hasta 0,05382. Por tanto, la

inercia intragrupos atribuible a este grupo es la diferencia, 0,06446 — 0,05382 =

0,01064, y asi sucesivamente. En la imagen 15.2 mostramos la descomposiciéon com-

pleta de la inercia en valores absolutos y en porcentajes. Fijémonos en que la inercia

intragrupos del grupo formado por una sola fila, Ingenierfa, es 0.
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Conjunto de datos 8: ~ Hasta ahora, hemos realizado la agrupacion de filas partiendo de informacién
distribucion de edades disponible. Vamos a considerar ahora la posibilidad de formar grupos utilizan-
en fiendas de comida 4, 1y determinado criterio de andlisis de grupos. Para ilustrar los calculos va-
mos a utilizar una pequena matriz de datos obtenida de una muestra real de
compradores en cinco tiendas de comida distintas. En la imagen 15.3, mostra-
mos la tabla de contingencia de 5 x 4 que hemos obtenido cruzando los datos
segun tiendas y grupos de edad. El estadistico * de esta tabla es 25,06, al que le
corresponde un valor p de 0,015. Por tanto, existe una asociacion significativa
entre la edad y la eleccion de la tienda. Junto con la tabla mostramos el mapa
simétrico del AC. Un investigador de mercados estaria interesado en conocer
donde se halla esta asociacion significativa. Por ejemplo, estaria interesado en

Imagen 15.3: o
Combinacion de tiendas de GRUPO DE EDAD (afios)
comida con grupos de edad TIENDA DE COMIDA 16-24 25-34 35-49 50+ Suma
de una muestra de 700
consumidores, y mapa A 37 39 45 64 185
simétrico del AC, que B 13 23 33 38 107
explicael 972% dela ¢ 33 69 67 56 205
inercia total de 0,03580 D 16 31 34 29 103
E 8 16 21 35 80
Suma 107 178 200 215 700

0,00844 (23,6%)

of
oB
® 35-49
25-34
® 50+ oC °
oD
0,02635 (73,6%)
oA
Escala
0,1
® ]6-24
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saber qué tiendas o grupos de tiendas tienen un perfil de edad significativa-
mente distinto de los otros. Observamos que el mayor contraste se halla entre
el grupo de mayor edad a la izquierda y el segundo grupo mas joven a la dere-
cha (imagen 15.3). La tienda E es la que muestra una mayor asociacion al men-
cionado grupo de mayor edad, mientras que las tiendas C y D tienden mas ha-
cia los grupos mas jévenes. El eje vertical contrasta el grupo de edad mas joven
con los otros. Vemos también que la tienda A se halla hacia el grupo de edad
mas joven, separada de las restantes tiendas.

Vamos a agrupar las filas y las columnas utilizando un algoritmo de agrupacion
que trata (al mismo tiempo) de maximizar la inercia intergrupos y de minimizar

la inercia intragrupos. En la imagen 15.4 ilustramos, para las filas, dicho algorit-

37|39 |45 | 64
1323|3338
3369|6756
16 | 31 |34 | 22

8|16 |21 | 35

m O O W >

X% = 25,06

fusién de C y D reduccién = 0,59 (2,3%)

A| 37| 39| 45| 64
B| 13| 23| 33 38
(C,D) | 49 |100|101| 78
E| 8| 16| 21| 35

x*=24,47

fusion de B y E reduccion = 1,53 (6,1%)

A| 37| 39 45 64
(B,E) | 21| 39| 54| 73
(C,D) | 49 |100|101| 78

1P =2294

fusién de Ay (B,E) reduccién = 5,95 (23,8%)

(A,B,E) | 88| 78| 99137
(C,D) | 49 |100|101 | 78

¥ =16,99

fusion de (A,B,E) y (C,D) reduccién = 16,99 (67,8%)
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Pasos en la agrupacion de
las filas de la imagen 15.1:
en cada paso se retinen las
dos filas que conducen a
una menor reduccion del
valor del estadistico o,
de forma equivalente, a una
menor reduccion de la
inercia intergrupos (para
pasar de valores x* a
inercia, dividimos por el
tamano de la muestra,

N = 700)
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mo de agrupacién. Al principio del proceso todas las filas estan separadas entre
si, la inercia total intergrupos es igual a la inercia total de la tabla. Cualquier fu-
sion de filas reducira la inercia intergrupos. Por tanto, el primer paso consiste en
identificar qué pares de filas (tiendas) se pueden reunir reduciendo al minimo la
pérdida de inercia. En este sentido, las filas mas parecidas son las tiendas C y D.
Cuando fusionamos estas dos filas para formar una nueva fila, etiquetada como
(C,D), la inercia de la tabla de 4 x 4 resultante se reduce en 0,00084, alcanzando-
se el valor 0,03496, o en términos de x* la reduccién es de 0,59, llegandose al
valor de 25,06 (en la imagen 15.4 mostramos los valores x°, son los valores de la
inercia multiplicados por el tamano de la muestra: x*=0,03496 x 700 = 25,06). En
términos porcentuales, la reduccién es del 2,3% tanto en la inercia como en el
valor de x°. Luego, repetimos el procedimiento para hallar, en la nueva tabla, las
filas, que son mas parecidas en el sentido mencionado anteriormente. Son las
tiendas By E, lo que conduce a una disminucién adicional de x* de 1,53 (6,1%).
Ahora la tabla tendra tres filas etiquetadas como A, (B,E) y (C,D). Repetimos el
procedimiento y vemos que la menor reduccion se produce cuando la tienda A se
une al par (B,E) para formar una nueva fila etiquetada como (A,B,E), %’ se redu-
ce en 5,95 unidades adicionales (23,8%). Finalmente, se retinen las dos filas
(A,B,E) y (C,D) para formar una sola fila, que consta de las sumas marginales de
las columnas de la tabla original, para la cual el valor de x° es cero. Por tanto la
reduccién final es de 16,99 (67,8%), que es la inercia de la peniltima tabla de
la imagen 15.4. Podemos repetir el procedimiento de la misma manera para las
columnas de la tabla.

Podemos representar graficamente la reunion sucesiva de filas, llamada agrupa-
cion jerdrquica, como un arbol binario o dendrograma (se muestra en la imagen
15.5 junto con una agrupacion jerarquica similar de las columnas). Fijémonos
en que, generalmente, la ordenacién original de filas y columnas exige modifi-
caciones para adaptarlas a las representaciones en arbol. En este ejemplo sélo
hemos reordenado las filas. Podemos ver en el arbol que las tiendas C y D han
sido las primeras en fusionarse. Llamamos nudo al punto en el que ocurre esta
union, correspondiendo al mismo una determinada reduccién del valor del
estadistico y°.

La descomposicion del estadistico x° hasta llegar a cero es la siguiente: 25,06 =
16,99 + 5,95 + 1,53 + 0,59. Dividiendo por 700, el tamano de la muestra, obtenemos
la correspondiente descomposicion de la inercia: 0,03580 = 0,02427 + 0,00851 +
0,00218 + 0,00084. Si expresamos las dos descomposiciones anteriores como por-
centajes, obtenemos los mismos valores: 67,8%, 23,8%, 6,1% y 2,3%. Hemos segui-
do un procedimiento de agrupacion similar para las columnas, en esta ocasion, la
descomposicion de la inercia que nos senalan los nudos es la siguiente: 0,03580 =
0,02383 + 0,00938 + 0,00259, que en forma de porcentajes es: 66,6%, 26,2% y 7,2%.

160



AGRUPACION DE FILAS O DE COLUMNAS
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En un analisis de grupos de este tipo es 1til inspeccionar los arboles para decidir
el numero final de grupos con el que finalmente nos quedamos. Por ejemplo, si
nos fijamos en la agrupacion de las filas, vemos que existe una gran diferencia en-
tre los dos grupos de tiendas (C,D) y (A,B,E), que viene indicada por el alto valor
del nudo en el que se unen estos dos grupos. La descomposicion de la inercia nos
indica que la formacién de estos dos grupos explica el 67,8% de la inercia de las
filas. Si separamos la tienda A, como tercer grupo, entonces se explica un 23,8%
de inercia adicional. Es decir, con estos tres grupos se explica el 91,6% de la iner-
cia total. Asi pues en este tipo de analisis de grupos, interpretamos los porcentajes
de inercia asociados con los nudos igual que los porcentajes de inercia de los ejes
principales en AC. La decision sobre hasta qué porcentaje tenemos que llegar para
detener la formacion de grupos es, en general, informal, se basa en la secuencia
de porcentajes y en la interpretacion sustantiva de cada nudo o eje principal.

El estadistico * de la tabla de contingencia original es significativo (p = 0,015);
por tanto, en algun lugar de la tabla tienen que existir diferencias significativas
entre perfiles. Precisar, desde un punto de vista estadistico, qué perfiles son sig-
nificativamente distintos no es sencillo, ya que podemos contrastar la significa-
cién de muchos grupos de tiendas. Ademas, debemos tener en cuenta que, cuan-
do queremos hacer muchas pruebas con unos mismos datos, es necesario ajustar
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Indicamos el nivel critico de
2> 15,24 (de filas y de
columnas)

Decidiendo sobre la
agrupacion
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el nivel de significacion. A todo ello hay que anadir que, en este caso, las agrupa-
ciones de tiendas como por ejemplo la C con la D y de la B con la E, las sugieren
los mismos datos, no se han establecido como hipétesis antes de la obtencion de
los datos.

Estamos sobre la delicada linea existente entre el analisis exploratorio y el anali-
sis confirmatorio de datos. Intentamos sacar conclusiones a partir de unos datos
que hemos obtenido de manera exploratoria sin hipétesis establecidas a priori.
Afortunadamente, se ha desarrollado un area de la estadistica especialmente para
este tipo de situaciones, son las llamadas comparaciones multiples. Esta aproxima-
ci6n se utiliza mas en el analisis de experimentos cuando se quieren comparar va-
rios «tratamientos» entre si, que en el analisis de experimentos clasicos sencillo
en los que un tratamiento se compara con un control. El procedimiento de com-
paraciones multiples permite que cualquier tratamiento (o grupos de tratamien-
tos) se pueda contrastar con cualquier otro. Las decisiones estadisticas se pueden
realizar a un nivel de significaciéon preestablecido para proteger todas estas prue-
bas del llamado «error tipo I», es decir, de obtener un resultado que se deba com-
pletamente al azar.

Igual que en el caso de los diferentes tratamientos en una situaciéon experimen-
tal, podriamos querer contrastar las diferencias entre cualquier par de filas de la
tabla original o en las diferencias entre cualquier par de grupos de filas. Si s6lo
hiciéramos una prueba, calculariamos la tabla reducida conteniendo dos filas (o
grupos) y harfamos una prueba x* de forma habitual. El procedimiento de com-
paracion multiple desarrollada para esta situacion permite contrastar diferencias
entre dos filas (o grupos de filas) cualquiera. Para ello, en primer lugar, calcula-
mos el valor del estadistico ¥* de la tabla reducida; a continuacion, para conocer
si la prueba es significativa o no, comparamos el valor del estadistico x* calculado
con el correspondiente valor critico de la tabla que aparece en la imagen A.1
(pag. 277) que hemos incluido en el apéndice tedrico, A. En esta tabla damos los
valores criticos para tablas de contingencia de distinto tamano a un nivel de sig-
nificacion del 5%. Asi por ejemplo, a nuestra tabla de 5 x 4 le corresponde un va-
lor critico de 15,24. Por tanto, si el estadistico x* es mayor que 15,24, decimos que
las dos filas (o grupos de filas) son significativamente distintas.

Podemos utilizar el valor critico de la prueba de comparaciones multiples para
cualquier grupo de filas o de columnas de la tabla, en particular, para separar de
forma estadisticamente significativa los grupos que mostramos en la agrupacion
jerarquica de la imagen 15.5. Asi, con relacion a los grupos de edad, vemos que
el tinico contraste estadisticamente significativo se produce entre el grupo de ma-
yor edad (50 o mas anos) y el resto de grupos; con relacién a las tiendas de comi-
da, la diferencia estadistica se halla entre el grupo (A,B,E) y el grupo (C,D). Por
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tanto, la separacion observada en el segundo eje de la imagen 15.3 puede ser de-
bida a la variabilidad aleatoria de los datos observados, ya que no existen dife-
rencias significativas entre el grupo de edad mas joven y los restantes grupos.
Ademas, en el segundo eje, la distincién entre el grupo de edad 16-24 y el gru-
po 35-49, también es dificil de justificar desde un punto de vista estadistico.
Todo ello no significa que no podamos inspeccionar la informacién original en
forma de mapa bidimensional como el la imagen 15.3 (prescindiendo de las con-
sideraciones sobre la significacion estadistica, pues la informacién mostrada por
los datos siempre es 1til). En el capitulo 25, utilizaremos estos mismos valores
criticos para llevar a cabo una prueba de significacion sobre las inercias princi-
pales de una tabla de contingencia.

El algoritmo de agrupacion que hemos descrito en este capitulo es un caso espe-
cial de la agrupacion de Ward. En este tipo de agrupacion, los grupos se retinen se-
gun un criterio de distancia minima que tienen en cuenta los pesos de los puntos
que se agrupan. Por tanto, en vez de considerar en cada paso sé6lo la reduccion
de * (o de la inercia), utilizamos las distancias y* entre perfiles y sus masas aso-
ciadas. Por ejemplo, la «distancia» entre dos grupos de filas gy 4 es:

T
g'h — —
Hag a,

<

T +7,

- (15.2)

donde 7, y 7, son las masas de los respectivos grupos, y Hﬁg -a,

, la distancia y*
entre los perfiles de los grupos: '

1. El analisis de grupos de filas o de columnas, consistente en la fusién de filas (o
columnas) similares en grupos discretos, proporciona una alternativa al exa-
men de la estructura de los datos.

2. Los resultados de la agrupacion se pueden representar graficamente mediante
una estructura en arbol (dendrograma o darbol binario), en el que los nudos indi-
can las uniones sucesivas de las filas (o columnas).

3. Lainercia total (o de forma equivalente el estadistico x°) de la tabla se reduce lo
menos posible en cada nivel sucesivo de agrupacion de las filas (o columnas).
Este procedimiento de agrupacion de Ward proporciona una descomposicion de
la inercia con relacion a los nudos del arbol, analogo a la descomposicion

de inercia con relacién a los ejes principales en el analisis de correspondencias.

4. Gracias al procedimiento de comparaciones miltiples, podemos contrastar la sig-
nificacién de la inercia explicada por cada nudo, lo que nos permite hacer afir-
maciones estadisticas sobre las diferencias intergrupos de filas (o de colum-
nas). Esta prueba sélo se puede aplicar a verdaderas tablas de contingencia.
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CAPITULO

Tablas de multiples entradas

Hasta ahora, en los mapas de AC, hemos representado las frecuencias de concu-
rrencia de dos variables, dispuestas en tablas de contingencia de dos entradas. En
este capitulo vamos a considerar situaciones en las que tenemos datos de mas de
dos variables y veremos como explorar graficamente este tipo de datos. Una posi-
bilidad es acomodar las tablas de multiples entradas como si fueran tablas de dos
entradas y a continuacion llevar a cabo el AC habitual.

Contenido
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Volvamos a los datos sobre la autopercepcion de la salud (conjunto de datos 3)
con el que hemos trabajado en los capitulos 6 y 7. Se trata de una muestra, re-
presentativa de 6371 espanoles que hemos clasificado segin edad y autoper-
cepcion de su salud (imagen 6.1). La encuesta incluye otras variables como gé-
nero, educacion, region de residencia, etc. Como ejemplo de como introducir
una tercera variable en AC, vamos a trabajar con la variable mas sencilla, el gé-
nero, una variable que s6lo consta de dos categorias. Con esta nueva variable,
podemos construir dos tablas de contingencia adicionales: género por grupo de
edad y género por salud. La primera tabla puede ser interesante desde un pun-
to de vista demografico, sin embargo, la segunda es mas relevante con relacion
al tema que estamos tratando (imagen 16.1). Para ver la estructura que presen-
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Imagen 16.1:

Cruce de género por
autopercepcion de la salud,
que muestra los perfiles de
las filas como porcentajes

Interaccion entre
variables

Codificacion interactiva

AC de la tabulacion
codificada
interactivamente

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

GENERO Muy buena Buena Regular Mala Muy mala Suma
Hombre 448 1789 636 177 39 3089
% 14,5 57,9 20,6 5,7 1,3
Mujer 369 1753 859 237 64 3282
% 11,2 53,4 26,2 7,2 2,0
Suma 817 3542 1495 414 103 6371
% 12,8 55,6 235 6,5 1,6

Fuente de datos: Encuesta Nacional de la Salud, 1997.

tan los datos, de la primera tabla, no hay necesidad de llevar a cabo un AC; es
una tabla de 2 x 5, de una sola dimension, en la que podemos expresar todos
los resultados en porcentajes. Asi, vemos que, en general, los hombres tienen una
opinién mas optimista sobre su salud que las mujeres. En las categorias muy
buena y buena los porcentajes de los hombres son mayores que los de las muje-
res, mientras que las mujeres presentan mayores porcentajes en las categorias
regular, mala y muy mala.

Anteriormente, en el capitulo 6, vimos que la autopercepcion de la salud em-
peoraba con la edad. En la tabla de la imagen 16.1 podemos ver el efecto del
género. Vemos que en promedio los hombres son mas optimistas sobre su
salud que las mujeres. Queremos saber si el efecto del género se mantiene en
todos los grupos de edad, o, si por el contrario, va variando. Puede ocurrir que
para un determinado grupo de edad este efecto sea mayor, o incluso puede
ocurrir que se dé el efecto contrario, es decir, existe una inleraccion; en este
caso una interacciéon entre edad y género. La ausencia de interaccion sig-
nificaria que en todos los grupos de edad existe la misma disimilitud entre
géneros.

Para visualizar la posible interacciéon entre género y edad codificamos los datos
de la siguiente manera: creamos una nueva variable a partir de todas las combi-
naciones posibles entre género y edad. En este caso tenemos dos géneros y siete
grupos de edad, por tanto tenemos 2 x 7 = 14 combinaciones posibles: es lo que
llamamos codificacion interactiva. A continuacion, cruzamos la variable codificada
interactivamente con las categorias de salud, para, de esta manera, construir la
tabla de contingencia que mostramos en la imagen 16.2.

A pesar de que, como vimos en el capitulo 6, estos datos son mas bien unidimen-
sionales, en la imagen 16.3 mostramos el mapa simétrico bidimensional de la
tabla de la imagen 16.2. En este mapa, los pares de puntos muestran las diferen-
cias hombre-mujer de los distintos grupos de edad. Comparando los pares de
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GENERO/EDAD Muy buena Buena Regular Mala Muy mala Suma
h16-24 145 402 84 5 3 639
h25-34 112 414 74 13 2 615
h35-44 80 331 82 24 4 521
h45-54 54 231 102 22 6 415
h55-64 30 219 119 53 12 433
h65-74 18 125 110 35 4 292
h75+ 9 67 65 25 8 174
ml16-24 98 387 83 13 3 584
m25-34 108 395 90 22 619
m35-44 67 327 99 17 4 514
m45-54 36 238 134 28 10 446
mb55-64 23 195 187 53 18 476
m65-74 26 142 174 63 16 421
m75+ 11 69 92 41 9 222

puntos de cada grupo de edad, vemos, de forma consistente, que el punto de las
mujeres se halla a la izquierda del correspondiente de los hombres. Ello ilustra
el efecto que observamos en la tabla de la imagen 16.1, es decir, que en general,
las mujeres son menos optimistas sobre su salud que los hombres. No observa-
mos el fenémeno contrario en ningin grupo de edad, sin embargo, podemos
apreciar algunas diferencias en las distancias hombre-mujer. Asi, en las edades
mas tempranas, hasta el grupo de edad 35-44, las distancias hombre-mujer son
relativamente pequenas. En cambio, en el grupo de edad 45-54, podemos obser-
var cambios importantes en la autopercepcion de la salud (capitulo 6), que van
acompanadas de una mayor diferencia entre hombres y mujeres. Este cambio se
mantiene para los grupos de mas edad. Vemos que las mujeres del grupo de
edad 55-64, incluso son mas pesimistas que los hombres del grupo de edad,
65-74 anos. De forma similar, las mujeres del grupo de edad 65-74, son mas pe-
simistas que los hombres del grupo de mas edad, 75+. Esta diferencia cambian-
te entre hombres y mujeres de los distintos grupos de edad constituye una evi-
dencia de que existe una interaccion género-edad en cuanto a la autopercepcion
de Ia salud.

0,0039 (2,6%)

Malaim75+ Muy buena e
® Muy mala " 65}17745_,_ b
h55-64 h35-44...h25-34
0,1417 (94,5%) Regurﬁrsg 6h465_74 h45-54 ¢ Benam16-24
4554 m35-44
m -
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Imagen 16.2:

Cruce de la variable
codificada interactivamente,
género-edad, con la variable
autopercepcion de la

salud (h = hombre,

m = mujer, y siete grupos
de edad como en la imagen
6.1). Hemos subdividido
cada fila de la imagen 6.1
en dos filas, segiin su
género

Imagen 16.3:

Mapa simétrico del AC
correspondiente al cruce de
género por edad, variable
codificada interactivamente,
con categoria de salud
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Imagen 16.4:

. Paises T t C ? Suma
Frecuencias de respuesta a

la pregunta sobre €l trabajo— pys  Australia 256 1156 176 191 1779
d/f/[f}‘:‘ ’e”ﬂ”f:;;fj Z’;iot/’jr”zz AO Alemania Occidental 101 1394 581 248 2324
P AE Alemania del Este 278 691 62 66 1097
casa en 24 paises N

GB Gran Bretana 161 646 70 107 984
IN Irlanda del Norte 126 394 75 52 647
EU Estados Unidos 482 686 107 172 1447
A Austria 84 632 202 59 977
H Hungria 285 736 447 32 1500
| Italia 171 670 167 10 1018
IR Irlanda 223 424 209 82 938
HO Paises Bajos 539 1205 143 81 1968
N Noruega 487 1242 205 153 2087
S Suecia 295 833 39 105 1272
CH Checoslovaquia 228 585 198 13 1024
ES Eslovenia 341 428 222 41 1032
P Polonia 431 425 589 152 1597
B Bulgaria 270 427 335 94 1126
RUS Rusia 175 1154 550 119 1998
NZ Nueva Zelanda 120 754 72 101 1047
CAN Canada 566 497 108 269 1440
F Filipinas 243 448 484 25 1200
IS Israel 468 664 92 63 1287
J Japon 203 671 313 120 1307
Espana 738 1012 514 230 2494
Suma 7271 17774 5960 2585 33590

% 21,6% 52,9% 17,7% 7.7%

Nota: Alemania del Este y Alemania Occidental todavia se tratan de forma separada, igual que Gran Bretana
e Irlanda del Norte). Expresamos los perfiles como porcentajes. Hemos utilizado las siguientes abreviaciones:
T: tiempo completo, t: tiempo parcial, C: permanecer en casa, ?: no sabe/no esta seguro/no contesta.

Fuente: Encuesta ISSP sobre la familia y los cambios de rol de género, 1994.

Conjunto de datos 9:  Como ilustracion adicional de codificacion interactiva, vamos a introducir un
opiniones sobre el nuevo conjunto de datos que utilizaremos varias veces en este y en los siguientes
trabajo da las mujeres capitulos. Son datos obtenidos de una encuesta de 1994 del Programa Internacio-
nal de Investigacion (ISSP, International Social Survey Programme) sobre la familia y
los cambios de rol de género. El total de la encuesta consta de 33.590 individuos.
Se llevo a cabo en 24 paises (en las encuestas del ISSP, la antigua Alemania del
Este y Alemania Occidental se tratan de forma separada, igual que Gran Bretana
e Irlanda del Norte). Vamos a analizar la relacion entre variables demograficas y
las respuestas a la siguiente pregunta relacionada con la participacién de las mu-
jeres en el mercado de trabajo: «Una mujer con un nino en edad escolar en casa,
¢debe trabajar a tiempo completo, a tiempo parcial, o debe permanecer en
casa?». Como en todas las encuestas de este tipo, existe una opcion adicional de
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respuesta: «no esta seguro/no sabe», a la que hemos anadido también algunas,
pocas, encuestas sin respuesta (en el capitulo 21, veremos en detalle las no res-
puestas). Aparte de las respuestas a la pregunta anterior, tenemos datos sobre
algunas variables demograficas de cada encuestado. Las tres siguientes tienen,
para nosotros, un interés especial: género (dos categorias), edad (6 categorias) y
pais (24 categorias). En la tabla de la imagen 16.4 mostramos las frecuencias de
respuesta de cada pais.

En la imagen 16.5, mostramos el mapa de AC correspondiente a esta tabla (he-
mos cambiado el estilo de nuestros mapas de AC; ademas, al final del apéndice
de calculo (B), comentaremos algunas opciones de software para la creacion de
mapas). La interpretacion de este mapa es bastante clara; de izquierda a derecha
se produce un contraste entre las mujeres que trabajan (a la izquierda) y las que
permanecen en casa (a la derecha), en vertical se produce un contraste entre las
mujeres que trabajan a tiempo completo (arriba) versuslas que trabajan a tiempo
parcial (abajo). Con relacién a este tema, los paises mas tradicionales son Filipi-
nas y Polonia, mientras que paises como Suecia, Alemania del Este, Israel, Nueva
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Imagen 16.5:

Mapa simétrico del AC
correspondiente a 24 paises
y a4 categorias de
respuesta (tabla de la
imagen 16.4)

Mapa del AC de paises
por respuestas



Imagen 16.6:

Frecuencias de respuesta a
la pregunta sobre el trabajo
de las mujeres cuando
tienen un nifio en edad
escolar en casa, son los
datos de los 24 paises que
aparecen en la imagen 16.4,
que se han subdividido
segtin el género del
encuestado (cualquier
pequena diferencia en los
subtotales de un pais y los
totales de la imagen 16.4 se
deben a unos pocos valores
perdidos sobre el género)

Codificacion interactiva
de género con pafs

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Pais T t C ? Suma
AUSh 117 596 114 82 909
AUSm 138 559 60 109 866
AOh 43 675 357 123 1198
AOm 58 719 224 125 1126
AEh 146 316 29 37 528
AEm 132 375 33 29 569
ISh 220 275 57 29 581
ISm 247 387 35 34 703
Jh 85 279 171 57 592
Jm 118 392 142 63 715
Eh 347 445 294 111 1197
Em 390 566 218 118 1292

Zelanda, Gran Bretana, y Canada son los mas liberales. A la izquierda, la direc-
cion vertical separa paises como Canadd, mas favorable a que la mujer trabaje a
tiempo completo, de paises como, por ejemplo, Nueva Zelanda, mads favorable al
empleo a tiempo parcial. Recordemos que el origen del mapa representa el per-
fil medio mostrado en la dltima fila de la tabla de la imagen 16.4. Por tanto, to-
dos los paises situados a la izquierda son mas liberales que la media. Si dos paises
se hallan en la misma posicion en el eje horizontal (por ejemplo, Estados Unidos
y Gran Bretana), el pais mas positivo con relacion al eje vertical estara mads a fa-
vor que el valor de la media, de que las mujeres trabajen a tiempo completo.

Con el objetivo de visualizar las diferencias hombre-mujer en los distintos paises,
codificamos género con pais. En la tabla de la imagen 16.6 mostramos las prime-
ras y las ultimas filas de la tabla de contingencia de 48 x 4. En el mapa de la ima-
gen 16.7, podemos ver que no han cambiado mucho las posiciones de las catego-
rias de respuesta. Sin embargo, es interesante comparar los pares de puntos de
cada pais. En casi todos los casos, el punto correspondiente a las mujeres queda
mas a la izquierda que el de su homélogo masculino (Bulgaria es la tinica excep-
cién). Dentro de un mismo pais, las respuestas son sorprendentemente homogé-
neas en comparacion con las grandes diferencias entre paises. Los paises en los
que existe la mayor distancia entre las opiniones de hombres y mujeres se hallan
principalmente en el lado conservador del mapa: es el caso de Filipinas, Japon,
Irlanda del Norte, Alemania Occidental y Espana. Sin embargo, en el lado izquier-
do del mapa, Australia muestra una de las mayores diferencias hombre-mujer.
En este analisis, la inercia es mayor que en el mapa de la imagen 16.5 debido a que
la division de las muestras por géneros anade inercia. En realidad, la inercia total
de este analisis es de 0,01546, mientras que la inercia del analisis anterior era
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de 0,01456. Por tanto, en el presente andlisis, la inercia atribuible a la diferencia
entre géneros es de 0,00090, es decir el 5,8% de la inercia. Como podemos apre-
ciar en el mapa, la mayor diferencia se produce entre paises, y no entre géneros.

Como las muestras son grandes, podemos seguir dividiéndolas sin problemas. Va-
mos a hacerlo por la edad, es decir, subdividimos cada grupo pais-género en los
seis grupos de edad siguientes: hasta 25 anos, 26-35, 36-45, 46-55, 56-65, y 66 o mas
anos. Ahora vamos a codificar interactivamente las tres variables en una nueva
variable, con 24 x 2 x 6 = 288 categorias en total. En la imagen 16.8 mostramos el
mapa de AC de la tabla resultante de 288 x 4. De nuevo vemos que el mapa no
cambia demasiado con relacion a la posicion de las respuestas. Dado que es im-
posible etiquetar las 228 filas, las hemos representado mediante puntos. Solamen-
te hemos etiquetado algunas observaciones atipicas. Por ejemplo, el grupo mas li-
beral que se halla, lejos, arriba a la izquierda. Es el grupo mas joven de mujeres
canadienses, el grupo de hasta 25 anos. En esta submuestra de 168 mujeres, 101
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Imagen 16.7:

Mapa simétrico de datos
codificados
interactivamente (imagen
16.6). Los puntos
correspondientes a los
hombres se halla, de forma
consistente, mas a la
derecha de los de sus
contrapartes femeninas, con
la sola excepcidn de
Bulgaria (B), pais en e/
que las mujeres son mas
conservadoras que los
fhombres

Codificacion interactiva
de pafs, género y grupo
de edad



Imagen 16.8:

Mapa simétrico del AC
correspondiente a una
codificacion de tres
entradas. Vemos que los
puntos del mapa, que
representan los grupos pais-
género-edad, forman un
patron curvado que surge
con frecuencia en los
mapas de AC cuando

los perfiles forman un
gradiente de un extremo
(T) aotro (C)

Configuracion en arco
(herradura) del mapa

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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(60,1%) estan a favor de que las mujeres con un nifio en edad escolar en casa tra-
bajen a tiempo completo, 32 (19,0%) a favor de que lo hagan a tiempo parcial, 3
(1,8%) dicen que las mujeres deben permanecer en casa, y 32 (19,0%) o no sa-
ben o no responden (en el capitulo 21 veremos que en la muestra de Canada hay
muchos «no saben»). El grupo de hombres mds liberal es el grupo de hombres
mas joven de Alemania del Este. En el otro extremo, a la derecha, tenemos el gru-
po de mds edad de hombres hungaros y polacos; asi, de los 76 hombres polacos
de 66 o mas anos, 16 (21,1%) responden que a tiempo completo, 13 (17,1%) que
a tiempo parcial, 41 (53,9%) dicen que las mujeres deben permanecer en casa,
las preguntas sin respuesta son 6 (7,9%). En la parte inferior tenemos el grupo
de mas edad de hombres neozelandeses —son los que estin mas a favor del tra-
bajo de las mujeres a tiempo parcial.

Finalmente, fijémonos en que la nube de puntos del mapa de la imagen 16.8 for-
ma una curva, es lo que en AC llamamos efecto arco o de herradura. Este fenémeno,
habitual, se debe a que el espacio de perfiles es un simplex, en el caso que nos
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ocupa un tetraedro de tres dimensiones, ya que tenemos cuatro columnas. Cual-
quier gradiente de cambio de una esquina extrema del espacio T (trabajo a tiem-
po completo) ala otra C (permanecer en casa) seguird, en este espacio limitado,
mas una trayectoria curva que recta. Los puntos que se hallan en el interior del
arco, como por ejemplo el grupo de hombres polacos de 26-35 anos, tienden a
estar polarizados en el sentido de que presentan valores elevados en las dos res-
puestas extremas. Asi, de los 141 individuos de este grupo, 45 (31,9%), respon-
den que a tiempo completo, 31 (22,0%) tiempo parcial, 45 (31,9%) permanecer
en casa y 20 no responden (14,2%) —en este grupo se observan respuestas por

encima de la media en los dos extremos.

1. Podemos codificar interactivamente dos o mas variables categoéricas en una nue-
va variable formada por todas las combinaciones de categorias. Por ejemplo,
podemos codificar dos variables con ] y J, categorias en una nueva variable con

Ji J» categorias.

2. Cruzamos la variable codificada interactivamente con otra variable y aplicamos
el AC. El mapa resultante muestra la estructura de la interacciéon entre las va-
riables que hemos codificado interactivamente.

3. En general, la codificacién interactiva de tablas de multiples entradas, no va
mas alla de tres variables, ya que aumenta mucho el ndmero de categorias y
por tanto la complejidad del mapa. El nivel de interaccion que podemos inves-
tigar depende del tamano de la muestra, ya que el codificado interactivo frag-
menta la muestra en submuestras que no deberian ser demasiado pequenas.
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CAPITULO

Tablas concatenadas

Habitualmente, la investigacion en ciencias sociales, exige trabajar con multitud de
variables. Es frecuente que en los cuestionarios de las encuestas encontremos res-
puestas a muchas preguntas, asi como muchas caracteristicas demograficas que, a me-
nudo queremos relacionar con las opiniones de la gente. El AC tiene como ventaja
su capacidad para visualizar simultaneamente muchas variables. Sin embargo, como
mostramos en el capitulo anterior, debido al gran niimero de combinaciones de las
categorias, existe un limite en el nimero de variables que podemos codificar interac-
tivamente. Cuando nos encontramos en esta situaciéon, un procedimiento alternativo
consiste en codificar los datos en forma de tablas concatenadas o compuestas. Ello nos
permite interpretar en un mapa conjunto las relaciones entre variables demograficas
y variables de opinion. En este capitulo veremos ejemplos sobre esta aproximacion,
tanto para diversas caracteristicas demograficas como para varias preguntas.

Contenido
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Concatenacion como alternativa al codificado interactivo ................................. 176
AC de tablas concatenadas .. ... ... ... 177
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Los mapas s6lo muestran las asociaciones entre las respuestas y los grupos demograficos,
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Vamos a ampliar el conjunto de datos del capitulo 16 relacionado con la opi-
nion de la gente sobre el trabajo de las mujeres. Aparte de pais (24 categorias,
véanse las abreviaciones en la imagen 16.4), género (2 categorias, h y m) y gru-
po de edad (6 categorias, de Al a A6), vamos a incluir el estado civil (5 catego-
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Imagen 17.1:

Tablas concatenadas de
contingencia que hemos
obtenido cruzando cinco
variables demograficas por
la respuesta a la pregunta
sobre el trabajo de las
mujeres (T = tiempo
completo, t = tiempo
parcial, C = permanecer
en casa, ? = no sabe/no
contesta)

Concatenacion como
alternativa al codificado
interactivo

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Pregunta Respuesta
Tt C?

Pais (24)

Genero (2)

Edad (6)

Estado civil (5)

Educacion (7)

rias) y educacién (7 categorias), tendremos en total cinco variables demografi-
cas. Las definiciones y las abreviaciones de las dos variables adicionales son las
siguientes:

— Estado civil: ca (casado), vi (viudo), di (divorciado), se (separado), so (soltero)

— Educacion: E1 (sin educaciéon formal), E2 (educacién primaria incompleta),
E3 (educacion primaria), E4 (educacion secundaria incompleta), E5 (educa-
cién secundaria), E6 (educacién universitaria incompleta), E7 (educacion

universitaria)

Codificar interactivamente las cinco variables es completamente imposible. ;El na-
mero de combinaciones seria: 24 x 2 x 6 x 5 x 7 = 10080! Como alternativa, pode-
mos cruzar cada variable demografica con las respuestas a las preguntas y luego
concatenar las tablas de contingencia resultantes, una encima de la otra, como
mostramos en la imagen 17.1. La tabla de arriba es la correspondiente a la tabla
de la imagen 16.4, con los paises como filas. A continuacion la tabla con los dos
géneros como filas, luego las seis filas de los grupos de edad, y asi sucesivamente.
Este tipo de codificacién no nos permitira analizar interacciones, la podemos con-

templar como una especie de AC medio de las cinco tablas individuales.
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Aplicando el AC a la matriz de 44 x 4, correspondiente a las tablas concatenadas,
obtenemos el mapa de la imagen 17.2. Las posiciones relativas de las cuatro res-

puestas categoricas, T, t, C 'y ?, aparecen casi como en el mapa de la imagen 16.8.

Comparando con los mapas de las imdgenes 16.5 y 16.7 vemos que se ha produ-

cido una ligera rotacién en las posiciones (en el epilogo trataremos sobre rota-

cién). Cada categoria demografica define un perfil que se sittia en el mapa con

relacion a las cuatro respuestas categoricas. Son de especial interés las siguientes

caracteristicas del mapa:

* Podemos unir las categorias de las variables ordinales como, por ejemplo,

edad. Vemos, como era de esperar, que edad sigue una trayectoria curva con

relacion a las respuestas 7-t-C, de las mas liberales a las mas tradicionales.

* Educacion sigue un esquema similar pero de derecha a izquierda, excepto para

la categoria E1 (sin educacién formal) que se halla cerca de la media.

* Las categorias correspondientes al estado civil, muestran a so (solteros) en el

lado liberal, y a vi (viudos) en el lado tradicional, probablemente estas variables

estan correlacionadas con el grupo de edad.
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Imagen 17.2:

Mapa simétrico del AC
correspondiente a la
agrupacion de las cinco
tablas de contingencia que
se muestran de forma
esquematica en la imagen
17.1; inercia total =
0,05271, porcentaje de
inercia del mapa: 91,2%

AC de tablas
concatenadas



Limitaciones de la
interpretacion del
analisis de tablas

concatenadas

Descomposicion de la
inercia en tablas
concatenadas

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

* Los puntos correspondientes a género, h y m se hallan opuestos entre si con
relacion a la media. En general, muestran las diferencias entre hombres y mu-
jeres en los distintos paises (vimos diferencias especificas en la imagen 16.7).

* De todas las variables demograficas, las diferencias entre paises siguen siendo

las mas importantes.

* Paises como Espana, Eslovenia, Irlanda y Bulgaria, que se hallan dentro del
arco, son paises polarizados con valores por encima de la media tanto para T
(trabajo a tiempo completo) como para C (permanecer en casa).

* Vemos que el punto correspondiente a no respuesta ? se halla en el lado libe-
ral del mapa. Es decir, su perfil con relacion a las variables demograficas es mas
similar a T que a C (en el capitulo 21 veremos que Canada, tiene un alto por-
centaje de no respuestas).

Es importante que nos demos cuenta de que el mapa de la imagen 17.2 tnicamen-
te muestra asociaciones entre variables demograficas y respuestas a las preguntas.
No muestra relaciones entre las variables demograficas entre si. Con las tablas con-
catenadas, no obtenemos informacion sobre la relacion entre edad, educacion y
pais. El hecho de que el grupo de edad mas joven Al, el nivel de educacion mas
alto E7, y paises como Canada, Estados Unidos e Israel se hallen todos en el lado
izquierdo no significa que en estos paises predominen jovenes de nivel de educa-
cién mas alto. Dado que las variables se relacionan de forma separada con las res-
puestas, la interpretacién correcta es que los porcentajes de respuesta con relaciéon
a T (trabajo a tiempo completo) del grupo de edad mas joven, el nivel de educa-
cion mas elevado y los mencionados paises se hallan por encima de la media. Para
confirmar cualquier relacion entre las variables demograficas entre si, tendriamos
que cruzarlas y luego analizar la tabla de contingencia resultante.

Un resultado muy util para este capitulo y capitulos siguientes es que cuando cru-
zamos y agrupamos los mismos individuos, como podemos ver en la imagen 17.1,
la inercia total del AC de la tabla concatenada es la media de las inercias de los
AC de cada tabla. Lo podemos comprobar calculando las inercias de cada una de
las cinco tablas de la imagen 17.1:

Tabla Inercia

Pais 0,14558
Género 0,00452
Edad 0,04216
Estado civil 0,02675
Educaciéon 0,04221
Media 0,05224
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La inercia total del andlisis de la tabla concatenada es de 0,05271, algo superior
al valor medio que aparece en la tabla anterior. Ello es debido a que faltan da-
tos de algunas variables demograficas. Los totales de las tablas varian de 30.471
para educacién (a titulo indicativo senalemos que, en la muestra espanola, la
respuesta a educacion se codificaron como «no disponible» para todos los indi-
viduos de la muestra) a 33.590 (la muestra completa) para edad y pais. El he-
cho de que los totales de las distintas tablas no sean iguales hace que aumente
ligeramente la inercia total de la tabla compuesta, ya que existen pequenas di-
ferencias en los totales de las columnas de las distintas tablas. Para que la des-
composicion anterior sea exacta, el total de todas las tablas —y, en consecuen-
cia, también los valores marginales— tienen que ser iguales. La tabla de iner-
cias anterior también muestra que la mayor inercia se produce entre paises. Por
tanto, la relacion entre las respuestas a las preguntas y los paises debe dominar
los resultados.

La concatenacion de tablas se puede ampliar introduciendo nuevas preguntas
que hayamos cruzado con los datos demograficos. En la encuesta ISSP, de la que
hemos obtenido estos datos, habia cuatro preguntas relacionadas con la opinién
de los encuestados sobre el trabajo de las mujeres. Cada una de ellas con las mis-
mas cuatro respuestas: trabajo a tiempo completo, trabajo a tiempo parcial, per-
manecer en casa y una categoria adicional que incluye todos los tipos de «no res-
puesta». En concreto, las preguntas hacian referencia a los siguientes supuestos
sobre la situacion de las mujeres: (1) casadas con hijos, (2) con un hijo en edad
preescolar en casa, (3) con un hijo en edad escolar en casa (la pregunta que he-
mos estado analizando hasta ahora) y (4) con todos los hijos viviendo fuera de
casa. Podemos cruzar cada una de las cinco variables demograficas con cada una
de estas cuatro preguntas, con lo que obtenemos 20 tablas de contingencia, que
asimismo podemos concatenar por filas y por columnas, como mostramos de for-

ma esquemadtica en la imagen 17.3.

Aplicando el AC a las 20 tablas agrupadas en cinco filas y cuatro columnas obte-
nemos el mapa de la imagen 17.4. Hemos representado las categorias por puntos.
Son de especial interés las siguientes caracteristicas del mapa:

* Las 16 columnas forman una estructura en arco incluso mas clara que la que
vimos anteriormente, que se extiende desde 27 y 37, arriba a la izquierda, ha-
cia 3t, 4ty 2C, en la parte baja, y luego sube hacia 4Cy 1C, arriba a la derecha.
Este es el resultado tipico del AC cuando existe lo que los ec6logos llaman un
gradiente en los datos. Aqui el gradiente se produce en la dispersion de opinio-
nes, de liberales a tradicionales. A lo largo de este gradiente, podemos orde-
nar, de forma aproximada, las respuestas categoricas, de la siguiente manera
(por el momento omitimos las no respuestas de la discusion (?)):
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Imagen 17.3:

Tablas concatenadas de
contingencia que se han
obtenido cruzando cinco
variables demograficas con
las respuestas a las
preguntas sobre el trabajo
de las mujeres

(T = tiempo completo,
= tiempo parcial,

C = permanecer en casa,
? = no sabe/no contesta)

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Preguntas sobre el trabajo de las mujeres

1 2 3 4
TtCc? T¢tC? T¢tC?2 T¢tC?

Pais (24)

Genero (2)

Edad (6)

Estado civil (5)

Educacion (7)

2T 3T 2ty 4T T 3t 4t 2C It 3C 4cC ic
lo que muestra como las columnas se alinean de las extremadamente liberales
a la izquierda (las mujeres pueden trabajar a tiempo completo incluso con
hijos en casa) a las extremadamente tradicionales a la derecha (las mujeres
deben permanecer en casa incluso si los hijos no viven en ella).

La mayor parte de las filas se sitiia a lo largo de esta curva. Sin embargo existe
una sustancial dispersiéon en la segunda dimension, que opone a paises con
una opinién polarizada en sus respuestas (parte superior del mapa, concreta-
mente Espana) con paises con la mayor parte de respuestas en las categorias
intermedias del gradiente (parte inferior del mapa, como por ejemplo Austria
y Alemania Occidental).

Los cuatro puntos correspondientes a las no respuestas se hallan juntos for-
mando un pequeno grupo, justo a la izquierda de la media —de hecho, estos
puntos quedan mejor representados en la tercera dimension de este analisis—.
Es decir, hay que imaginarlos como si salieran verticalmente de la hoja, la ter-
cera dimension ordena los grupos demograficos con relacion a los porcentajes
de no respuesta en las cuatro preguntas.

180



TABLAS CONCATENADAS

0,0092 (21,5%) o
F
04 +
1C
2T. .E D)
IS 4C
e 37 °
0,2 + P
CAN . 1= . E2
Al ¢
]
AE E7o % A2 B
EU, 27 o0t ¢
° ® “o5=l IRse El
HO 3...47.. ° o LT 0,0212 (49,6%)
g — - E“f\SO V. o T — :
S di Cve st e, asley 3¢
N. 1T 47cH ° E3°®H oAb
NEC °oe ©
3tEAM I8 T e
IN 4t RUS
(d
02 GB ° -
AUS °
NZ A A0
0,4
0,4 02 0 0,2 04 0,6

Aqui también podemos aplicar los resultados que vimos anteriormente sobre la
descomposicion de la inercia. En primer lugar, si todas las tablas de la tabla con-
catenada tuvieran exactamente el mismo numero de individuos, la inercia de la
tabla concatenada seria, exactamente, la media de las inercias de las distintas ta-
blas de contingencia que la forman. Veamoslo de manera mas formal. Suponga-
mos que qu’ q=1,...,0, s=1,...,Sson tablas de contingencia que cruzan, dos a dos,
Q variables categoricas, con § variables categéricas, todas ellas con el mismo nu-
mero n de individuos (en nuestro ejemplo, Q=5y S=4). Sea N la tabla concate-
nada formada uniendo vertical y horizontalmente las QQ x S tablas. Entonces:

Q

S
inercia (N) = L E E inercia(N,)

o5 17.1)

Este resultado es aproximado si hay pérdida de datos en alguna de las tablas de
contingencia. En el ejemplo que nos ocupa hemos anadido los valores perdidos
de las cuatro preguntas sobre el trabajo de las mujeres a las categorias ? respecti-
vas, que incluyen respuestas como, por ejemplo, «no sabe». Existen muy pocos va-
lores perdidos correspondientes a variables demograficas de los diferentes paises.
La falta de algunos valores hard que el resultado de (17.1) no se cumpla exacta-
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mente. En efecto, la inercia de la tabla concatenada N (lado derecho de (17.1))
aumentara en una pequena cantidad ¢, debido a diferencias en las frecuencias
marginales, de manera que (17.1) se convierte en:

[
inercia (N) = é}: Yinercia(N,)+¢ (17.2)
q=1 s=1

En la tabla de la imagen 17.5 tenemos los valores de las inercias de todas las
tablas de contingencia, asi como las medias de las filas, las columnas y la media
total. Como era de esperar, la inercia total de la tabla concatenada es ligeramen-
te superior (0,04273) a la media de las inercias de las tablas que la componen
(0,04239), la diferencia es del 0,8%. En la tabla de la imagen 17.6 mostramos
las inercias de la tabla de la imagen 17.5 expresadas en tantos por mil con rela-
cién al valor de 0,04273 x 20 (el valor a la izquierda de (17.2), multiplicado por
QS =20) para hacer mas cémodo el analisis, igual que hicimos cuando interpre-
tamos las contribuciones a la inercia en el capitulo 11. Estos resultados mues-
tran que en promedio los paises explican el 65,6% de la inercia del analisis de
la tabla concatenada, seguida por educacién (13,3%) y edad (11,6%). La pre-
gunta 3 es la que, en general, presenta mayores inercias (30,6% de la inercia to-
tal) —es decir, para esta pregunta existen mas diferencias entre los grupos de-
mograficos—, mientras que, para la pregunta 4, las inercias son generalmente
menores (21,6% de la inercia total). El total de esta tabla, 992, indica, que la
contribucién de ¢ a la inercia es del 0,8% [ecuacién (17.2)]. Podemos explicar
este valor por las pequenas diferencias existentes entre las sumas marginales de
las 20 tablas de contingencia, diferencias ocasionadas por la pérdida de datos.

Una vez mas hacemos hincapié en los limites de la interpretacion de mapas como
el de la imagen 17.4. Con relacién a las cuatro preguntas, debemos recordar que
no estamos analizando las asociaciones entre estas preguntas, sino que lo que ana-
lizamos son las asociaciones entre estas variables y las variables demograficas. El
analisis de las asociaciones entre variables respuesta es el tema del proximo capi-
tulo, que trata sobre analisis de correspondencias multiples.

VARIABLE Pregunta 1 Pregunta 2 Pregunta 3 Pregunta 4 Media

Pais 0,15268 0,12834 0,14558 0,13410 0,14018
Género 0,00821 0,00336 0,00452 0,00484 0,00523
Edad 0,01033 0,03359 0,04216 0,01266 0,02469
Estado civil 0,00529 0,01341 0,02675 0,00869 0,01354
Educacion 0,02306 0,02380 0,04221 0,02430 0,02834
Media 0,03991 0,04050 0,05224 0,03692 0,04239
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VARIABLE Pregunta 1 Pregunta 2 Pregunta 3 Pregunta 4 Total
Pais 179 150 170 157 656
Género 10 4 5 6 24
Edad 12 39 49 15 116
Estado civil 6 16 31 10 63
Educacion 27 28 49 28 133
Total 234 237 306 216 992

1. Una posibillidad para analizar la relacion entre variables demograficas y las

respuestas a varias preguntas es agrupar todas las tablas que cruzan los dos con-
juntos de variables, y analizar la tabla concatenada resultante mediante AC.

. Debemos interpretar el mapa del AC de la tabla compuesta teniendo presen-
te que la informacién que analizamos deriva de un conjunto de relaciones en-
tre las respuestas y cada una de las variables demograficas. En el mapa no exis-
te informacion especifica sobre las relaciones existentes entre las respuestas
entre si o entre las variables demograficas entre si.

. Debemos contemplar el mapa del AC de una tabla concatenada como un
mapa promedio resultante del AC de cada una de las tablas individuales.

. Cuando los valores marginales de filas y columnas de todas las tablas que inte-
gran la tabla concatenada son idénticos, la inercia total de la tabla concatena-
da es igual a la media de las inercias de cada una de las tablas (ello se cumple
cuando todas las tablas tienen el mismo nimero de individuos). Sin embargo,
cuando en algunas tablas faltan individuos, el resultado anterior es sélo apro-
ximado, ya que la inercia total de la tabla concatenada sera ligeramente mayor
que la media de las inercias de las tablas que la integran.
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CAPITULO

Analisis de correspondencias miultiples

Hasta ahora hemos analizado la relacion entre dos variables categoricas, o entre
dos conjuntos de variables categéricas, en las que las variables fila eran diferentes
de las variables columna. En cambio, en este capitulo y en los dos siguientes, ana-
lizaremos la relacion existente entre variables similares, mediante el andalisis de co-
rrespondencias multiples, de forma abreviada ACM. Investigaremos el tipo de asocia-
cion existente entre variables y su intensidad. Podemos llevar a cabo el ACM so-
bre una matriz que contenga los datos codificados de forma binaria, la matriz bi-
naria, o bien sobre una matriz formada por todos los cruzamientos posibles entre
las variables, la matriz de Burt. Ambas posibilidades, muy relacionadas entre si, pre-
sentan algunos inconvenientes que intentaremos solucionar en el capitulo 19, en

el que presentamos versiones mejoradas del ACM.
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En este capitulo analizaremos la relacion existente entre mas de dos variables,
generalmente en el contexto de un solo fenémeno de interés. Por ejemplo, las
cuatro variables que vimos en el capitulo 17, sobre el trabajo de las mujeres, po-
drian ser nuestros datos de interés. También podrian ser las respuestas a preguntas
relacionadas con la opinién de la gente sobre la ciencia, o datos que describan
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las condiciones ambientales de una serie de localidades. Lo importante es que
las variables sean «<homogéneas», es decir, que sean sustantivamente similares.
Por ejemplo, no debemos mezclar variables de opinién con variables demograficas.

Consideremos las mismas cuatro variables que analizamos en el capitulo 17. Para
evitar grandes diferencias culturales entre paises, utilizaremos s6lo datos de Ale-
mania, incluyendo las muestras de Alemania del Este y Alemania Occidental, y asi
llegamos a un total de 3418 encuestados (N = 3418). (Hemos omitido, de las
muestras originales, tres casos para los que faltaban algunos datos demograficos:
véase el apéndice de calculo, B.) Nos centraremos en las cuatro preguntas etique-
tadas de 1 a 4 sobre el trabajo de las mujeres. Cada pregunta puede tomar cuatro
valores categoricos, que al igual que antes etiquetamos de la manera siguiente: T
(trabajo a tiempo completo), t (trabajo a tiempo parcial), C (permanecer en casa)
y ? (no sabe/no contesta). La matriz binaria resultante sera una matriz de 3418 x
16 en la que hemos codificado todas respuestas de forma binaria. En la tabla de
la imagen 18.1 mostramos la codificacion para las seis primeras filas. Las 16 co-
lumnas de la derecha corresponden a la codificacién binaria de las 16 posibles
respuestas. Para el primer individuo, por ejemplo, las respuestas a las cuatro
primeras preguntas son: 1, 3, 2y 2, es decir 7, t, Cy ?, que hemos codificado como
1000, 0010, 0100 y 0100, respectivamente.

Podemos definir el ACM como el AC de la matriz binaria. Este analisis proporcio-
na coordenadas para las 3418 filas y las 16 columnas. En el mapa de la imagen
18.2 mostramos las posiciones de las 16 categorias. El primer eje principal mues-
tra que las cuatro categorias de «no respuesta» se hallan juntas, oponiéndose a
todas las variables sustantivas. En el analisis anterior de estas preguntas (mapa de
la imagen 17.4), en el que relacionamos las respuestas con variables demografi-
cas, las no respuestas no ejercian un papel importante en ninguno de los dos pri-
meros ejes. Sin embargo ahora, debido a que estamos interesados en la relacién

Preguntas Pregunta 1 Pregunta 2 Pregunta 3 Pregunta 4
1 2 3 4 T t C 7? T t C 7? T t C 7? T t C 7?
1 3 2 2 1 0 0 0 0 0 1 0 0 1 0 0 0 1 0 0
2 3 3 2 0O 1 0 0 0 0 1 0 0 0 1 0 01 0 0
4 3 3 2 0 0 0 1 0 0 1 0 0 0 1 0 01 0 0
4 4 4 4 0 0 0 1 00 0 1 0 0 0 1 0 0 0 1
4 4 4 4 0 0 0 1 00 0 1 0 0 0 1 0 0 0 1
1 3 21 1 0 0 0 00 1 0 01 0 0 1 0 0 0

...y asi sucesivamente para 3418 filas
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entre las variables respuesta entre si, las no respuestas son el hecho mas destaca-
ble: las personas que no responden una pregunta tienden a hacer lo mismo con
las otras (por ejemplo, entre los seis primeros individuos de la tabla de la imagen
18.1 ya hay dos personas con no respuesta para las cuatro preguntas). En el se-
gundo eje del mapa de la imagen 18.2 aparecen alineadas las categorias sustanti-
vas; de las opiniones tradicionales, abajo, a las mas liberales, arriba. En el mapa
de la imagen 18.3 mostramos la segunda y la tercera dimensioén del mapa, que de-
jan fuera la mayor parte del efecto de las no respuesta. Podemos ver que aqui las
posiciones de los puntos son muy similares a las del mapa de la imagen 17.4. El
hecho de que el lado liberal de la dimension horizontal se halle ahora a la dere-
cha no tiene consecuencia alguna sobre la interpretacion; siempre es posible in-
vertir un eje (multiplicando todas las coordenadas por -1).

El calculo de la inercia total de la matriz binaria es muy simple. Depende s6lo del
namero de preguntas y del nimero de respuestas categéricas. No depende de sus
valores concretos. Supongamos que tenemos () variables y que cada variable ¢,
tiene ], categorias, Jindica el nimero total de categorias: j:Eq]q (en nuestro
ejemplo, Q=4, [ =4, ¢=1, .., Qy J=16). La matriz binaria, simbolizada por Z,
con Jcolumnas, es una matriz compuesta formada por tablas Z : agrupadas lateral-
mente, una para cada variable. En cada tabla, los valores marginales de las filas
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son iguales a una columna de unos. Por tanto, podemos aplicar el resultado de
(17.1) del capitulo 17: la inercia total de la matriz binaria es igual a la media de la
inercia de las tablas que la componen. Cada tabla Z, tiene un solo uno en cada
fila, los restantes valores son ceros. Por tanto, estamos ante un ejemplo de matriz
para la que todos los perfiles fila se hallan en los vértices, las asociaciones mas
extremas posibles entre filas y columnas. En consecuencia, en todas las tablas, las
inercias de todos los ejes principales seran iguales a 1. Y, por tanto, la inercia
total de la tabla Z sera igual a su dimensionalidad, es decir, igual a / — 1. La iner-
cia de Z sera la media de las inercias de las tablas que la componen:

inercia(Z)= ézinercia(lq) = éz( J,-D= /-2 (18.1)

Q

Dado que J - Q es la dimensionalidad de Z, la inercia media por dimension sera
1/ 0. Fijémonos en que, en los mapas de las imagenes 18.2 y 18.3, las primeras tres
dimensiones que hemos interpretado tienen inercias principales iguales a 0,693,
0,513y 0,365, respectivamente, todas por encima de la media de 1/4 = 0,25. Uti-
lizamos el valor 1/Q como umbral para decidir para qué ejes es interesante inter-
pretar el ACM (similar al valor umbral de 1 de los valores propios en el analisis
de componentes principales).
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T It I1Cc 1?7 2T 2t 2C 27 3T 3t 3C 37 4T 4t 4C 42

2501 0 0 0| 172 1107 1131 91| 355 1710 345 91| 1766 538 40 157
0 476 0 0 7 129 335 5 16 261 181 18| 128 293 17 38
0 0 79 0 1 6 72 0 1 17 61 0 14 21 38 6
0 0 0 362 1 57 108 196 7 96 55 204 51 45 2 264

172 7 1 1| 181 0 0 0| 127 48 4 2| 165 15 0 1
1107 129 6 57 0 1299 0 0 219 997 61 22| 972 239 13 75
1131 335 72 108 0 0 1646 0 24 989 573 60| 760 616 84 186

91 5 0 196 0 0 0 292 9 50 4 229 62 27 0 203

355 16 1 7 127 219 24 9| 379 0 0

1710 261 17 96 48 997 989 50 0 2084 0

345 181 61 55 4 61 573 4 0 0 642
91 18 0 204 2 22 60 229 0 0 0 31

360 14 1 4
1348 567 23 146
202 286 73 81
49 30 0 234

[So R

1766 128 14 51| 165 972 760 62| 360 1348 202 49| 1959 0 0 0
538 293 21 45 15 239 616 27 14 567 286 30 0 897 0 0
40 17 38 2 0 13 84 0 1 23 73 0 0 0 97 0
157 38 6 264 1 75 186 203 4 146 81 234 0 0 0 465

Una estructura alternativa de datos para el ACM es la matriz compuesta por todas
las tablas resultantes de cruzar todas las variables de interés dos a dos, la matriz de
Burt, que mostramos en la tabla de la imagen 18.4 para los datos del ejemplo que
estamos considerando. En este caso, la matriz de Burt es una matriz compuesta
de 4 x 4, formada por 16 tablas. Con excepcion de las tablas de la diagonal, las
restantes 12 se obtienen cruzando los valores de dos variables de los 3418 encues-
tados. La matriz de Burt es simétrica, por tanto, fuera de la diagonal, s6lo hay seis
cruzamientos distintos que se transponen a ambos lados de la diagonal de la ma-
triz compuesta. Las tablas de la diagonal corresponden a los cruces de las varia-
bles por ellas mismas, son matrices diagonales con las frecuencias marginales de
la variable en su diagonal. Por ejemplo, las frecuencias marginales de la pregun-
ta 1 son: 2501 para T, 476 para t, 79 para C y 362 para ?. La matriz de Burt, B, se
relaciona, de forma sencilla, con la matriz binaria Z de la manera siguiente:

B=-72"Z (18.2)

La otra forma «clasica» de definir el ACM es el AC de la matriz de Burt B. Dado
que B es una matriz simétrica, las soluciones de filas y de columnas son idénticas,
por tanto s6lo mostramos una de ellas (mapa de la imagen 18.5). Debido a la re-
lacion directa (18.2), no es ninguna sorpresa que los resultados de los dos anali-
sis sean similares. De hecho, a primera vista, el mapa de la imagen 18.5 tiene el

189

Imagen 18.4:

Matriz de Burt que contiene
todos los cruces posibles de
las cuatro variables del
ejemplo sobre la opinidn de
la gente sobre el trabajo de
las mujeres. £n la diagonal
se hallan los cruces de las
variables por ellas mismas

Matriz de Burt

Definicion 2 del ACM: AC
de la matriz de Burt



Imagen 18.5:

Mapa del ACM de la matriz
de Burt correspondiente a
las cuatro preguntas sobre
el trabajo de las mujeres,
que muestra la primera y la
segunda dimension; inercia
fotal = 1,145, porcentaje
de inercia del mapa: 65,0%

Comparacion del ACM de
las matrices binaria y
de Burt

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

2
0,263 (23,0%)
2T
[ )
1 ° =
3T
i 2
47 oIT 17 *3
0 3te , .47 . :
0,481 (42,0%)
2C
[ ]
4t @
Ite
-1 3Ce—-
4c*®
2 i
1c*
3
-1 0 1 2 3

mismo aspecto que el mapa de la imagen 18.2, s6lo observamos un ligero cambio
de escala en los dos ejes. Es la tnica diferencia entre ambos analisis: la version
Burt del ACM genera coordenadas principales en una escala reducida en compa-
raciéon con las de la version binaria. La reduccion es relativamente mayor en el se-

gundo eje en comparacién con el primero.
Las dos formas de definir el ACM se relacionan de la siguiente manera:

* En los dos analisis, las coordenadas estandares de las respuestas categoricas son
idénticas: es una resultado directo de la relacion (18.2).

e También, como resultado de (18.2), las inercias principales del analisis de Burt
son los cuadrados de los de la matriz binaria.

* Dado que las inercias principales son menores de 1, sus cuadrados daran valo-
res mas pequenos (y en consecuencia las inercias principales mas pequenas
tendran cuadrados relativamente mas pequenos). Las coordenadas principales
son las coordenadas estandares multiplicadas por la raiz cuadrada de las iner-
cias principales, lo que explica la reducciéon de escala del mapa de la imagen
18.5 con relacion al de la imagen 18.2.
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PREGUNTAS Pregunta 1 Pregunta 2 Pregunta 3 Pregunta 4 Media
Pregunta 1 3,0000 0,3657 0,4262 0,6457 1,1094
Pregunta 2 0,3657 3,0000 0,8942 0,3477 1,1519
Pregunta 3 0,4262 0,8942 3,0000 0,4823 1,2007
Pregunta 4 0,6457 0,3477 0,4823 3,0000 1,1189
Media 1,1094 1,1519 1,2007 1,1189 1,1452

* En consecuencia, los porcentajes de inercia seran siempre mayores en el ana-
lisis de Burt.

Todas las subtablas que componen la matriz de Burt tienen los mismos valores
marginales totales de filas y columnas. Asi, se cumple de forma exacta el resultado
(17.1): 1a inercia de B sera la media de las inercias de las subtablas B » que lo com-
ponen. En la tabla de la imagen 18.6 mostramos las 16 inercias individuales de la
matriz de Burt, asi como las medias de sus filas y de sus columnas. La media glo-
bal es igual a la inercia total de B, es decir 1,145. En esta tabla, las inercias de las
matrices de la diagonal son exactamente igual a 3. Las inercias cumplen lo que vi-
mos en (18.1) para las inercias de las tablas de la matriz binaria —hay J, x ], tablas
de dimensionalidad /,— 1 con una asociacion perfecta fila-columna—; por tanto,
la inercia maxima es igual al nimero de dimensiones. Los altos valores de las iner-
cias de las matrices de la diagonal de la tabla de la imagen 18.6 explican porqué la
inercia total de la matriz de Burt es tan alta, ello también explica los bajos porcen-
tajes de inercia de los ejes. En el proximo capitulo retomaremos este tema.

Supongamos que queremos relacionar las variables demograficas (género, edad,
etc.) con las asociaciones observadas en los mapas de ACM. Existen dos maneras
similares de hacerlo. La primera posibilidad consiste en codificar estas variables
adicionales como variables binarias y anadirlas como columnas adicionales a la
matriz binaria. La segunda posibilidad es cruzar las variables demograficas con las
cuatro preguntas, como hicimos en el andlisis de matrices compuestas del capitu-
lo 17, y anadir estas tablas de contingencia como filas adicionales de la matriz
binaria o como filas (o columnas) adicionales a la matriz de Burt. En el préoximo
capitulo veremos que, en la practica, la segunda opcién es mejor, ya que nos per-
mite utilizar las versiones mejoradas del ACM. Ambas opciones proporcionan las
mismas posiciones de los puntos adicionales, ademas de tener Ia misma interpre-
tacion como posiciones medias de los casos pertenecientes a una determinada ca-
tegoria demografica. En el mapa de la imagen 18.7 mostramos las posiciones de
las cinco variables demograficas que vimos anteriormente, las podriamos sobre-
poner a los mapas de las imagenes 18.2 'y 18.5.
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Interpretacion de los  Las posiciones de las respuestas en las dos primeras dimensiones del mapa de
puntos adicionales  1a imagen 18.2 (igual que en el de la imagen 18.5) indican que cuanto mas a la
derecha se halle una categoria demografica, mayor sera la frecuencia de no res-
puestas. Cuanto mds arriba se halle una categoria, mas liberales seran las opi-
niones, y cuanto mas abajo, mas tradicionales seran las opiniones. En conse-
cuencia, Alemania Occidental es mas tradicional y tiene una mayor proporcién
de no respuestas que Alemania del Este. Situaciéon practicamente idéntica al
contraste hombre-mujer (h-m), pero no tan pronunciado como la diferencia
entre las dos regiones alemanas. Los grupos de edad muestran la misma tenden-
cia que vimos anteriormente con los jovenes (Al) en la parte de arriba (liberal)
y los de mayor edad (A6) abajo (tradicionales). Los niveles de educacién mas
bajos tienen frecuencias de no respuesta mas elevadas, mientras que los niveles
educativos mas altos tienden a tener opiniones mas liberales, lo que no ocurre
con los niveles educativos mas bajos E1 y E2. Con relacién a los estados civiles,
los solteros (s0) estan por encima de la media con relacion a la no respuesta 'y
a las actitudes liberales, oponiéndose a los separados (se) que presentan una
ocurrencia de no respuestas. Sin embargo, se hallan en la media respecto a la
dimension liberal-tradicional.
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1. E1 ACM se ocupa de las relaciones entre un conjunto de variables; en general,  RESUMEN:

variables homogéneas en cuanto hacen referencia a un mismo tema, siendo Analisis de
correspondencias

ademas las escalas de respuesta iguales. il
miltiples

2. Podemos recodificar las variables en la matriz binaria, que tiene tantas filas
como casos y tantas columnas como categorias de respuesta. En las filas (es
decir, los casos), los valores son todos 0 con excepcion de un 1 que indica una
categoria en particular de las variables.

3. La matriz de Burt, una matriz cuadrada simétrica, esta formada por tablas de
contingencia de dos entradas resultantes del cruce de todos los pares de varia-
bles. En la diagonal se hallan los cruces de las variables por ellas mismas.

4. Las dos definiciones alternativas de ACM, resultantes de la aplicacion del AC
a la matriz binaria o a la matriz de Burt, son practicamente equivalentes. Las
dos dan coordenadas estandares idénticas para los puntos correspondientes a
las categorias.

5. La diferencia entre las dos definiciones se halla en las inercias principales: las
de la matriz de Burt son los cuadrados de las de la matriz binaria. En conse-
cuencia, los porcentajes de inercia del analisis de Burt son siempre mas eleva-
dos que los del analisis binario.

6. Sin embargo, la codificaciéon hace que los porcentajes de inercia de las dimen-
siones de los mapas sean artificialmente bajos, lo que conlleva una subestima-
cion de la calidad de los mapas.
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CAPITULO

Analisis de correspondencias conjunto

Ampliar el AC simple de una tabla de contingencia de dos entradas a muchas varia-
bles no es tan sencillo. Como hemos visto en el capitulo anterior, la estrategia habi-
tual es aplicar el AC a la matriz binaria o la matriz de Burt. Sin embargo, la geome-
tria de estas aproximaciones ya no es tan clara; ademas, aparte de que la inercia to-
tal del AC tiene poco sentido, los porcentajes de inercia explicados por el mapa son
bajos. En el mapa de ACM basado en la matriz de Burt, intentamos visualizar la ma-
triz completa y, sin embargo, en realidad estamos interesados s6lo en las tablas de
contingencia que se hallan fuera de la diagonal. Es decir, en las tablas que cruzan
pares de variables distintas. En este capitulo veremos que el analisis de correspon-
dencias conjunto (ACCo) intenta superar este inconveniente, centrandose en las ta-
blas que se hallan fuera de la diagonal, lo que lleva a una mejor determinaciéon de
la inercia total y a una mejor representaciéon de los datos en los mapas.

Contenido
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La tabla de la imagen 18.6 proporciona las inercias de cada una de las tablas que com-
ponen la matriz de Burt, asi como la de su media, que es la inercia total de la matriz
de Burt del ejemplo sobre el trabajo de las mujeres. El valor de esta media viene dado
en gran medida por las inercias de las tablas de la diagonal, cuyos valores son iguales
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Imagen 19.1:

Porcentaje de inercia de
cada una de las 16 tablas
de la matriz de Burt
explicado por el mapa
bidimensional del ACM

Omision de las tablas de
la diagonal: AC conjunto

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

PREGUNTAS Pregunta 1 Pregunta 2 Pregunta 3 Pregunta 4 Porcentaje pregunta
Pregunta 1 51,9 78,4 82,5 80,4 61,2
Pregunta 2 78,4 55,5 88,2 76,6 65,3
Pregunta 3 82,5 88,2 59,6 86,6 69,7
Pregunta 4 80,4 76,6 86,6 54,6 63,5

al nimero de categorias de la variable correspondiente menos 1 (4 — 1 = 3, para las
variables del ejemplo que consideramos). Como el analisis intenta explicar la inercia
de toda la tabla, las elevadas inercias de la diagonal afectaran gravemente el ajuste de
la tabla. Por ejemplo, en la tabla de la imagen 19.1 mostramos el porcentaje de iner-
cia de cada tabla explicado por el mapa bidimensional del ACM. Dicho mapa llega a
explicar el 65% de la inercia total, observamos que las tablas situadas fuera de la dia-
gonal se explican mucho mejor que las situadas en la diagonal. Sumando las inercias
explicadas de las tablas situadas fuera de la diagonal y expresando esta suma con re-
lacion a la suma de total, vemos que el mapa bidimensional del ACM explica el
83,2% de la inercia de estas tablas (podemos obtener los valores de inercia de cada
tabla a partir de los porcentajes de la tabla de la imagen 19.1 y de los valores de las
inercias totales de la tabla de la imagen 18.6). De forma similar, podemos ver que el
mapa bidimensional del ACM explica el 55,4% de la inercia de las tablas situadas en
la diagonal. Si s6lo estamos interesados en las tablas situadas fuera de la diagonal, de-
beriamos considerar que la inercia explicada por el mapa bidimensional del ACM, es
del 83,2%, y no del 65,0%. Como veremos mds adelante existe la posibilidad de me-
jorar este valor del 83,2%.

Queda claro que, en la matriz de Burt, la inclusion de las tablas de la diagonal degra-
da los resultados globales del ACM, ya que intentamos visualizar de forma innecesaria
las tablas de la diagonal que, ademas, presentan inercias muy elevadas. De hecho, las
tablas de la diagonal tienen los maximos valores de inercia que se pueden alcanzar. Ig-
norando las tablas de la diagonal podriamos mejorar el calculo de la inercia explica-
da por el mapa. El andlisis de correspondencias conjunto (ACCo) es un algoritmo iterati-
vo que lleva a cabo el AC de la matriz de Burt, buscando el ajuste s6lo para las tablas
situadas fuera de la diagonal. En este procedimiento, partimos de los resultados del
ACM para, a continuacion, sustituir las tablas de la diagonal por valores estimados a
partir de estos resultados mediante la férmula de reconstitucion (13.4). Dado que la
matriz de Burt es simétrica, las coordenadas y las masas de filas y de columnas son igua-
les. La formula toma la siguiente expresion para la solucion bidimensional:

By = 66 (L Vs Raaty) 19.1

donde [37.7., es el valor estimado de la frecuencia relativa de la (j, j')-ésima celda de
la matriz de Burt. Utilizando esta férmula, podemos sustituir las tablas de la dia-
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PREGUNTAS Pregunta 1 Pregunta 2 Pregunta 3 Pregunta 4 Porcentaje pregunta
Pregunta 1 —_ 97,8 95,8 77,8 88,2
Pregunta 2 97.8 —_ 87,4 97,0 91,8
Pregunta 3 95,8 87,4 — 96,7 91,9
Pregunta 4 77,8 97,0 96,7 — 88,5

gonal de la matriz de Burt por sus valores estimados, obteniendo asi una matriz de
Burt modificada. A continuacion, llevamos a cabo un nuevo AC de la matriz de
Burt modificada para obtener una nueva solucioén. Una vez obtenidos los resulta-
dos, volvemos a reemplazar las tablas de la diagonal por sus estimaciones de
(19.1) y obtenemos una nueva matriz de Burt modificada. Y asi sucesivamente
hasta llegar a la convergencia; en cada iteracion mejoramos el ajuste de las tablas
situadas fuera de la diagonal.

La aplicacion del ACCo a los datos correspondientes a las cuatro variables sobre
el trabajo de las mujeres nos lleva a los siguientes resultados: 90,2% de inercia ex-
plicada, y los porcentajes de inercia explicada de cada tabla que mostramos en la
tabla de la imagen 19.2. Estos resultados son claramente mejores que los anterio-
res. Todas las tablas quedan muy bien representadas, la peor es la correspondien-
te al cruce de las preguntas 1y 4, para la que la inercia explicada es del 77,8%.
La imagen 19.3 muestra el mapa del ACCo, en el que la escala se ha mantenido
de forma intencionada idéntica a la de la tabla 18.5 para poderla comparar. El re-
sultado es practicamente idéntico, la tnica diferencia observada es la disminu-
cion de la escala. En la imagen 18.5, las inercias de los dos ejes principales eran
de 0,481 y 0,263, respectivamente, mientras que ahora son de 0,353 y de 0,128.
Por tanto, una vez mas se ha producido una disminucién de las inercias principa-
les, especialmente del segundo eje. Ello también ocurrié cuando en el ACM pa-
samos de la matriz binaria (imagen 18.2) a la matriz de Burt (imagen 18.5). Sin
embargo, en aquella ocasion las coordenadas estandares de los dos analisis eran
idénticas; aqui el resultado del ACCo es distinto del resultado del ACM, como po-
demos ver examinando en detalle el mapa de la imagen 19.3 y comparandolo con
los mapas del ACM del capitulo 18.

En el ACCo, como ocurre en el ACM, los ejes principales no se hallan anida-
dos (es decir, el resultado de dos dimensiones no contiene exactamente la me-
jor solucién unidimensional como eje principal). No obstante, en la practica
se produce un anidamiento aproximado. Este es el motivo por el cual en el
mapa de la imagen 19.3 no damos los porcentajes de inercia de los ejes —s6lo
podemos dar el porcentaje de inercia del resultado global, en este caso el
90,2%—. Este hecho también impide dar las contribuciones de los ejes a la
inercia de un punto. A pesar de que cada punto tiene una cierta calidad de re-
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Imagen 19.2:

Porcentaje de inercia de
cada una de las 12 tablas
fuera de la diagonal de la
matriz de Burt explicado por
el mapa bidimensional del
ACCo

Resultados del ACCo

Los resultados del ACCo
no se hallan anidados



Imagen 19.3:

Mapa del ACCo de la matriz
de Burt correspondiente a
las cuatro preguntas sobre
el trabajo de las mujeres;
porcentajes de inercia del
mapa: 90,2%. El porcentaje
de inercia es la suma de las
inercias explicadas de cada
tabla (obtenidos de las
iméagenes 19.2y 18.6) y
expresados como un
porcentaje de la suma de
los valores de las inercias
de las tablas situadas fuera
de la diagonal (consiiltese
el apéndice tedrico, A)

Ajuste de los resultados
del ACM para ajustar las
tablas de fuera de la
diagonal

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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presentacion en el mapa, no la podemos dividir en las partes correspondientes
a cada eje.

Nuestra experiencia nos ha ensenado que casi siempre existe una gran semejanza
entre los resultados del ACCo y del ACM. Este hecho sugiere que, en realidad, lo
que distingue los resultados del ACCo de los del ACM es s6lo un cambio de escala.
Por tanto, podriamos investigar este cambio de escala como alternativa para me-
jorar el ACM. Dadas las coordenadas estandares del resultado del ACM, ¢como
podriamos cambiar de escala (es decir, definir las coordenadas principales) para re-
construir de forma 6ptima los datos de las tablas de la matriz de Burt que se hallan
fuera de la diagonal? Se trata de un problema de regresion, utilizando, una vez mas,
la férmula de reconstitucion (19.1), pero considerando como factores de escala (es
decir, las raices cuadradas de las inercias principales) los coeficientes desconocidos
del modelo de regresién 8, y B, (para una solucién bidimensional) obtenemos:

1= By + Bovatn + oy

i

19.2)

Llevamos a cabo la regresion de manera que obtengamos los valores de la «varia-
ble respuesta», disponiendo en forma de vector todos los valores situados a la
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izquierda de (19.2), s6lo para las celdas de las tablas situadas fuera de la diagonal
—en nuestro ejemplo de cuatro variables, con seis tablas de 4 x 4 situadas fuera
de la diagonal, tendremos, en el vector, 6 x 16 = 96 valores—. Como «variable
explicativa» tenemos los correspondientes productos de y,,7,, Y ¥,,¥;- Llevamos a
cabo una regresiéon de minimos cuadrados ponderada, sin ordenada en el origen,
con pesos iguales de valores Arespectivos (;¢; —€n nuestro ejemplo, obtenemos
unos coeficientes estimados f, = 0,5922 y f, = 0,3532—. Los cuadrados de estos
valores proporcionan, como «inercias principales», los valores 6ptimos 0,351 y
0,125, respectivamente, para los que la inercia explicada es del 89,9% (el coefi-
ciente de determinacion R* de la regresion). Es lo mejor que podemos hacer con
los resultados del ACM; fijémonos en la similitud entre estos valores y los de las
inercias principales del mapa de ACCo de la imagen 19.3, cuyos valores eran 0,353
y 0,128. Para representar las categorias en el mapa, calculamos las coordenadas
principales multiplicando las coordenadas estandares del ACM de los dos primeros
ejes por los factores de escala ﬁl y [3’2. De nuevo, la solucién obtenida no es ani-
dada, los resultados dependen de la dimensionalidad de la solucion; si llevamos
a cabo el mismo calculo para una solucion tridimensional, los dos primeros
coeficientes de regresiéon no seran exactamente los que acabamos de obtener. El
anidamiento se mantendra s6lo cuando las «variables explicativas» de (19.2) no
estén correlacionadas. Ignorando las correlaciones, podriamos obtener de ma-
nera mas simple un ajuste anidado (pero subéptimo), como describimos a conti-

nuacion.

Vamos a describir un ajuste mas simple de las inercias principales que cumple la
condicion de anidamiento, facil de calcular y que implica los siguientes pasos: 1)
recalcular la inercia total s6lo para las tablas que se hallan fuera de la diagonal, y
2) un ajuste simple de las inercias principales derivado del ACM. Segtin nuestra
experiencia, en general con este ajuste simplificado obtenemos resultados muy si-
milares a los del ajuste 6ptimo que nos permiten expresar las inercias principales
de la forma habitual, como porcentajes de inercia.

En el ACM de la matriz de Burt B, la inercia total es la media de las inercias de to-
das las tablas que la componen, incluyendo las de la diagonal. Sin embargo con el
ACCo, la inercia total es la media de las inercias de las tablas situadas fuera de la dia-
gonal. Lo podemos calcular facilmente a partir de la inercia total de B, ya que co-
nocemos de forma exacta cudles son los valores de las inercias de las tablas de la dia-
gonal: / -1, donde J, es el nimero de categorias de la variable ¢-€sima. Por tanto,

suma de las inercias de las Q tablas de la diagonal = /- Q (19.3)
mientras que

suma de las inercias de todas las tablas de doble entrada = Q° x inercia(B) (19.4)
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Inercia ajustada =
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tablas situadas fuera de
la diagonal



Ajuste de cada inercia
principal

Porcentajes de inercia
del ajuste simple del
ACM

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Restando (19.3) de (19.4) obtenemos la suma de las inercias de las tablas situadas
fuera de la diagonal, y luego dividiendo por Q(Q - 1) obtenemos la media, lo que
lleva a:

media de la inercia fuera de la diagonal = QQ 1 X (inercia(B) —%) (19.5)
Utilizando como ejemplo nuestros datos sobre el trabajo de las mujeres:

. . . . 4 1
inercia media fuera de la diagonal = 3 X (1,1452 - %) =0,5269

Otra manera de calcular este valor es promediar directamente la media de las iner-
cias de todas las tablas proporcionadas por la tabla de la imagen 18.6. Lo calcula-
mos sélo en uno de los triangulos de la tabla, ya que solamente hay $Q(Q—-1) =6
pares de tablas distintas:

%(O, 3657 +0,4262 + 0,6457 + 0,8942 + 0,3477 + 0,4823) = 0,5269

Supongamos que en el ACM de la matriz de Burt B indicamos como 1,, para
k=1, 2, etc., las inercias principales (valores propios). Calcularemos las inercias
principales ajustadas A:¥ de la siguiente manera:

29 = (Q'Q_l)z x(\m _ér, k=12,... (19.6)

En nuestro ejemplo, las dos primeras inercias principales ajustadas son:

1Y

1 16 :
Z) =0,1232

2
Ex(0,6934——) 0,3495 y —x(o,5132—
9 1 9

(fijémonos en la similitud de los valores 6ptimos 0,351 y 0,125, que vimos ante-
riormente).

Para obtener los porcentajes de inercia de cada eje principal, expresamos las iner-
cias ajustadas con relacion a la inercia total ajustada:

0,3495
0,5269

0,1232
0,5269

100 x

=66,3% y 100x =93,4%

En consecuencia, el porcentaje de inercia de la solucion bidimensional del ajuste
simple del ACM es del 89,7%, s6lo el 0,2% menor que la del ajuste 6ptimo (no ani-
dado) y el 0,5% menor que la del ACCo. Con los ejemplos anteriores, hemos visto,
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pues, que los porcentajes calculados a partir de este ajuste simple proporcionan un
porcentaje de inercia global que es un limite inferior del porcentaje 6ptimo obteni-
do con el ACCo. Por tanto, cuando demos el resultado de un ACM, lo mejor es
expresar el ajuste de la manera que acabamos de ver. Y en consecuencia, para obte-
ner las coordenadas principales a partir de las coordenadas estandares utilizaremos
como factores de escala las raices cuadradas de las inercias principales ajustadas de
forma simple. No vamos a representar otra vez el mapa, ya que las posiciones relati-
vas de los puntos son las mismas que vimos en los mapas de las imagenes 18.2'y 18.5;
solamente la escala es distinta, mas parecida a la del mapa de la imagen 18.2.

Como ejemplo adicional y también para ilustrar otros aspectos del ACCo, conside-
remos un conjunto de datos derivado de la encuesta del Eurobarémetro de 2005.
Entre otros aspectos, se pregunto6 a los encuestados sobre su interés por las noticias
sobre: deportes (D), politica (P), descubrimientos médicos (M), contaminacién am-
biental (A), innovacion tecnolégica (T) y descubrimientos cientificos (C). Las posi-
bilidades de respuesta eran: «muy interesados» (++), «moderadamente interesa-
dos» (+) y «nada interesados» (0). Siguiendo esta notacién, vamos a simbolizar las
respuestas por: A+, por ejemplo para «moderadamente interesados en la contami-
nacién atmosférica» y PO para «nada interesados en politica». Con el objetivo de
evitar el efecto de las no respuestas, que, como vimos en el ejemplo anterior, tiene
un fuerte efecto sobre los resultados, hemos omitido los encuestados con respues-
tas tipo «no sabe» o con respuestas «no contesta». Ello ha significado una reduccién
de la muestra de 33.190 a 29.652, es decir, una reduccion del 10,7% (en el capitu-
lo 21 trataremos especificamente sobre las no respuestas). En la imagen 19.4, mos-
tramos el mapa de ACM ajustado correspondiente a estos datos. El mapa muestra
que los «nada interesados» forman su propia diagonal de dispersion a la derecha
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Imagen 19.4:

Mapa del ACM ajustado
correspondiente a los datos
sobre los intereses de los
europeos. Porcentaje de
inercia del mapa: 89,2% (si
se hubiera llevado a cabo el
ACM con la matriz binaria,
la inercia explicada seria
solo el 41,1%)

Conjunto de datos 10:
interés por las noticias
en Europa



Imagen 19.5:

Paises europeos
representados como puntos
adicionales en el mapa del
ACM ajustado
correspondiente a datos
sobre los intereses de los
europeos. (Se muestran los
nombres de los paises como
aparecen en el
Furobarometro.)

Puntos adicionales en
ACCo y en ACM ajustado

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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de los «interesados», que asimismo van de «moderadamente interesados» abajo, a
«muy interesados» arriba a la izquierda. Estamos ante un ejemplo de mapa que po-
dria mejorar con una rotacion de ejes, si queremos que estas dos lineas de disper-
sion coincidan mas con los ejes principales. (En el epilogo hacemos algunos co-
mentarios sobre las rotaciones.) El primer eje explica el 67,0% de la inercia y defi-
ne una escala de interés general sobre las noticias. El segundo eje (22,0%) muestra
el interés por los descubrimientos cientificos y la innovacion tecnolégica en los ex-
tremos, lo que indica una elevada correlacion entre ambos. Sin embargo, los dos
puntos correspondientes al interés por los deportes se hallan cerca del centro de
dispersion, lo que indica que, por ejemplo, un elevado interés por los deportes
(D++) va asociado con un interés moderado en los otros temas, y viceversa. Recor-
demos que lo que estamos visualizando son las asociaciones de las categorias de una
determinada variable con las categorias de las restantes variables.

A pesar de que no mostramos las posiciones de los 29.652 casos de los datos, los po-
demos imaginar como puntos adicionales. Es decir, si anadiéramos como filas adi-
cionales la gran matriz binaria de 29.652 x 18 a la matriz de Burt, cada encuestado
tendria una posicion en el mapa del ACM (sin embargo, fijémonos en que sé6lo exis-
ten 3° = 729 respuestas distintas, por tanto, las respuestas de los encuestados situa-
ran en los puntos que representan cada tipo de respuesta). Dado que en las tres ver-
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siones distintas del ACM (binario, Burt y ajustado), las coordenadas estandares son
iguales, las posiciones de las coordenadas principales de los encuestados seran las
mismas en los tres. Como vimos en el capitulo 18, podemos mostrar las categorias
adicionales anadiendo las tablas correspondientes a sus cruzamientos por las varia-
bles activas como filas adicionales de la matriz de Burt. Por ejemplo, con los datos
que nos ocupan, tenemos muestras de 34 paises europeos. Los encuestados de los
distintos paises tienen una posicion en el mapa, la de cada pais se halla en la posi-
cion media de los puntos correspondientes a los encuestados de ese pais. El mapa
de la imagen 19.5 muestra las posiciones de los paises etiquetadas con los nombres
locales (podemos imaginar este mapa superpuesto al mapa de la imagen 19.4).
TURKIYE (Turquia) es, de todos los paises, el que se halla mas en la posicion de
«nada de interés»: un 40% de los encuestados turcos no mostré interés alguno en
ningun tema, excepto la contaminacion ambiental (22%); sin embargo KYPROS
(Chipre), ELLADA (Grecia) y MALTA parecen ser los paises mas interesados; asi, por
ejemplo, Chipre tenia los mayores porcentajes en «muy interesado» en temas como
contaminaciéon ambiental (75%), descubrimientos médicos (62%), innovacion tec-
noldgica (53%) y descubrimientos cientificos (55%).

1. Podemos definir el ACM como el AC de la matriz de Burt, formada por todas
las tablas de contingencia de dos entradas derivadas del cruzamiento de un
conjunto de variables, incluyendo las de una variable con ella misma, lo que

conlleva una sobreestimacion de la inercia total.

2. El analisis de correspondencias conjunto (ACCo) busca el mapa que mejor explica
las tablas de contingencia correspondientes a los cruces de todos los pares de
variables, ignorando las tablas que se hallan en la diagonal de la matriz de
Burt. Esta aproximacion implica un nuevo algoritmo iterativo que conduce a
una solucién 6ptima no anidada.

3. En el ACCo, la inercia total corresponde a la media de las inercias de todas las
tablas que se hallan fuera de la diagonal de la matriz de Burt.

4. Una solucion intermedia consiste en hallar las coordenadas estandares del
ACM, mediante regresion de minimos cuadrados ponderada de las tablas de

contingencia de interés. Sin embargo, de nuevo, esta solucion no es anidada.

5. E1 ACM ajustado es una solucién simple, anidada, y que, por tanto, mantiene
todas las buenas propiedades del AC, al mismo tiempo que resuelve el proble-
ma de la baja inercia. Consiste en aplicar algunos ajustes a las inercias princi-
pales y a la inercia total del ACM.

6. En todos los tipos de ACM, representamos las variables adicionales de la mis-
ma manera. Concretamente, cruzamos las variables adicionales con las varia-
bles activas, y anadimos las tablas de contingencia resultantes como filas adi-
cionales a la matriz de Burt (o en la matriz de Burt modificada en ACCo).
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CAPITULO

Propiedades del escalado 6ptimo del ACM

En los capitulos 7 y 8 vimos que existen distintas definiciones de AC, asi como di-
versas maneras de abordar este método. En este libro hemos enfatizado la aproxi-
macion geométrica de Benzécri que lleva a la visualizacion de datos. En los capitu-
los 18 y 19 qued6 claro que el paso del AC simple, de dos variables, a las formas
multivariadas no es directo, especialmente si tratamos de generalizar la interpreta-
cién geométrica. Una aproximacion alternativa al caso multivariado, con exacta-
mente el mismo aparato matemdtico que el ACM, consiste en acercarse a este
método como una manera de cuantificar datos categoricos, generalizando de esta
manera las ideas sobre escalado 6ptimo que vimos en el capitulo 7. También aqui
veremos que existen distintas formas de presentar el ACM como una técnica de
escalado. El estudio de estas aproximaciones alternativas enriqueceran nuestra
comprension sobre las propiedades de este método. En la literatura, la aproxima-
cion al ACM como un método de escalado 6ptimo se llama andalisis de homogeneidad.
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Este conjunto de datos lo hemos obtenido de la encuesta multinacional del ISSP
de 1993 sobre el medio ambiente. Nos centraremos en Q = 4 preguntas sobre la
opinion de la gente acerca del papel de la ciencia. Se pregunt6 a los encuestados
si estaban o no de acuerdo con las afirmaciones siguientes:

205

20)

Conjunto de datos 11:
actitudes hacia la
ciencia y el medio
ambiente



La cuantificacion de
categorias como objetivo

EI ACM como el analisis
de componentes
principales de la matiz
binaria

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

A Creemos demasiado en la ciencia, y demasiado poco en los sentimientos y en la fe.
B En general, la ciencia moderna provoca mas danos que beneficios.

C Cualquier cambio que el hombre cause en la naturaleza, a pesar de que tenga
un base cientifica, es probable que empeore las cosas.

D La ciencia moderna solucionara los problemas medioambientales sin modifi-

car sustancialmente nuestro modo de vida.
Tenemos cinco posibles respuestas categoricas:

I Muy de acuerdo.

2 Algo de acuerdo.

3 Ni de acuerdo ni en desacuerdo.
4 Algo en desacuerdo.

5 Muy en desacuerdo.

Para simplificar solamente hemos utilizado datos de Alemania Occidental. He-
mos omitido los casos con valores perdidos en cualquiera de las cuatro pregun-
tas, lo que nos ha llevado a una muestra de N= 871. (Estos datos se hallan inclui-
dos en nuestro paquete ca para R, que se ofrece en el apéndice B.)

En el capitulo 7 definfamos el AC como un método de cuantificacién de las catego-
rias de la variable columna que nos lleva a la mayor diferenciacién, o discrimina-
cion, posible entre las categorias de la variable fila, o viceversa. Es lo que llamaria-
mos definicion «asimétrica», ya que las filas y las columnas desempenan papeles
distintos en la definicion, lo que también se refleja en los resultados. Asi, expresa-
mos los resultados de las columnas en coordenadas estandares, mientras que los de
las filas los expresamos en coordenadas principales. En el capitulo 8 definimos el
AC de forma «simétrica» como un método de cuantificacion de las categorias que
nos lleva a la mayor correlacién entre filas y columnas. En esta definicion, el papel
de filas y columnas es el mismo. Esta cuantificacion de las categorias no incluye nin-
guin concepto geométrico especifico; en concreto, no hace mencién alguna a un
espacio en el que podamos imaginar situados los datos, lo que, por el contrario, es
muy importante en la aproximacion geométrica para poder medir la inercia total y
los porcentajes de inercia en los subespacios de baja dimensionalidad.

La metodologia de cuantificacion de categorias utilizada en el AC asimétrico sobre
la matriz binaria se parece mucho al analisis de componentes principales (ACP). En
general, aplicamos el ACP a datos derivados de una escala continua, no obstante, el
ACP esta muy relacionado con la teoria y el calculo del AC (en realidad, podriamos
decir que el AC es una variante del ACP aplicado a datos categéricos). En el ACP,
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dado un conjunto de datos, en el que las filas son los casos y las columnas las varia-
bles (mvariables, x,,..., x,), asignamos a las columnas unos coeficientes «,...,,, (que
tendremos que estimar) que conducen a combinaciones lineales para las filas (casos)
delaformaax +..+a,x

m?

las puntuaciones. Calculamos los coeficientes de manera
que se maximice la varianza de las puntuaciones de las filas. Como vimos anterior-
mente, para hallar la solucién tenemos que definir unas condiciones de identifi-
cacion. En el ACP, estas condiciones son, en general, que la suma de los cuadra-
dos de los coeficientes sea 1: Z] a]? =1. Aplicar estas ideas a la matriz binaria, que
s6lo consta de ceros y unos, y asignar coeficientes «,..., aa las variables binarias,
para calcular luego las combinaciones lineales de las filas, simplemente significa su-
mar los coeficientes « (es decir los valores de la escala) de cada caso. Por tanto, la
maximizacién de la varianza de los casos recuerda el procedimiento de escalado
optimo que vimos en el capitulo 7 (maximizacion de la discriminacién entre filas).
De hecho se trata de un concepto casi idéntico, con la excepcion de las condicio-
nes de identificaciéon. En el escalado 6ptimo, las condiciones de identificacion
serian que la varianza ponderada (inercia) de los coeficientes (no la simple suma
de cuadrados) fuera 1: Ej c].a].2 =1. Aqui las ¢ son las masas de las columnas, es de-
cir, la suma de las columnas de la matriz binaria divididas por la suma total NQ de
la matriz binaria; asi, para cada variable categérica, la suma de los ¢ es 1/Q. Por tan-
to, con este cambio en las condiciones de identificacion, podriamos llamar al ACM,
ACP de datos categoricos, que maximiza la varianza de los casos. Los coeficientes
son las coordenadas estandares de las categorias de las columnas, mientras que las
coordenadas principales del ACM de los casos son las medias de los valores de
éstos. Es decir 1/Q veces la suma de lo que hemos llamado antes «puntuaciones».
La primera dimension del ACM maximiza la varianza (primera inercia principal),
la segunda dimensién maximiza la varianza con la condicién de que las puntuacio-
nes no estén correlacionadas con las de la primera dimension y asi sucesivamente.

El andlisis de homogeneidad, visto como una técnica de escalado 6ptimo del ACM,
se contempla, habitualmente, como una generalizaciéon de la correlacién segin
se expuso en el capitulo 8. En concreto, vimos la ecuacion (8.1) como una mane-
ra alternativa de optimizar la correlacion entre dos variables categoricas, que po-
demos facilmente generalizar a mas de dos variables. Para ilustrar este hecho uti-
lizaremos una notacién correspondiente a cuatro variables, sin embargo, pode-
mos extenderlo facilmente a Q) variables con cualquier nimero de categorias (en
nuestro ejemplo Q = 4, y el namero total de categorias es /= 20). Supongamos
que las cuatro variables toman los valores (desconocidos) de a, a a,, de b, a b,, de
¢, a ¢y de d, ad,. Asignaremos a los encuestados cuatro de estos valores a,, b, ¢,y
d,de acuerdo con sus respuestas, y de esta manera cuantificaremos las respuestas
de toda la muestra, que simbolizamos como a, b, ¢y d (es decir, a indica todas las
871 respuesta cuantificadas a la pregunta A, etc.). Cada encuestado tendrd como
puntuacion la suma estos valores, @, + b,+ ¢, + d,. Simbolizaremos las puntuaciones
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Imagen 20.1:

Mapa del ACM (version
matriz binomial) sobre la
actitud hacia la ciencia, que
muestra los puntos
correspondientes a las
categorias en coordenadas
principales. Dado que las
inercias principales difieren
sdlo ligeramente (e incluso
menos en forma de raices
cuadradas), en ambos ejes,
las coordenadas principales
presentan casi la misma
contraccion que las
coordenadas estandares

ACM del ejemplo de la
opinion sobre la ciencia

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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de toda la muestra como a + b+ ¢+ d. En este contexto, llamamos items a las varia-
bles, puntuaciones de los items a los valores de aa d, y suma de puntuaciones a la suma
a+ b+ c+d. Expresaremos, el criterio de busqueda de los valores 6ptimos de la es-
cala, como la maximizacion de la media de las correlaciones al cuadrado entre las
puntuaciones de los items y la suma de puntuaciones:

. 1
correlaciones al cuadrado = Z[cor2(a,a +b+c+d)+cor’(b,a+b+c+d)

+cor’(c,a+b+c+d)+cor’(d,a+b+c+d)]  (20.1)

(Comparemos con el caso de dos variables en (8.1).) De nuevo necesitamos las
condiciones de identificacion. Es conveniente aplicar a la suma de puntuaciones
la condicién de media O y varianza 1: media (¢ + b+ c+d)=0,var(a+b+c+d)=1.
Obtenemos, de forma exacta, la solucion a este problema de maximizacién, con
las coordenadas estandares de las categorias de los items en el primer eje princi-
pal del ACM, la media de las correlaciones al cuadrado (20.1) maximizada es
exactamente la primera inercia principal (del ACM de la matriz binaria).

En el mapa bidimensional de la matriz binomial de la imagen 20.1 vemos, de nue-
vo, porcentajes de inercia muy bajos (los porcentajes basados en las inercias ajus-

tadas son el 44,9% y el 34,2%, respectivamente). Sin embargo, en este caso, dado
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PREGUNTAS
CATEGORIAS A B C D Suma
1 «Muy de acuerdo» 115 174 203 25 518
2 «Algo de acuerdo» 28 21 6 3 57
3 «Ni de acuerdo ni en desacuerdo» 12 7 22 9 49
4 «Algo en desacuerdo» 69 41 80 3 194
5 «Muy en desacuerdo» 55 74 32 22 182
Suma 279 317 343 62 1000

que los valores de las inercias principales son medias de correlaciones al cuadra-
do, debemos ignorar los porcentajes, ya que los valores de las inercias principales
tienen interés per se. El valor maximo de (20.1) es 0,457. La segunda inercia prin-
cipal, 0,431, se halla buscando un nuevo conjunto de valores que nos lleven a
unas puntuaciones que no estén correlacionadas con los que se obtuvieron ante-
riormente, y que ademas maximicen (20.1); este valor maximo es 0,431. Y conti-
nuariamos de esta manera para hallar los resultados de los restantes ejes, siempre
no correlacionados con los hallados anteriormente. En el mapa de la imagen
20.1, vemos que las preguntas A, B 'y C presentan una distribucion muy similar,
como una cuna en forma de herradura, que va de profundos desacuerdos, a la
izquierda, a fuertes acuerdos, a la derecha. Sin embargo, la pregunta D sigue una
trayectoria completamente distinta con los dos valores extremos muy préoximos.
Las primeras tres preguntas presentaban un redactado negativo hacia la ciencia,
mientras que la pregunta D tenia un redactado mucho mas positivo; por tanto,
habriamos esperado que D5 se hallara hacia AI, BI y CI, y DI se hallara al lado
de A5, B5 y C5. Sin embargo, el hecho de que DI y D5 se hallen tan cercay den-
tro de la herradura indica que ambas estan asociadas con respuestas extremas de
las restantes tres preguntas: la explicacién mas plausible es que algunos encues-
tados hayan interpretado mal el cambio de sentido del redactado de la cuarta
pregunta.

También es interesante conocer los valores de cada una de las correlaciones al
cuadrado que componen (20.1). Podemos obtener estos valores directamente
sumando la contribucién de cada pregunta a la inercia del primer eje principal.
Habitualmente, los resultados del ACM proporcionan esta informacién en forma
de proporciones o en tanto por mil. En la imagen 20.2 detallamos estos valores
en esta ultima forma para ilustrar como recuperar estas correlaciones. Las pre-
guntas de A a D contribuyen, en las proporciones 0,279, 0,317, 0,343 y 0,062 de
la inercia principal de 0,457. Dado que 0,457 es la media de las cuatro correlacio-
nes al cuadrado, las correlaciones al cuadrado y, en consecuencia, las correla-
ciones son:
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A:0,279x0,457 x4=0,510 correlacién = /0,510 = 0,714
B:0,317x0,457 x4 =0,579 correlacién = /0,579 = 0,761
C: 0,343x0,457x4=0,627 correlacién = /0,627 = 0,792
D: 0,062x0,457x4=0,113 correlacién =/0,113 = 0,337

Estos calculos muestran el bajo valor de la correlacion de la pregunta D con rela-
cioén a la puntuacion total. Fijémonos en que, a pesar de que el ACM de la matriz
binomial era la peor, desde un punto de vista geométrico habitual de distancias
%°, inercia total, etc., las inercias principales y las contribuciones a las inercias
principales tienen una interpretacién muy interesante por si mismas. En el andli-
sis de homogeneidad, que teéricamente es equivalente al ACM de la matriz binaria,
pero que interpreta el método desde el punto de vista de cuantificacion de las

categorias, denominamos valores de discriminacion a las correlaciones al cuadrado

0,510; 0,579; 0,627 y 0,113.

El analisis de homogeneidad generaliza la funcion objetivo (8.3) a muchas varia-
bles. Utilizando la notacién anterior para el ejemplo que nos ocupa con cuatro
variables, calcularfamos la puntuacién media 1(q +b +¢, +d,) de las puntuacio-
nes de los items de cada encuestado y luego calculariamos la varianza del encues-
tado dentro de su grupo de respuestas cuantificadas:

varianza (para un caso) = i( [a;, — i (@, +b+c, + a)r
+[b, —i(aﬁbjﬂk +d)T
i, —i(ai b+, +d)T

+[d, —i(ai b+, +d,)]2) (20.2)

A continuacioén, calculariamos la pérdida de homogeneidad como la media de todos
estos valores con relacion a los N casos. El objetivo es minimizar esta pérdida. De
nuevo el ACM (version matriz binaria) resuelve este problema. L.a minimizacién
de la pérdida es 1 menos la primera inercia principal, es decir, 1 - 0,457 = 0,543.
Minimizar la pérdida es equivalente a maximizar la correlaciéon que hemos defi-
nido anteriormente.

El objetivo de minimizar la pérdida de homogeneidad tiene una interpretacion
geométrica muy atractiva, muy relacionada con la definicién de distancia entre fi-
las y columnas del AC que vimos en el capitulo 7. En realidad, el cdlculo de la pér-
dida de homogeneidad es exactamente igual al calculo de la distancia ponderada
(7.6), aplicada a la matriz binaria. En la imagen 20.3 mostramos el mapa asimé-
trico de ACM de todos los N=871 encuestados (en coordenadas principales) y las
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J=20 categorias (en coordenadas estandares). Esto significa que los encuestados
se hallan en los centroides de las categorias, siendo los pesos los valores relativos
de las filas de la matriz binaria. Cada encuestado tiene un perfil que consta de
ceros, y valores de + en las posiciones correspondientes a las cuatro respuestas.
Por tanto, el punto correspondiente a cada encuestado se halla en la posicion de
la media ordinaria de sus respuestas. En el mapa (imagen 20.3) hemos etiquetado
los encuestados #679 y #521. Las respuestas del individuo #679 son: (A4, B5, C5,
D1I). Es decir, esta en desacuerdo con las tres primeras preguntas y de acuerdo
con la cuarta —en el mapa hemos unido mediante trazo discontinuo este indivi-
duo, situado a la izquierda, con las categorias correspondientes a sus respuestas—.
Se trata de una fuerte y consistente opinion a favor de la ciencia. En contraste, las
respuestas del individuo #521 son mas variadas: (AI, B4, CI, DI). Este ultimo
individuo opina que creemos demasiado en la ciencia y que la interferencia de
los humanos en la naturaleza empeorara las cosas. Sin embargo, también estd muy
de acuerdo en que la ciencia solucionara nuestros problemas medioambientales,
al mismo tiempo que opina que la ciencia hace mas dano que bien. Este tipo de
respuestas explica el hecho de que DI se haya acercado hacia el centro del mapa,
entre las dos opiniones extremas. Cada encuestado se halla en la media de sus
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la suma de las distancias al
cuadrado entre los puntos
correspondientes a los
individuos y sus respuestas
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

cuatro respuestas. Para cualquier configuracion de respuestas categoricas, los en-
cuestados se hallaran en la posicién media. El mapa que mostramos en la imagen
20.3 es 6ptimo en el sentido de que las lineas que unen los encuestados con las
categorias son las mas cortas posibles (en términos de sumas de distancias al cua-
drado). Llamamos diagrama de estrellas a los diagramas resultantes de unir los pun-
tos correspondientes a los individuos con los de sus respuestas. Podriamos decir
que el objetivo del ACM es la obtencion de diagramas de estrellas con las menores
distancias entre los individuos y sus respuestas en el sentido minimo-cuadratico. El
namero de uniones entre los puntos correspondientes a los N encuestados y los
correspondientes a sus Q respuestas es NQ. La pérdida de homogeneidad es la
media de los cuadrados de las uniones (por ejemplo, en (20.2) donde Q = 4,
dividimos la suma de los cuatro cuadrados por 4; para los N individuos dividimos
la suma de cuadrados por 4N). Por tanto, la media de la suma de las uniones al cua-
drado en la primera dimensién es 1 — 0,457 = 0,513 y en la segunda dimensién es
1-0,413 = 0,587. Por el teorema de Pitagoras, la media de la suma de las uniones
al cuadrado en el mapa bidimensional de la imagen 20.3 es 0,513 + 0,587 = 1,100.

En el ejemplo que nos ocupa con datos sobre la ciencia y el medio ambiente, vi-
mos que la pregunta D no esta muy correlacionada con las restantes (pag. 210).
En este contexto, si hubiéramos querido obtener un indicador global de la opi-
nion de la gente sobre la ciencia, hubiéramos dicho que estos resultados nos
muestran que la pregunta D empeoraba la fiabilidad de la puntuacion total, y que
lo mejor habria sido eliminarla. En teoria de fiabilidad suponemos que las Q pre-
guntas o items miden una estructura subyacente. La alfa de Cronbach es una medi-
da estandar de fiabilidad definida como:

a= QQ_ 1[1-25;5J (20.3)

donde s; es lavarianza de la puntuacién del item ¢-ésimo, ¢=1,..., Q (por ejemplo,

las varianzas de @, b, cy d) y ' es la varianza de la suma de las puntuaciones media
(por ejemplo, la varianza de (a + b + ¢ + d)). Aplicando esta definicién a la primera
dimension del resultado del ACM, vemos que la alfa de Cronbach se reduce a:

a= %(1 - Ql/ll ) (20.4)

donde 4, es la primera inercia principal de la matriz binaria. Por tanto, cuanto ma-
yor sea la inercia principal, mayor serd la fiabilidad. Utilizando Q =4y 4, = 0,4574
(cuatro digitos significativos para aumentar un poco la exactitud) obtenemos:

a= é(1—;) - 0,605
3 4x0,4574

212



PROPIEDADES DEL ESCALADO OPTIMO DEL ACM

Una vez visto el comportamiento de la pregunta D, una posibilidad es eliminarla
y hacer de nuevo los calculos con las tres preguntas que estan altamente inter-
correlacionadas. No mostramos aqui estos resultados, solamente senalaremos que
la primera inercia principal correspondiente a estas tres variables es 4, = 0,6018,
con un incremento de fiabilidad hasta « = 0,669 (utilizando (20.4), con Q = 3).
Como comentario final es interesante que nos demos cuenta de que la media de
las correlaciones al cuadrado de un conjunto de variables aleatorias, cuyas corre-
laciones dos a dos no son iguales a cero, es igual a 1/Q, lo que corresponde a una
alfa de Cronbach igual a 0. EI valor 1/Q es exactamente el umbral que hemos
utilizado en (19.7) para ajustar las inercias principales (valores propios), y es
también la inercia principal media del ACM de la matriz binaria que hemos men-
cionado en el capitulo 18.

1. En el contexto de dos variables, definimos el escalado 6ptimo como la busque-
da de valores numéricos para las categorias de una variable que lleven a Ia se-
paracion maxima de los grupos definidos por la otra variable. Este problema
es equivalente a hallar los valores numéricos, para las categorias, que conduz-
can a la maxima correlacién entre las variables fila y las variables columna.

2. En un contexto multivariado, el escalado 6ptimo consiste en la busqueda de
valores numéricos para las categorias de todas las variables que optimicen la
correlacion entre las variables y su suma (o promedio). En concreto, maximi-
zamos la media de las correlaciones al cuadrado de los valores numéricos de
cada variable, puntuaciones de los items, con su suma (o promedio), es decir, su

puntuacion.

3. De forma equivalente, el andlisis de homogeneidad consiste en minimizar el pro-
medio de las varianzas de las puntuaciones de los items de cada encuestado de

la muestra.

4. En general, la aproximacion al ACM como un escalado 6ptimo, ejemplificado
por el analisis de homogeneidad, es el mejor marco para la interpretacion de
los resultados del ACM de una matriz binaria. Es mejor interpretar las inercias
principales y su descomposicion como correlaciones que de forma geométri-
ca, tal como haciamos en el AC simple.

5. La primera inercia principal del ACM, versién binaria, presenta una relacion
monotoénica con la fiabilidad expresada con la alfa de Cronbach: cuanto mayor
sea la inercia principal, mayor sera la fiabilidad.

6. Dado que las coordenadas estandares de la matriz binaria, de la matriz de Burt
y de la forma ajustada son idénticas, podemos aplicar las propiedades de esca-
lado 6ptimo a las tres versiones del ACM.
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CAPITULO

Analisis de correspondencias de subgrupos

A menudo conviene analizar s6lo una parte de la matriz de datos, dejando fuera
algunas filas y/o columnas. Asi, por ejemplo, puede que nos convenga analizar
de forma separada las columnas en grupos que formemos siguiendo algtun crite-
rio sustantivo. O puede ocurrir, por ejemplo, que sea conveniente excluir del
analisis categorias con valores perdidos. En estas situaciones podriamos aplicar
directamente el AC a la submatriz de interés; pero, al proceder de esta manera,
puede ocurrir que los valores marginales de uno o ambos margenes de la subma-
triz sean distintos de los de la matriz original y, en consecuencia, cambien los
perfiles, las masas y las distancias. Sin embargo, en el andlisis de correspondencias de
subgrupos, el procedimiento de analisis que presentamos en este capitulo para la
determinacién de masas y distancias x* de cualquier submatriz, utilizamos los
valores marginales originales de la matriz completa. Este tipo de analisis tiene
muchas ventajas; asi, por ejemplo, nos permite descomponer la inercia total de
la matriz original en las distintas submatrices, de manera que la informacion,
contenida en la matriz de datos original queda recogida en las submatrices

analizadas.
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LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Los datos sobre autores en lengua inglesa de la tabla de la imagen 10.6 son un buen
ejemplo de tabla que podemos dividir de forma natural (el alfabeto inglés esta for-
mado por 21 consonantes y 5 vocales). En el capitulo 10, vimos que la inercia total
de esta tabla era muy baja, 0,01873 pero, sin embargo existia una clara estructura en
las filas (los 12 textos de seis autores). Podria ser interesante ver el resultado del AC
de vocales y de consonantes de forma separada. Una posibilidad seria analizar sin
mas las dos submatrices; la submatriz de 12 x 21 de frecuencias de consonantes y la
submatriz de 12 x 5 de frecuencias de vocales. No obstante, proceder de esta mane-
ra implicaria recalcular los valores de los perfiles de cada texto en relacion con los
valores marginales de las nuevas submatrices. Por ejemplo, en el analisis de conso-
nantes, calculariamos las frecuencias relativas de b, c, d, f, ..., etc. en relacion con el
nuamero total de consonantes del texto, y no en relacién con el nimero total de le-
tras. De esta manera, la masa de cada texto seria proporcional al recuento de conso-
nantes, y no al nimero total de letras. Los perfiles de las consonantes se mantendri-
an invariables, sin embargo, las distancias x* entre ellos serian distintas ya que éstas
dependen de las masas de las filas que, como hemos comentado, han cambiado.

El analisis de correspondencias de subgrupos es una aproximacion alternativa, con
muchas ventajas. En dicho andlisis para el calculo de masas y de distancias utiliza-
mos los valores marginales de la matriz original. Ello conlleva introducir una mo-
dificacién muy simple en el algoritmo de calculo del AC: todo lo que tenemos que
hacer es suprimir los calculos de las sumas marginales «locales» de la submatriz se-

leccionada, y mantener los valores de los calculos realizados con la matriz original.

Aplicando el AC de subgrupos a la tabla de frecuencias de consonantes (pags.
315-316), obtenemos el mapa de la imagen 21.1. Aqui en vez de mostrar el mapa
simétrico o el asimétrico, mostramos el biplot estandar del AC (cap. 13). Dado
que los textos estan en coordenadas principales, las distancias entre puntos son
aproximadamente distancias x*. En el célculo de las distancias x* s6lo tenemos en
cuenta las consonantes; dejamos fuera las vocales. Expresamos las consonantes en
coordenadas estandares multiplicadas por las raices cuadradas de las correspon-
dientes frecuencias relativas de las consonantes (es decir, las frecuencias relativas
de las 26 letras; recordemos que las sumas marginales son siempre las de la tabla
original). En cada eje, las raices cuadradas de las longitudes de los vectores de
consonantes son proporcionales a sus contribuciones al eje. Razén por la cual la
letra y es tan importante en el segundo eje (mas del 50%). Los biplots estandares
funcionan igual de bien para tablas con inercias bajas o altas, y en este ejemplo, con
una inercia extremadamente baja, es particularmente tutil. Comparando este mapa
con el mapa asimétrico de la imagen 10.7, vemos que las letras apuntan mds o me-
nos hacia las mismas direcciones. También vemos que la configuracién de los textos
es bastante similar. La inercia total del mapa es de 0,01637, valor exactamente igual
a la suma de las inercias de las consonantes del analisis completo. En la pagina 111
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vimos que la inercia total de la tabla completa era de 0,01873; por tanto, la inercia
atribuible a las consonantes es del 87,4% (0,01637 con relacién a 0,01873) de la
inercia total. Asi, pues, una vez visto que la mayor parte de la inercia es atribuible
a las consonantes, no debe sorprendernos que los mapas del analisis completo de
la imagen 10.7 y en el andlisis de subgrupos de la imagen 21.1 sean muy similares.

Hemos visto que podemos descomponer la inercia total de la tabla original en
inercia de consonantes e inercia de vocales de la siguiente manera:

inercia total = inercia de consonantes + inercia de vocales
0,01873 = 0,01637 + 0,00236
(87,4%) (12,6%)
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Imagen 21.2:

Andlisis de subgrupos de
vocales en el ejemplo sobre
los autores; biplot estandar
de filas, es decir, filas
(textos) en coordenadas
principales y columnas
(letras) en coordenadas
estandares multiplicadas
por 1as raices cuadradas de
las masas de las columnas

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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A pesar de que las vocales son letras relativamente mas frecuentes (las cinco vo-
cales representan el 38,3% del total de letras, mientras que las 21 consonantes re-
presentan el 61,7%), la inercia de la submatriz de vocales es mucho menor, sélo
el 12,6% de la inercia total original. En el mapa de la imagen 21.2 mostramos,
igual que antes para las consonantes, el biplot estandar de las vocales. La menor
dispersion de los textos con relacioén a los vectores de las letras es muy aparente y
contrasta con el mapa de la imagen 21.1. Sin embargo, bastantes pares de textos
siguen hallandose muy cerca. Podemos observar que las letras e y o0 se hallan en
posiciones opuestas, a la izquierda y a la derecha, respectivamente. Asimismo se
hallan en posiciones opuestas los textos de Buck y los de Faulkner. De los seis au-
tores, los textos de Holt parecen ser los mas distintos. En el capitulo 25 veremos
las pruebas de permutaciones que nos permitiran contrastar la significacion de
estos resultados. Anticipandonos un poco, podemos indicar que el emparejado
de textos en los mapas es altamente significativo tanto para las consonantes como

para las vocales.
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Cuando trabajemos con datos categéricos multivariantes, la idea de dividir la ma-
triz original en submatrices y luego aplicar el ACM es muy ttil para investigar si
existen estructuras en determinadas submatrices. Asi, en datos procedentes de
encuestas puede ser interesante, desde un punto de vista sustantivo, centrarnos
en un determinado subgrupo de respuestas. Por ejemplo, centrarnos sélo en las
categorias de acuerdo, en una escala de acuerdo/desacuerdo con cinco respues-
tas posibles, o centrarnos unicamente en las respuestas intermedias («ni de acuer-
do ni en desacuerdo»), o en respuestas no sustantivas («no sabe», «no contesta»,
«otras», etc.). O, simplemente, podria ser que quisiéramos excluir las respuestas
no sustantivas y concentrarnos sélo en las que si lo son. En todos estos casos, el
analisis de subgrupos nos permitira ver de forma mas clara la relacién entre este
tipo especial de respuestas y las variables demograficas, lo que posiblemente no
ocurriria si analizdramos todas las respuestas conjuntamente. La posibilidad de
hacer submatrices nos permite, para diferentes grupos de categorias, dividir la va-
riabilidad de los datos en partes que, luego, podemos visualizar separadamente.
La manera de realizar el ACM de subgrupos consiste en llevar a cabo el AC de
subgrupos a las partes adecuadas de la matriz binaria o de la matriz de Burt, como

veremos a continuacion.

Volvamos a los datos sobre el trabajo de las mujeres que introducimos en el capi-
tulo 17 y analizamos en el capitulo 18 utilizando el ACM. Las cuatro preguntas
tienen prevista una categoria, etiquetada en los mapas con el simbolo ?, para las
respuestas del tipo «no sabe» y las respuestas perdidas. Estas categorias tienen un
papel muy prominente en el primer eje principal del ACM (imagen 18.2). Vamos
realizar un analisis de subgrupos restringido a las respuestas sustantivas de las
cuatro variables, etiquetadas como T (trabajo a tiempo completo), t (trabajo a
tiempo parcial) y C (permanecer en casa), prescindiendo asi de las columnas de
la matriz binaria correspondientes a respuestas no sustantivas ?; en el analisis
utilizaremos los valores marginales de filas y de columnas de la matriz binaria
original. Dado que en este caso en particular, las sumas de las filas de la matriz
binaria son iguales a 4, en el anadlisis de subgrupos para la ponderacién de las fi-
las (encuestados) mantendremos este valor. Los valores de los perfiles seguiran
siendo ceros o i. Es decir, los encuestados con cuatro respuestas sustantivas ten-
dran cuatro valores 1 en sus perfiles, mientras que los que tengan tres respuestas
sustantivas tendrdn tres valores 1y asi sucesivamente. Por el contrario, si simple-
mente prescindiéramos de las columnas no sustantivas y llevaramos a cabo el AC
ordinario sobre la matriz binaria, tendriamos valores de % para los encuestados con
tres respuestas sustantivas, + con dos, y 1 con sélo una. Ademads, serfa imposible
calcular los perfiles de los casos con cuatro respuestas no sustantivas. Cosa que no
ocurre en el AC de subgrupos. Este tipo de casos con s6lo ceros se sitian en el
origen en el mapa. La inercia total del AC de subgrupos, con 12 categorias, es de
2,1047. Dado que la inercia total la matriz binaria completa es de 3, vemos que
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Imagen 21.3:

Matriz de Burt de las cuatro
variables categdricas de la
imagen 184, arreglada de
manera que todas las
categorias correspondientes
a respuestas no sustantivas
( 2) se hallan en la tiltimas
filas y columnas. Todas las
respuestas sustantivas ( T,
ty C) 12 x 12, se hallan
en la parte superior
izquierda, mientras que la
esquina inferior izquierda de
4 X 4 contiene la
concurrencia de las
respuestas no sustantivas
(«no sabe/Valores
perdidos»)

Analisis de subgrupos de
la matriz de Burt

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

T It IC 2T 2t 2C 3T 3t 3C 4T 4t 4C 17 22 37 42
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172 7 1 181 0 0] 127 48 4| 165 15 0 1 0 2 1
1107 129 6 0 1299 0] 219 997 61| 972 239 13 57 0 22 75
1131 335 72 0 0 1646 24 989 573 | 760 616 84 | 108 0 60 186
355 16 1| 127 219 24| 379 0 0] 360 14 1 7 9 0 4
1710 261 17 48 997 989 0 2084 0| 1348 567 23 96 50 0 146
345 181 61 4 61 573 0 0 642 | 202 286 73 55 4 0 81
1766 128 14 | 165 972 760 | 360 1348 202 | 1959 0 0 51 62 49 0
538 293 21 15 239 616 14 567 286 0 897 0 45 27 30 0

40 17 38 0 13 84 1 23 73 0 0 97 2 0 0 0

0 0 0 1 57 108 7 96 55 51 45 21 362 196 204 264
91 5 0 0 0 0 9 50 4 62 27 0] 196 292 229 203
91 18 0 2 22 60 0 0 0 49 30 0] 204 229 313 234

157 38 6 1 75 186 4 146 81 0 0 0] 264 203 234 465

la inercia se ha descompuesto en 2,1047 (70,2%) para las categorias sustantivas y
0,8953 (29,8%) para las no sustantivas. Las inercias principales y los porcentajes
de inercia de las dos primeras dimensiones de la submatriz analizada son de
0,5133 (24,4% del total de 2,1047) y de 0,3652 (17,4%) sobre este mismo total.
Por tanto, el porcentaje global de inercia explicada por la soluciéon bidimensional
es del 41,8%. Igual que ocurria en el ACM, estos porcentajes son artificialmente
bajos. Como vimos en el capitulo 19, y como veremos a continuacién, podemos
mejorar el mapa implementando un ajuste de los factores de escala de los ejes.

Igual que vimos en el ACM, podemos mejorar el mapa del AC de subgrupos lle-
vando a cabo el analisis en la parte apropiada de la matriz de Burt. Para ilustrar
este procedimiento, consideremos la matriz de Burt que vimos en la imagen 18.4
del capitulo 18. Podemos reacomodar dicha matriz de manera que todas las cate-
gorias de la submatriz de interés se hallen, como mostramos en la imagen 21.3,
en la parte superior izquierda de la tabla concatenada. Asi, la submatriz de interés
de 12 x 12 esta formada por cuatro tablas con tres respuestas sustantivas en cada
una de ellas. Ahora, las cuatro respuestas no sustantivas se hallan en las ultimas
cuatro filas y cuatro columnas de la matriz. El AC de subgrupos da una inercia to-
tal de 0,6358, y unas inercias principales (y porcentajes) de 0,26354 (41,4%) y de
0,1333 (21,0%) para las dos primeras dimensiones. Igual que ocurria con el ACM,
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obtenemos una mejora del mapa con relacion al AC de subgrupos llevado a cabo
en la matriz binaria. Ahora llegamos a explicar el 62,4% de la inercia, mientras
que con el analisis anterior llegabamos a explicar el 41,8% de la inercia. Fijémo-
nos también en que la relacion entre el AC de subgrupos en la matriz binaria y
en la matriz de Burt es la misma que vimos para el ACM habitual: las inercias prin-
cipales en el AC de subgrupos en la matriz de Burt son los cuadrados de las de la
matriz binaria, asi, por ejemplo, 0,2635 = 0,5183%

El problema de las bajas inercias es el mismo que vimos con el ACM. Efectivamen-
te, en la diagonal de la tabla concatenada de la imagen 21.3, podemos ver matri-
ces diagonales de 3 x 3 que interfieren en los resultados del AC del subgrupo de
interés. Al igual que antes, es posible ajustar el resultado mediante andlisis de la
regresion, de manera que se ajusten de forma 6ptima las matrices que se hallan
fuera de la diagonal. Esto implica disponer en forma de vector los elementos de
las seis tablas situadas fuera de la diagonal, cada una de ellas con nueve elemen-
tos, como si fuera un vector de 54 elementos y, asi, constituir los elementos de la
variable «y» de la regresion. Tenemos que expresar estos elementos como en
(19.2), es decir, como cocientes de contingencia menos 1. Formaremos las dos va-
riables «x» (para la solucion bidimensional) multiplicando las correspondientes
coordenadas estindares. Hallaremos los valores 6ptimos de los factores de escala
como anteriormente, por minimos cuadrados ponderados (cap. 19), y asi obtene-
mos un ajuste de R* = 0,849. Desafortunadamente en este caso no parece que exis-
ta atajo alguno, como ocurria para el ACM [ecuaciones (19.5) y (19.7)]. A partir
de la regresion de minimos cuadrados ponderada obtenemos los factores de es-
cala 0,3570y 0,1636, que hemos utilizado para obtener las coordenadas principa-
les y el mapa de la imagen 21.4. Los cuadrados de estos factores de escala son las
inercias principales, 0,1275 y 0,0268, que mostramos en los ejes. El porcentaje de
inercia explicado por la solucion bidimensional ajustada, R?, es del 84,9% (como
vimos anteriormente, no podemos calcular los porcentajes de los ejes individua-
les ya que la solucién no es anidada).

El procedimiento de representaciéon de puntos adicionales depende de como ha-
yamos dividido en grupos las filas o las columnas. Asi, por ejemplo, en el caso de
los datos de textos de diferentes autores, hemos dividido las letras en dos grupos,
y analizamos la submatriz de vocales (imagen 21.2). En este caso, las filas (textos)
que no hemos dividido en grupos estan centradas. Sin embargo, las columnas,
que si se han dividido, no lo estan. Si quisiéramos proyectar la letra Y sobre el
mapa del AC del grupo de las vocales, para no tener que centrar el perfil de la Y,
lo que hariamos es utilizar las coordenadas centradas en cero ¢,, (es decir, los vér-
tices de las filas). Es decir, la media ponderada usual proporciona las coordena-
das principales (véase el cap. 12) y la formula especifica de transicion (14.2) apli-
cable a este caso (para una solucion bidimensional) es:
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Imagen 21.4:

Mapa del AC de subgrupos
de las respuestas
categdricas sustantivas
(excluidas las respuestas no
sustantivas). Hemos
ajustado la solucidn para
hallar el mejor ajuste de las
tablas de fuera de la
diagonal, lo que lleva a una
mejora considerable del
ajuste total, explicandose el
84,9% de la inercia

Puntos adicionales en el
ACM de subgrupos

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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donde y, es el i-ésimo valor de perfil de Y. Por otra parte, si quisiéramos proyectar
un nuevo texto con valores de perfil ¢ en el subgrupo de interés (su suma es igual
a la proporcion de vocales en ese texto, no es 1), tendriamos que centrar los da-
tos con relacion a los valores originales ¢ del centroide, antes de llevar a cabo el
producto escalar con las coordenadas estandares de las columnas y,,:

Y-y, k=12 (21.9)
J

Fijémonos que para situar un punto adicional en el AC de subgruposy en el AC ha-
bitual, se puede hacer siempre este tipo de centrado. Sin embargo, no es necesario
cuando las coordenadas estindares cumplen que X, 7¢, =0y Z]_ ¢¥, =0, lo que
ocurre cuando la suma se lleva a cabo con relacion a todos los datos.

Los encuestados (filas) de la matriz binaria, asi como cualquier agrupacién de filas,
por ejemplo, segtin el nivel de educacion, género, etc., se pueden representar como
puntos adicionales. Igual que en el ACM usual, representamos las categorias de las
variables adicionales en los centroides de los puntos de los encuestados que se hallan
en estos grupos. En el mapa de la imagen 21.5 mostramos las posiciones de varias ca-
tegorias demograficas con relacion a los mismos ejes principales de la imagen 12.4.
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Nota: El significado de las abreviaciones se puede consultar en el capitulo 17, pagina 161; AO y AE indican Ale-

mania Occidental y del Este, respectivamente

1. La idea en el AC de subgrupos es visualizar una submatriz de filas o de colum-
nas (o de ambas) en subespacios del espacio original que se obtiene con todos
los datos. En este procedimiento, mantenemos el centroide original en el cen-
tro del mapa, también mantenemos las masas originales y los pesos de las dis-
tancias x°.

2. Dado que en el analisis de subgrupos se mantienen las propiedades del espa-
cio original, podemos descomponer la inercia total original en partes que co-
rresponden a las inercias de las distintas submatrices que componen la matriz

original.

3. Podemos implementar ficilmente el AC de subgrupos dejando de calcular los
valores marginales de las submatrices, de manera que en todos los cdlculos ha-
bituales del AC utilizamos los valores marginales originales (masas).

4. Aplicar el ACM a determinadas submatrices de categorias nos proporciona
una estrategia de analisis que puede ser muy 1til en el analisis de datos proce-
dentes de cuestionarios. Por ejemplo, podemos omitir los valores perdidos. Po-
demos centrarnos, para todas las respuestas, en un determinado tipo de cate-
gorias, y asi visualizar las dimensiones de esta submatriz sin interferencias de
las otras categorias.

5. Igual que en el ACM habitual, podemos aplicar el ACM de subgrupos a las ma-
trices binaria y de Burt. A continuacién podemos redimensionar los resultados
para asi optimizar el ajuste de las submatrices. Esto permite mejorar mucho los
porcentajes de inercia explicados en el mapa.

6. Podemos anadir puntos adicionales en el mapa de una determinada subma-
triz. En el ACM de subgrupos esta posibilidad nos permite poder relacionar
determinadas respuestas con categorias demograficas.
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CAPITULO

Analisis de tablas cuadradas

En este capitulo vamos a considerar el caso particular de las tablas de frecuen-
cias cuadradas. Es decir, cuando filas y columnas hacen referencia a los mismos
objetos en dos circunstancias distintas. Encontramos este tipo de datos en mu-
chas situaciones. Por ejemplo, en las tablas sobre la movilidad social, en las
matrices de confusién utilizadas en psicologia, en tablas de cambio de marcas
de los consumidores, en investigacion de mercados, en el estudio de referen-
cias cruzadas de articulos cientificos entre revistas, en matrices de transicion
entre comportamientos y en tablas de migraciéon. A menudo este tipo de tablas
se caracterizan por tener valores relativamente elevados en la diagonal. Estos
valores indican una asociaciéon muy fuerte que facilmente enmascara las asocia-
ciones mas sutiles situadas fuera de la diagonal, que no quedan reflejadas en
los ejes principales. Una aproximacion para poder aplicar el AC a tablas cua-
dradas es dividir el andlisis en dos partes: 1) un analisis de la parte simétrica de
la tabla, que absorbe la mayor componente de la inercia, incluyendo la diago-
nal y 2) un andlisis de la parte antisimétrica de la tabla, que contiene la infor-
macion situada fuera de la diagonal. Es la visualizacién de esta tltima compo-
nente la que muestra la magnitud y el sentido del «flujo» de filas a columnasy

viceversa.
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Conjunto de datos 12:
movilidad social y
profesiones de padres e
hijos

AC de tablas cuadradas

Imagen 22.1:

Tabla de contingencia
correspondiente a las
profesiones de padre e
hijos. Vemos, por ejemplo,
que las profesiones de los
hijos de los 50 padres
militares son: 28
militares, 4 maestros,
1 propietario rural,

3 abogados, étc.

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Para entrar rapidamente en materia, consideremos unos datos cldsicos sobre
movilidad social. Son unos datos sobre profesiones de padres e hijos que fueron pu-
blicados por Karl Pearson hace mas de 100 anos. Los mostramos en la tabla de la
imagen 22.1. Para crear esta tabla se hizo un recuento de las profesiones de padres
e hijos. Dado que muchos hijos tenian la misma profesion que sus padres, los valo-
res de la diagonal son elevados, algo que suele ser habitual en este tipo de tablas.
Sin embargo, también suelen aparecer asimetrias destacables. Asi, en el ejemplo
que nos ocupa, podemos ver que la suma de los valores de la primera fila (padres
militares) es 50, mientras que la suma de la primera columna (hijos militares) es 84.
El flujo de hijos hacia el ejército se produce de padres propietarios rurales (fila 7)
y comerciantes (fila 10). Por otra parte, los hijos de padres comerciantes experi-
mentan un gran flujo de salida hacia otras profesiones. Asi, observamos que hay
106 padres comerciantes, en cambio, los hijos que han elegido el comercio son 24.
El flujo de salida se produce hacia artistas, te6logos, escritores y militares.

Podemos utilizar el AC para visualizar esta tabla de contingencia (imagen 22.2).
La tabla tiene una inercia elevada (1,297), sin duda debido a las fuertes asociacio-
nes existentes entre filas y columnas. Por tanto es adecuado utilizar el mapa asi-
métrico. Es decir, expresaremos los perfiles de los padres en coordenadas princi-
pales, y los de los hijos en coordenadas estandares. Si el perfil de una profesion
de los padres tiene todo ceros excepto el valor de la diagonal, ello indica que esa
profesion se halla en el vértice de esa profesion. Asi, la segunda fila, correspon-
diente a artistas, es casi de este tipo, tienen el valor relativo mas elevado (51 de

PROFESION HIJOS

PROFESION PADRES MIL ART MAE ARTE TEO AGR PROP ABO ESC COM MED MAR PO D+C Sumas

Militares 28 0 4 0 0 o0 1 3 3 0 3 1 5 2 50
Artistas 2 51 1 1 2 0 o0 1 2 0 0 0 1 1 62
Maestros 6 5 7 0 9 1 3 6 4 2 1 1 2 7 54
Artesanos 0 12 0O 6 5 0 0 1 7 1 2 0 0 10 44
Teologos 5 5 2 1 564 0 0 6 9 4 12 3 1 13 115
Agricultores 0o 2 3 0 3 0 0 1 4 1 4 2 1 5 26
Propietarios rurales 7 1 4 0 14 0 6 11 4 1 8 38 17 7 88
Abogados 3 5 6 0 6 0 2 18 13 1 1 1 8 5 69
Escritores 0 1 1 0 4 0 0 1 4 0 2 1 1 4 19
Comerciantes 12 16 4 1 15 0 O 5 13 11 6 1 7 15 106
Médicos o 4 2 o0 1 0 O O 3 0 20 0 5 6 41
Marinos 1 3 1 0 o0 O 1 o 1 1 1 6 2 1 18
Politicos 5 0 2 o0 3 o0 1 8 1 2 2 3 23 1 51
Docentes y cientificos 5 3 0 2 6 0 1 3 1 0 0 1 1 9 32
Sumas 84 108 37 11 122 1 15 64 69 24 57 23 74 8 775
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62, el 82%) de padres e hijos con la misma profesién. En el mapa de la imagen
22.2 vemos que esta situacion se refleja por el hecho de que artistas (Art) quedan
muy alejados. Los padres artistas (Art) casi alcanzan el vértice correspondiente a
los hijos artistas (ART). La fila de artesanos (Arte) se halla entre los vértices ART y
D+C (docentes y cientificos) ya que, en términos relativos, bastantes hijos de pa-
dres artesanos acaban en estas dos profesiones (fila 4 de la imagen 22.1)

El problema que encontramos al tratar de visualizar una matriz cuadrada de este
tipo es la presencia de una poderosa diagonal que tiende a dominar el analisis.
Dado que el AC trata de explicar tanta inercia como sea posible, no es de extra-
nar que el resultado del analisis se vea muy influido por la gran fuente de inercia
que representa la diagonal, en detrimento del resto de la tabla que, sin embargo,
contiene interesantes flujos entre profesiones de padres e hijos. Para apoyar esta
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Imagen 22.2:

Mapa asimétrico del AC
sobre los datos de
movilidad de la imagen
221 las filas en
coordenadas principales.
Porcentaje de inercia
explicado: 51,0%.

La diagonal de la tabla
domina el AC



Simetria y antisimetria
en la tabla cuadrada

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

afirmacién con algunos nameros, basta con ver que los 14 valores de la diagonal
explican el 70,9% de la inercia total, mientras que los 182 valores que se hallan
fuera de la diagonal contribuyen con sélo el 29,1% de la inercia; es decir, pode-

mos descomponer la inercia total de la manera siguiente:

inercia total = inercia de la diagonal + inercia fuera de la diagonal
1,2974 = 0,9100 + 0,3774 (21.1)
100% = 70,9% + 29,1%

El mapa de la imagen 22.2 explica una inercia de 0,6613, que es el 51,0% de la
inercia total. Podemos repartir este valor entre los elementos de la diagonal y los
que quedan fuera de ésta, de la siguiente manera:

inercia explicada = inercia explicada + inercia explicada fuera
de la diagonal de la diagonal

0,6618 (51,0%) = 0,5483 (59,6%) + 0,1130 (29,9%)

Hemos expresado los porcentajes entre paréntesis con relacion a las inercias de
la expresion (22.1). Vemos que los elementos de fuera de la diagonal se explican
pobremente en comparacién con los de la diagonal.

Podemos descomponer la tabla en dos partes: una que contenga la parte simétrica de
la tabla, es decir, el flujo medio entre filas y columnas, y otra parte que incluya la
componente antisimétrica que cuantifique el flujo diferencial. Podemos expresar la
descomposicion de la tabla original, simbolizada por N, de la siguiente manera:

N:%(N+NT)+%(N—NT) (22.2)
=S+T
donde S es la parte simétrica, que contiene las medias de los valores situados en

los lados opuestos de la diagonal, y T la componente antisimétrica, con la mitad
de las diferencias:

1 1
8, = 5(";7 + nﬁ) l;= §(nij - nji) (22.3)

La siguiente expresion ilustra esta descomposicion para los datos situados arriba
ala izquierda en la tabla de la imagen 22.1:

28 0 4 0 - 28 15 0 - 0 -1 -1 0 -

25111 - 1 51 3 65 - 1 0 -2 =55 -

6 57 0 -|= 37 0|41 2 0 0 -
6 -

012 0 0650 6 - 055 0 0 -
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Por ejemplo, transformamos el valor 1 correspondiente a la segunda fila 1 (pa-
dre artista) y cuarta columna (hijo artesano) y el valor 12 correspondiente a la
cuarta fila (padre artesano) y segunda columna (hijo artista), en su valor medio
6,5 que situados en las celdas correspondientes de S, y las desviaciones de la
media * 5,5 que situamos en las correspondientes celdas de T. La matriz simétri-
ca tiene la misma diagonal que la tabla original y como hemos visto s, = s,. En
cambio, la matriz antisimétrica tiene ceros en la diagonal. La antisimetria consis-
te en que los elementos situados en los lados opuestos de la diagonal tienen los
mismos valores absolutos pero signos opuestos, es decir, ;= —,.

Aplicaremos el AC a la matriz simétrica y a la matriz antisimétrica, de forma sepa-
rada. En el mapa de laimagen 22.3 mostramos el mapa de la matriz simétrica, con
s6lo unas coordenadas, ya que las coordenadas de filas y columnas son idénticas.
Salvo por el hecho de que cada profesion tiene un solo punto, el mapa se parece
mucho al de la imagen 22.2. El mapa muestra la asociacién global entre profesio-
nes de padres e hijos. En los ejes, el primer porcentaje, entre paréntesis, hace re-
ferencia a la inercia explicada con relacioén a la tabla asimétrica original, mientras
que el porcentaje en cursiva, también entre paréntesis, hace referencia a la iner-
cia explicada con relacién a la inercia total de la parte simétrica S visualizada.
Fijémonos en que los valores marginales de filas y de columnas de S son medias
de los valores marginales de la matriz asimétrica N. De esta manera, si las masas
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Imagen 22.3:

AC de la parte simétrica de
la imagen 22.1. Los
primeros porcentajes se han
calculado con relacidn a la
inercia total de 1,5991,
mientras que los
porcentajes en cursiva se
han calculado con relacion
a la inercia de la parte
simétrica de 1,1485

AC de la parte simétrica



AC de la parte
antisimétrica

AC simultaneo de las
partes simétrica y
antisimétrica

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

de filas y de columnas de esta tltima matriz son r y ¢, respectivamente, entonces,
las masas de las filas y de las columnas de S son w = §(r+c).

Antes de que podamos aplicar el AC a la matriz antisimétrica T, tenemos que
superar dos problemas. El primero es que T tiene valores positivos y valores nega-
tivos. En realidad, la suma de los elementos de la matriz es cero. Por tanto, no tie-
ne sentido centrarla con relacién a sus valores marginales, el primer paso del
algoritmo del AC. Por tanto, tenemos que cambiar el algoritmo de manera que el
AC analice los datos sin centrarlos, y asi realizar directamente la normalizaciéon
que conduce a las distancias x°. Sin embargo, ello nos conduce al segundo pro-
blema: la suma de filas y de columnas, como masas, no tiene sentido. La solucién
obvia es adoptar las mismas masas que en S, es decir, las masas w definidas ante-
riormente. Parece, pues, que necesitamos un algoritmo especial para analizar T.
No obstante, existe un procedimiento que nos permite obtener la solucién de for-
ma simple recodificando los datos.

El mencionado procedimiento de recodificacion evita tener que implementar un
algoritmo especial para hallar la solucion del AC de la matriz antisimétrica. La idea
es formar una matriz que sea cuatro veces la tabla original N con el siguiente for-
mato (es facil de obtener con R: véase la pagina 317, o con una hoja de cdlculo):

N N’
NT N (22.4)

Es decir, formamos una nueva matriz compuesta en la que situamos la tabla origi-
nal N, arriba a la izquierda y abajo a la derecha, y su transpuesta arriba a la derecha
y abajo a la izquierda. A continuacion llevamos a cabo el AC en esta nueva matriz
compuesta. Si N es una matriz / x I, entonces la nueva matriz compuesta es una ma-
triz 27 x 21, con 2/ -1 dimensiones, /— 1 de las cuales corresponden exactamente a
las dimensiones de la matriz simétrica Sy el resto a las de la matriz antisimétrica T.
Es facil saber qué dimensiones corresponden a cada parte, ya que las dimensiones
de la matriz antisimétrica siempre ocurren en pares de inercias principales iguales.
Por ejemplo, en la tabla de la imagen 22.4, mostramos las 27 inercias principales
(valores propios) correspondientes a los datos sobre la movilidad social, donde
I=14. Los siete pares de dimensiones con inercias principales iguales (que mostra-
mos en negrita) corresponden al analisis antisimétrico yson: 3y 4, 10y 11, 14y 15,
17y 18,19y 20, 22 y 23, y finalmente 25 y 26. Las restantes 13 dimensiones corres-
ponden al analisis simétrico. La inercia total de la matriz simétrica es la suma de sus
respectivas 13 inercias principales: 0,3887 + 0,2320 + 0,1439 + ... = 1,1485, lo que
corresponde al 71,8% de la inercia total de 1,5991. La inercia total de la matriz
antisimétrica es la suma de 7 pares: 2 x 0,1584 + 2 x 0,0418 + ... = 0,4508, lo que
corresponde al 28,2% del total (fijémonos en que la inercia total de 1,5991, es

230



ANALISIS DE TABLAS CUADRADAS

Dim. Inercia principal Dim. Inercia principal Dim. Inercia principal
1 0,38868 10 0,04184 19 0,00309
2 0,23204 11 0,04184 20 0,00309
3 0,15836 12 0,02287 21 0,00166
4 0,15836 13 0,02205 22 0,00115
5 0,14391 14 0,01287 23 0,00115
6 0,12376 15 0,01287 24 0,00062
7 0,08184 16 0,01036 25 0,00038
8 0,07074 17 0,00759 26 0,00038
9 0,04984 18 0,00759 27 0,00015

mayor que la inercia de la matriz original, de 1,2974 (22.1), ya que hemos centra-
do la tabla con relacion a los valores marginales medios w de filas y columnas).

Como podemos ver en la tabla de la imagen 22.4, las dimensiones 1 y 2 son las que
mejor visualizan la matriz simétrica. Explican una inercia de 0,6217 de un total de
1,1485, el 54,0%, El AC de la matriz compuesta proporciona los resultados de filas
y de columnas repetidos; por tanto, utilizaremos s6lo un conjunto de coordenadas
principales para dibujar el mapa (para las dimensiones 1y 2, hemos utilizado el pri-
mer conjunto de coordenadas de la imagen 22.6; véase también el apéndice de cdl-
culo). Las dimensiones 3 y 4 son las mejores para visualizar la matriz antisimétrica.
Explican 0,3167 de 0,4506, es decir, el 70,3% de la inercia de la parte antisimétrica.
El mapa de la parte antisimétrica que mostramos en la imagen 22.5 tiene algunas
propiedades particulares. La primera es que, debido a la igualdad de las inercias
principales, las coordenadas pueden girar libremente en el mapa bidimensional. No
se identifican con relacion a los ejes principales, por tanto, no dibujamos estos ejes
en el mapa. La segunda es que, debido a la antisimetria de la matriz, los resultados
del AC de la matriz compuesta aparecen repetidos, pero con el signo cambiado.
En el mapa dibujaremos un s6lo conjunto de puntos —para dibujar el mapa de la
imagen 22.5 hemos utilizado el segundo conjunto de coordenadas para las dimen-
siones 3y 4 de la tabla de la imagen 22.6—. Para interpretar este tipo de mapas no
utilizamos las distancias entre puntos, sino que interpretamos las areas triangula-
res formadas por pares de puntos y el origen. Por ejemplo, comerciantes y docentes-
cientificos definen un gran tridngulo con relacién al origen, que interpretamos
como un fuerte flujo diferencial entre estas dos profesiones. La flecha en el senti-
do de las agujas del reloj, que hemos dibujado en el mapa, indica el sentido del
flujo de padres a hijos: los hijos de padres comerciantes son con relativa frecuencia
docentes-cientificos (en la tabla de la imagen 22.1 podemos ver que la frecuencia de
padres comerciantes — hijos docente-cientificos es 15, mientras que en sentido con-
trario la frecuencia es 0). Por tanto, generalizando, podemos decir que propietarios
rurales, agricultores, comerciantes y artesanos experimentan flujos de salida hacia es-
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Inercias principales de las
27 dimensiones del analisis
de la matriz compuesta de
28 x 28 (22.4) formada a
partir de los datos sobre
movilidad social. Las
inercias principales que
ocurren en pares
corresponden a la parte
antisimétrica

Visualizacion de las
partes simétrica y
antisimétrica
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Imagen 22.5: 0.5 0,1584 (9,9% / 35,1%)
AC de la parte antisimétrica
de la tabla de la imagen
22.1. Hemos calculado los
primeros porcentajes con
relacion a la i_nercia total de Propietarios rurales
1,5991, f_n/entras que los ° « Agricultores
porcentajes en cursiva se
han calculado con relacion o 01584 (9.9% / 35 1%
ala inercia de a parte T Ty o . 1584 (9,9%/ 35,1%)
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critores y docentes-cientificos. Algunos pares de profesiones definen, con relacion al
origen, dreas triangulares muy pequenas como, por ejemplo, militares, politicos y
marinos, lo que indica que no se produce un flujo entre estas profesiones. Sin em-
bargo, podrian experimentar flujos de entrada de agricultores, artesanos, etc.
Imagen 22.6: ] ] - - -
ey PROFESION Dim. 1 Dim. 2 Dim. 3 Dim. 4
Coordenadas principales de
"%Z;ef;gs d‘f Z/Z ’f;”; Militares 0,632 0,671 ~0,011 0,416
2 tols s oy 055 e B L
movilidad social. Las aestros 5 ; o ,
coordenadas de las ~ Artesanos 0,867 -0,298 —0,847 0,092
dimensiones siméiricas (en  Te6logos -0,077 -0,709 -0,189 0,305
este caso las dos primeras) : : : :
son simples repeticiones, Militares -0,632 0,671 0,011 -0,416
mientras que las de la parte  Artistas 1,521 0,520 -0,089 -0,423
asimétrica (las dimensiones ~ Maestros ~0,195 0,073 0,351 ~0,141
3y 4) son iguales, pero e ptesanos 0,867 ~0,298 0,847 0,092
SIgn0 OUESID  1es0g0s -0,077 -0,709 0,189 -0,305
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1. Las tablas cuadradas con el mismo tipo de elementos en filas y en columnas  RESUMEN:
son especiales debido a que los valores de su diagonal desempefian un papel  Andlisis de tablas
predominante en el analisis que, a menudo, enmascara las estructuras de la ta- cuadradas

bla que quedan fuera de la diagonal.

2. Una alternativa al AC habitual es dividir la tabla en dos partes: una parte simé-
lrica 'y otra antisimélrica, de manera que esta ultima —en general, de menor
inercia que la parte simétrica— capture las asimetrias de la tabla.

3. Analizamos la parte simétrica de la forma habitual, sin embargo, para analizar
la parte antisimétrica utilizamos un algoritmo de calculo del AC que elimina
el centrado y la normalizacion de la tabla con respecto a sus valores margina-
les; para estos datos no tendria sentido utilizar los valores marginales como

masas.

4. En ambos analisis, las masas que utilizamos para ponderar y para las distancias
%° son las medias de las masas de filas y de columnas de la tabla original.

5. Otra posibilidad de analisis es que apliquemos el AC a una matriz compuesta
formada por la tabla original arriba a la izquierda y abajo a la derecha, y su
transpuesta arriba a la derecha y abajo a la izquierda. Las dimensiones corres-
pondientes a la parte simétrica tienen inercias principales tinicas, mientras
que las de la parte antisimétrica ocurren en pares iguales.

6. Interpretamos el mapa de la parte simétrica de la forma habitual, es decir, este
mapa muestra la asociacion global entre los elementos de la tabla.

7. Sin embargo, interpretamos el mapa de la parte antisimétrica, que posee una
geometria especial, con relacion a las areas de triangulos formados por pares
de puntos y el origen. Dichas areas indican la intensidad de las asimetrias en-
tre estos pares de elementos de la tabla. La direccion de la asimetria es la mis-
ma para todos los pares de puntos del mapa.
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CAPITULO

Recodificacion de datos

Hasta ahora, en los 22 capitulos anteriores hemos trabajado con tablas de
frecuencias; con tablas simples (capitulos 1 a 16 y 22) o con tablas compuestas
(capitulos 17 a 21). En este capitulo vamos a tratar con datos de naturaleza
distinta. Veremos cémo recodificarlos, o transformarlos, para que podamos
visualizarlos utilizando AC. Este procedimiento fue muy bien desarrollado por
Benzécri que, antes de visualizar los datos utilizando AC, utilizaba distintos pro-
cedimientos para transformarlos. Los datos que veremos en este capitulo derivan
de escalas de grados, de preferencias, de comparaciones por pares o de escalas
continuas. En todos estos casos deberemos recordar el paradigma fundamental
del AC: el AC analiza recuentos. Por tanto, si somos capaces de transformar los
datos a algun tipo de recuento, entonces es probable que sea apropiado aplicar
AC. Para comprobar que la transformacién es apropiada, tendremos que confir-
mar que tienen sentido los conceptos de perfil, de masa y de distancia .
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En el capitulo 20 vimos una escala de grados tipica, una escala de cinco puntos de
acuerdo/desacuerdo que utilizamos en el ejemplo sobre ciencia y medio ambiente:
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] O O O (]
Muy Bastante Ni de acuerdo Algo Muy
de acuerdo de acuerdo ni en desacuerdo en desacuerdo en desacuerdo

Analizamos estos datos como si se tratara de variables categéricas nominales. Con
este fin creamos una variable binaria para cada categoria y para recodificar los da-
tos. No aplicamos el AC a los datos expresados en la escala original de 1 a 5. En
la escala original, el concepto de perfil no tendria sentido ya que el perfil de la
respuesta [1 11 1] —muy de acuerdo con las cuatro afirmaciones—y el de la res-
puesta [5 55 5] —muy en desacuerdo con las cuatro afirmaciones— serian igua-
les. Otro tipo de escalas de grados que encontramos a menudo en ciencias socia-
les y en investigaciéon de mercados son:

— Una escala de nueve puntos (anadimos una categoria extra entre los puntos
de la escala de cinco puntos):

Od ] O O Od Od O O ]
Muy Bastante Ni de acuerdo Algo Muy
de acuerdo de acuerdo ni en desacuerdo en desacuerdo en desacuerdo

— Una escala de importancia de cuatro puntos:

O Od O ]
Nada Bastante Muy LExtremadamente
importante importante importante importante

— Una escala semantica diferencial de siete puntos en una encuesta sobre la
satisfaccion de los clientes:

Serwicio o o o o o Servicio
antipatico sumpatico

— Una escala de grados continua (por ejemplo, una escala de 0 a 10):

Muy insatisfecho 0 10 Muy satisfecho

En este dltimo ejemplo el encuestado puede escoger cualquier valor entre 0y 10,
incluso, si quiere, con decimales. Sin embargo, seguimos considerando los datos
como procedentes de una escala de grados. En consecuencia, llevaremos a cabo
la recodificacion de forma similar a la de los ejemplos anteriores. Fijémonos, sin
embargo, en que cuando el namero de puntos de las escalas es grande es poco
manejable utilizar variables binarias para codificar el ACM.

El doblado es el procedimiento de recodificacion que utilizamos habitualmente en
AC para datos procedentes de escalas de grados. Lo que hacemos es redefinir las es-
calas de grados como un par de escalas complementarias; el polo «positivo» o «ele-
vado», y el polo «negativo» o «bajo». Antes de llevar a cabo el doblado es recomenda-
ble que el extremo inferior de la escala de grados sea igual a cero. Asi, por ejemplo,
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Pregunta Pregunta A Pregunta B Pregunta C Pregunta D
A B c D A- A+ B- B+ C- C+ D- D+
2 3 4 3 1 3 2 2 3 1 2 2
3 4 2 3 2 2 3 1 1 3 2 2
2 3 2 4 1 3 2 2 1 3 3 1
2 2 2 2 1 3 1 3 1 3 1 3
3 3 3 2 2 2 2 2 2 2 2

- 0o

...y asi para las 871 filas

si trabajamos con las escalas de 1 a5y de 1 a 7, restarfamos 1 a los valores de las es-
calas para obtener las escalas de 0 a 4 y de 0 a 6, respectivamente. Estas nuevas esca-
las definen directamente el polo positivo. Damos por supuesto que los valores altos
corresponden a valores sustantivamente altos de la escala (por ejemplo, mucha satis-
facciéon, mucha importancia, muy de acuerdo). En las escalas de acuerdo/en des-
acuerdo que vimos anteriormente, los valores altos corresponden a un gran des-
acuerdo. Por tanto, en este caso, para evitar confusiones antes de proseguir el anali-
sis tendriamos que haber invertido la escala. Obtenemos el polo negativo restando
a M —el mayor valor del polo positivo (4, 6 u 8 para las escalas de grados, y 10 para
la escala 0-10 que vimos anteriormente)— los valores de la escala del polo positivo.
En la tabla de la imagen 23.1 hemos ilustrado este procedimiento para los datos so-
bre ciencia y medio ambiente que vimos en el capitulo 20. En la tabla de la imagen
23.1 mostramos las primeras 10 filas de datos y sus homologos doblados. Por ejem-
plo, el primer valor del encuestado 1 es un 2, restando 1 obtenemos el valor 1, su va-
lor doblado es 3. Por tanto, para la pregunta 1, aparecen los valores 1y 3 en la pri-
mera columna de doblado que hemos etiquetado como A-y A+ para indicar que los
valores calculados cuantifican el desacuerdo y el acuerdo, respectivamente, con re-
lacion a la primera pregunta. De manera similar, el valor original 3 de la segunda
pregunta se convierte en un 2 y en un valor doblado de 2, es decir, valores iguales
para los polos de desacuerdo y de acuerdo, B—y B+, y asi sucesivamente.

Podemos considerar los valores doblados como si fueran recuentos. Efectivamen-
te, los valores doblados 1y 3 indican el nimero de puntos de la escala que quedan
por debajo y por encima, respectivamente, del valor observado 1 (en la escala que
empieza por cero). En la escala original, la respuesta 2 («bastante de acuerdo» tie-
ne, en la escala, un punto por debajo [1] y tres por encima [3, 4y 5]). De la mis-
ma forma, la respuesta 3, «<ni de acuerdo ni en desacuerdo», se halla en el centro
de la escala, ya que tiene dos puntos por encima y dos por debajo. Es decir, la ta-
bla de datos doblados sustituye los datos originales midiendo la asociacién entre
cada encuestado y los polos de acuerdo y desacuerdo de la escala de grados. Es
necesario medir esta asociaciéon con ambos polos: si utilizaramos los valores de un
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Imagen 23.1:

Datos originales
correspondientes a las
variables sobre la ciencia y
el medio ambiente, y
codificado doble, para los
cinco primeros encuestados
de N = 871 (muestra de
Alemania Occidental)

Paradigma de recuento



Imagen 23.2:
AC correspondiente al
codificado doble de los
datos sobre ciencia y
medio ambiente, que
muestra sdlo los valores
derivados del codificado
doble. 1 porcentaje de
inercia explicada es del
70,6%. En cada uno de los
ejes, podemos imaginar la
escala de rangos a
intervalos iguales,
conectando los polos (es
decir, la escala de 1 a 5, de
la pregunta C). La media de
cada pregunta se halla
exactamente en el origen

Mapa del AC con la
escala de grados doble

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

0,8
0,0928 (26,8%)
D+
[ 3
1
1
1
1
1
1
1
0,4 T
[}
[}
I
I
k
]
C-&
--___4
TS --l__ 3 o —_—_—‘_Aj___—oB+
0 | B N R |
B-e- - - - TTEEE TTee-ol
v ~eC4 0,1517 (43,8%)
1
1
1
1
{
-0,4 -
1
1
1
L d
D—
-0,8
0,8 0,4 0 0.4 0.8

solo polo, los perfiles del AC no tendrian sentido ya que, por ejemplo, estar muy
de acuerdo o muy en desacuerdo con todas las preguntas tendrian los mismos per-
files y, por tanto, la misma posicién en el mapa.

Apliquemos el AC a la tabla de 8 columnas y 871 filas situada a la derecha de la
imagen 23.1. Todas las filas dan la misma suma (16 en este ejemplo). Por tanto,
las masas de los encuestados (filas) son iguales y, efectivamente, no tiene porqué
haber diferencias en los pesos de los encuestados. Los cuatro pares de columnas
dan la misma suma, por tanto, hay cuatro restricciones lineales en las columnas y
no solamente una como en el AC habitual. En consecuencia, la dimensionalidad

de la matriz de datos es 8 — 4 = 4. La inercia total y su descomposicion en los cua-
tro ejes principales es la siguiente:

0,3462 = 0,1517 (43,8%) + 0,0928 (26,8%) + 0,0529 (15,3%) + 0,0488 (14,1%)

En el mapa de la imagen 23.2 hemos representado las columnas en coordenadas
principales. Para cada pregunta tenemos dos puntos. Como muestran las lineas
de trazo discontinuo, los polos positivos se hallan, con relacion al origen, opues-
tos a sus homologos negativos. Vemos claramente que la pregunta D se halla fue-

ra de las alineaciones que muestran las otras tres preguntas. Lo mismo que vimos
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en el capitulo 20. Quizas habriamos esperado que D- estuviera a la derecha y que
D+ estuviera a la izquierda; en cualquier caso estas variables forman casi un an-
gulo recto con las restantes.

Los cuatro «ejes» de las escalas de grados pasan por el origen del mapa. Para re-
cuperar la escala original, podemos subdividir las lineas discontinuas entre polos
en cuatro intervalos iguales, y etiquetar los cinco puntos resultantes, como mos-
tramos para la pregunta C utilizando las etiquetas de la escala original de 1 a 5 (1
corresponde a «muy de acuerdo»). Para todas las preguntas se cumple que el ori-
gen del mapa corresponde a la media de los valores de las respuestas en sus co-
rrespondientes escalas. Asi, podemos ver en el mapa que las medias de las res-
puestas a las preguntas A y C se hallan mas en el lado de acuerdo (+) de la escala
de grados (para la pregunta C la media es 2,58), mientras que las medias de las
preguntas B y D se hallan ligeramente en el lado de desacuerdo. Otra forma de
verlo seria imaginar que los pesos de los puntos extremos de cada eje de escala
de grados es proporcional a la media de los valores de su polo (de esta manera
C+ se halla mas préximo al origen que C—, porque es «mads pesado»).

Los cosenos de los angulos formados por los cuatro ejes del mapa de la imagen 23.2
son, aproximadamente, las correlaciones entre variables. Por tanto, las variables A,
By C estaran correlacionadas positivamente ente si, mientras que no lo estan con
D. Los coeficientes de correlacion de las cuatro variables son los siguientes:

Preguntas A B C D

A 1 0,378 0,357 0,036
B 0,378 1 0,436 0,016
c 0,357 0,436 1 -0,062
D 0,036 0,016 -0,062 1

Ello concuerda con nuestra deduccion visual. Debido a que el mapa sélo explica el
70% de la inercia de los datos, no hemos recuperado de forma exacta los valores de
las correlaciones. Por ejemplo, B y C deberian formar un angulo mas pequeno que
Ay B. Lo veriamos de forma mas precisa en una representacion tridimensional de
los ejes de las escalas de grados.

Igual que en el AC habitual, cada encuestado tiene un perfil y, por tanto, una po-
sicion en el mapa. No obstante, como ocurre en el ACM con datos procedentes
de encuestas de grandes muestras, para nosotros tiene mas interés representar
como puntos adicionales grupos de individuos que las posiciones de cada indivi-
duo. Para ilustrarlo consideremos, para los datos anteriores, los datos clasificados
en hombres y mujeres de seis grupos de edad, es decir 12 grupos. Podriamos cal-
cular los valores medios de los mencionados grupos en la escala de grados. Lue-
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Imagen 23.3:

Puntos adicionales
correspondientes a hombres
¥ mujeres de cinco grupos
de edad. Todas las mujeres
se hallan en el lado
derecho (acuerdo), mientras
que los hombres —con
excepcion del grupo de
mayor edad— se hallan en
el lado de desacuerdo

Datos de preferencias

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS
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go los anadimos en el mapa como filas adicionales (dobladas). En el mapa de la
imagen 23.3 mostramos sus posiciones. Vemos que todos los grupos de mujeres
se sitian a la derecha del mapa. Es decir, en el lado de acuerdo de las preguntas
A, By C. A excepcion del grupo de hombres de mayor edad, los grupos de hom-
bres se hallan en el lado de desacuerdo de estas preguntas, es decir, son menos
criticos con el papel de la ciencia en el medio ambiente.

Podriamos considerar los datos de preferencias como un caso especial de datos
en escalas de grados y asi visualizarlos en AC como estos ultimos. En investigacion
de mercados es habitual pedir a los encuestados que ordenen productos de mas
a menos segun su preferencia, o que ordenen atributos de los productos de mas
a menos importantes. Asi, supongamos, por ejemplo, que tenemos seis produc-
tos, de A a I,y que un determinado individuo los ordena de la siguiente manera:

mas preferidos: B > E > A > C > F > D :menos preferidos

De acuerdo con esta ordenacion, a cada uno de los seis productos le correspon-
de los siguientes rangos:
B C D E r
3 1 4 6 2 5
Podemos considerar estos rangos como derivados de una escala de grados de seis
puntos. La diferencia con la escala de rangos habitual es que los encuestados se
han visto forzados a utilizar una sola vez cada uno de los valores de la escala. Sin

embargo, los podemos doblar de la manera habitual. En las etiquetas asignadas a
las columnas dobles, + indica mucha preferencia, y — muy poca preferencia:

A— A+ B- B+ C- C+ D- D+ E- E+ F- F+
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Datos originales Rangos de los datos
Paises D PIB Cl CCl CLUR D PIB CI CCl CLUR
Bélgica 8,8 102 104,9 3,3 89,7 7 7 7 7,5 5,5
Dinamarca 7,6 1344 117,1 1 92,4 5 12 11 1 8
Alemania 54 1281 126 3 90 3 11 12 6 7
Grecia 8,5 37,7 40,5 2 105,6 6 2 2 2 12
Espana 16,5 67,1 68,7 4 86,2 12 4 4 11 3
Francia 9,1 1124 110,1 2,8 89,7 8 9 9 4,5 5,5
Irlanda 16,2 64 60,1 4,5 81,9 11 3 3 12 2
Italia 10,6 1058 106 3,8 97,4 10 8 8 10 10
Luxemburgo 1,7 119, 110,7 2.8 95,9 1 10 10 4.5 9
Paises Bajos 9,6 99,6 96,7 3,3 86,6 9 6 5 7.5 4
Portugal 5,2 32,6 34,8 3,5 78,3 2 1 1 9
Reino Unido 6,5 95,3 99,7 2,1 98,9 4 5 6 3 11

TD: tasa de desempleo (%); PIB: producto interior bruto per capita (indice); CI: consumo individual (indi-

ce); CCI: cambio en el consumo individual (%); CLUR: costes laborales unitarios reales

De todas formas, es habitual que los encuestados puedan ordenar sé6lo los objetos
mas preferidos (por ejemplo, los tres mas preferidos). En tal caso, asignamos el mis-
mo rango a todos los objetos no seleccionados (la media de los rangos de las posicio-
nes no seleccionadas). Por ejemplo, si ordendaramos so6lo los tres mejores de seis pro-
ductos, asignariamos a los tres productos omitidos el rango 5, la media de 4, 5y 6.

Las comparaciones por pares son un tipo de ordenacién mas libre que la ordenacién por
preferencias. Por ejemplo, supongamos que presentamos a los encuestados los 15 pa-
res posibles de seis productos, de A a F; y le pedimos que elija los pares preferidos.
Hariamos el doblado de las respuestas de los encuestados de la siguiente manera:

A+: namero de veces que se ha preferido A a los restantes productos
A—: namero de veces que se han preferido los restantes productos y no A
(=5 - Ab),

y asi sucesivamente con los demds productos. Luego, igual que antes, aplicamos
el AC a los datos doblados.

Mediante AC, también podemos visualizar datos procedentes de escalas conti-
nuas, si previamente los recodificamos convenientemente. Con este fin, existen
distintas posibilidades. Como ejemplo, consideremos los datos situados a la iz-
quierda de la tabla de la imagen 23.4. Se trata de cinco indicadores econémicos
de 12 paises de la Unién Europea a principios de los anos noventa, que se han ex-
presado en distintas escalas. Asi, por ejemplo, la tasa de desempleo y el cambio

en el consumo individual se expresan como porcentajes.
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Imagen 23.5:

Mapa asimétrico del AC
correspondiente a la
recodificacion, mediante
rangos, de los indicadores
de la Union Europea. La
inercia explicada es del
81,0%

Recodificacion de datos
continuos, ordenacion y
doblado
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Para recodificar estos datos, primero expresaremos los valores de cada variable como
rangos tal como se muestra en la tabla de la imagen 23.4. Asi, por ejemplo, vemos
que Luxemburgo tiene el desempleo mas bajo y que, por tanto, le corresponde el ran-
go 1, luego Portugal con el rango 2, etc. A los valores iguales les asignaremos también
rangos iguales, o sea, la media de sus rangos. Por ejemplo, Francia y Luxemburgo tie-
nen el mismo valor para el CC/, estin empatados ocupando las posiciones 4 y 5. Les
asignaremos como rango la media de 4 y 5, es decir 4,5. Una vez expresados los
valores de cada variable como rangos, podemos llevar a cabo el doblado tal como
hicimos anteriormente. Es decir, en primer lugar, para obtener el polo positivo res-
tamos 1 a los valores de los rangos. Luego obtenemos el polo negativo como: 11 me-
nos el valor del polo positivo. En la imagen 23.5, mostramos el mapa del AC de la
matriz doblada. De nuevo, hemos unido los polos opuestos de cada variable. En este
caso observamos que las distancias de los polos al origen son iguales. Ello se debe a
que las medias de sus rangos son idénticas (por tanto, bastaria con dibujar el polo
positivo). En el mapa podemos ver dos grupos de variables muy poco correlaciona-
das, pero muy correlacionadas dentro de cada grupo. Asi, por ejemplo, fijémonos en
que CLUR (costes laborales unitarios reales) estin muy negativamente correlaciona-
das con 7D (tasa de desempleo) y con CC/ (cambio consumo individual); como esta-
mos utilizando rangos, cuando hablamos de correlaciones, nos referimos a la correla-
cion por rangos de Spearman. La posicion de cada pais depende de los valores de los
rangos de cada variable y no de su valor concreto. Por tanto, dado que analizamos
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rangos, y no valores originales, el analisis serda robusto con relacion a las observacio-
nes atipicas. Asi, pues, estamos llevando a cabo un AC no paramétrico.

La expresion de variables continuas como rangos conlleva la pérdida de algo de
informaci6n. Sin embargo, nuestra experiencia nos muestra que esta pérdida es
minima por lo que respecta a la visualizacion de los datos. Por el contrario, en
muchas situaciones, la robustez de los rangos es una ventaja. De todas formas, si
necesitamos toda la informacion contenida en los datos, existen otras posibilida-
des. Por ejemplo, una transformacién adecuada consiste en estandarizar todas las
variables (puntuaciones z). Es decir, restamos a cada variable su media y esta dife-
rencia la dividimos por su desviacion tipica. A continuacion, a partir de z creamos
dos versiones de cada variable utilizando la remodificacion siguiente:

1-2
5 (23.1)

valor positivo = HTZ valor negativo =
A pesar de que obtenemos algunos valores negativos, los valores marginales de fi-
las y columnas se mantienen positivos, e iguales para todas las filas y para todos
los pares de columnas dobladas. Por tanto, la ponderacion es igual para todos los
casos y todas las variables. E1 AC de esta matriz doblada proporciona un mapa casi
idéntico al mapa de la imagen 23.5. Como curiosidad, senalar que hasta donde
llega nuestro conocimiento, se trata del tinico caso de matriz de datos con algu-
nos valores negativos que podemos analizar de forma valida utilizando el AC.

1. Podemos recodificar datos procedentes de diferentes escalas de medida, de
manera que sean adecuados para el AC.

2. Siempre que la matriz recodificada posea perfiles y sumas marginales que ten-
gan sentido en el contexto de la aplicacion, el AC proporcionard una visuali-
zacion correcta de los datos.

3. Uno de los principales procedimientos de recodificacién consiste en doblarlas
variables. Es decir, convertir cada variable en un par de variables para que la
suma de los pares de variables sea constante.

4. Podemos llevar a cabo el doblado en el caso de escalas de grados, de preferen-
cias y de comparaciones por pares de objetos. Obtenemos mapas en los que
cada variable queda representada por dos puntos opuestos con relacién al ori-
gen. En el caso particular de las variables expresadas en escalas de grados, el
origen del mapa indica el valor medio de la variable que estemos consideran-
do en relacién con la escala delimitada por los dos polos extremos.

5. Podemos recodificar datos continuos como rangos dobles, lo que nos condu-
ce a una forma no paramétrica del AC. Otra posibilidad es transformarlos en
una par de variables continuas, a partir de sus valores estandarizados.
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CAPITULO

Analisis de correspondencias canonico

El AC nos permite visualizar tablas de datos en subespacios de baja dimensio-
nalidad que explican de forma 6ptima la inercia. Mediante puntos adicionales
—que no tienen efecto alguno sobre la solucion hallada (cap. 12)— podemos
visualizar informacién externa suplementaria de filas o de columnas. Puede
ocurrir que queramos que el resultado del AC esté directamente relacionado
con variables externas, que queramos que tengan un papel activo en la defini-
cion del mapa del AC. Dicha situacion se da con frecuencia en el contexto de
la investigacion medioambiental, en la que puede ocurrir, por ejemplo, que
dispongamos al mismo tiempo, en distintas estaciones de muestreo, de infor-
macioén sobre la composiciéon en determinadas especies biolégicas y sobre pa-
rametros ambientales. En estos casos, al llevar a cabo el AC, buscariamos los
subespacios que mejor expliquen los datos biolégicos, pero con la condicién
de que éstos se hallen directamente relacionados con las variables ambientales.
El andalisis de correspondencias canonico, ACC, es una variante del AC en la que

obtenemos las dimensiones del subespacio por regresion a partir de variables

externas.
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Variables continuas
adicionales

Imagen 24.1:

Datos medioambientales
medidos en 13 estaciones
de muestreo (véase la tabla
de la imagen 10.4): 11
estaciones proximas a una
plataforma petrolifera y dos
estaciones de referencia
alejadas 10 km

Representacion de
variables explicativas
como puntos adicionales

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Para comprender el ACC, consideremos de nuevo los datos sobre biologia marina
que mostramos en la tabla de la imagen 10.4. Ademas de informacién sobre las es-
pecies presentes en el fondo marino de cada localidad de muestreo, se obtuvo in-
formacion sobre algunas variables ambientales: concentracion de metales (plomo,
cadmio, bario, hierro, ...), composicion de sedimentos (arcilla, arena, pelite, ...),
asi como el contenido en hidrocarburos y materia organica. Dado que estas varia-
bles estan muy correlacionadas entre si, escogimos como variables representativas,
como mostramos en la tabla de la imagen 24.1, el contenido en bario, en hierro
(expresados en partes por millon) y en pelite” (expresado como porcentaje). En
el ACC, estas variables externas seran las variables explicativas de un modelo de
regresion lineal que nos permitira obtener las dimensiones del subespacio. Prefe-
rimos trabajar con los logaritmos de las mencionadas variables, una transforma-
cion habitual para pasar este tipo de medidas de una escala multiplicativa a una es-
cala aditiva (en la tabla de la imagen 24.1 también mostramos estos valores). Esta
transformacion no so6lo elimina el efecto de distintas escalas de medida de estas
tres variables, sino que también reduce la influencia de los valores grandes.

ESTACIONES DE MUESTREO (MUESTRAS)

'VARIABLES E4 E8 E9 E12 E13 E14 EI5 EI8 EI9 E23 E24 R40 R42

Bario (Ba) 1656 1373 3680 2094 2813 4493 6466 1661 3580 2247 2034 40 85
Hierro (Fe) 2022 2398 2985 2535 2612 2515 3421 2381 3452 3457 2311 1804 1815
Pelite (PE) 29 149 3,8 5,3 4,1 9,1 5,3 4,1 7.4 3,1 6,5 2,5 2,0
log(Ba) 3,219 3,138 3,566 3,321 3,449 3,663 3,811 3,220 3,664 3,352 3,308 1,602 1,929
log(Fe) 3,306 3,380 3,475 3,404 3,417 3,401 3,534 3,377 3,538 3,539 3,364 3,256 3,259
log(PE) 0,462 1,173 0,580 0,724 0,623 0,959 0,724 0,613 0,869 0,491 0,813 0,398 0,301

Antes de entrar en el ACC vamos a representar las tres variables externas en el mapa
de la imagen 10.5 como puntos adicionales. Como vimos en el capitulo 14, para ob-
tener las coordenadas de variables continuas en dos ejes principales, llevamos a cabo
una regresion de minimos cuadrados ponderada de las variables en la que las «varia-
bles explicativas» son las coordenadas estindares de las columnas y, y y, —en las dos
primeras dimensiones— y los pesos son las masas de las columnas. Asi, por ejemplo,
a continuacién mostramos parte de los datos para la regresion de log(Ba):

Variable log(Ba) 2 Yo Peso

E4 3,219 1,113 0,417 0,0601
E8 3,138 0,226 -1,327 0,0862
E9 3,566 1,267 0,411 0,0686
R42 1,929 2,300 0,7862 0,0326

* El pelite es un sedimento compuesto por finas particulas de textura arcillosa y limosa.
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Los resultados de la regresion son:

Fuente Coeficiente  Coeficiente estandarizado

Ordenada en el origen 3,322 —

7, -0,301 -0,641

Yy -0,229 —0,488
R*=0,648

Habitualmente, para la representacion de variables adicionales utilizamos los
coeficientes de regresion estandarizados. Como vimos en el capitulo 14, estos
valores son idénticos a los coeficientes de correlacion (ponderados) de log(Ba)
con las coordenadas estandares de las dos columnas. Una vez realizada la re-
gresion (o, de forma equivalente, calculando los coeficientes de correlacion),
podemos situar las tres variables ambientales en el mapa de la imagen 24.2,
como se muestra en el mapa de la imagen 10.5, en Ia que hemos omitido los
puntos correspondientes a las especies. El porcentaje de varianza de cada va-
riable explicado (R?) es igual a la suma de los coeficientes de correlacion al
cuadrado. Es decir, lo que llamamos calidad de representaciéon de un punto.
Para log(Ba) es bastante alto, 0,648 (64,8%); para log(Fe) es 0,326, y para
log(PE), solamente 0,126.

1,0
JE24
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Imagen 24.2:

Mapa de las estaciones de
la imagen 10.5, que
muestra las posiciones de
las tres variables
ambientales externas como
puntos adicionales, de
acuerdo con sus
correlaciones con los dos
ejes principales



Imagen 24.3:

Regresidn de las dos
primeras dimensiones sobre
las tres variables
medioambientales

Dimensiones como
funciones de las
variables explicativas

Restriccion en las
dimensiones del AC

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Respuesta: dimension 1 del AC Respuesta: dimension 2 del AC

Fuente Coef. Coef. estand. Fuente Coef. Coef. estand.

Ord. origen —9,316 — Ord. origen 14,465 —

log(Ba) -1,953 0,918 log(Ba) 0,696 -0,327

log(Fe) —4,602 0,398 log(Fe) -3,672 0,318

log(PE) 0,068 0,014 log(PE) 0,588 0,123
R* = 0,494 R*=0,319

Ahora vamos a dar la vuelta al problema, en vez de llevar a cabo la regresion de
las variables continuas sobre las dimensiones, hagamos la regresion de las dimen-
siones sobre las variables explicativas, incorporando siempre en la regresion las
masas como pesos. En las tablas de la imagen 24.3, mostramos los resultados de
los dos andlisis de regresion. Fijémonos en que, desafortunadamente, los coefi-
cientes estandares ya no son los coeficientes de correlacion que utilizamos en la
imagen 24.2, para representar las variables. Por ejemplo, las correlaciones entre
log(Ba)y las dos dimensiones son —0,641 y —0,488, mientras que en el analisis de
regresion anterior los coeficientes de regresion estandarizados eran —0,918 y
-0,327, respectivamente.

El porcentaje de varianza (en realidad de inercia, ya que hemos ponderado las va-
riables segtin los pesos de las estaciones) explicado por las regresiones de las dos
dimensiones sobre las variables ambientales es del 49,4% y del 31,9%, respectiva-
mente (véase la ultima linea de las tablas de la imagen 24.3). Vamos a tratar de
aumentar la inercia explicada forzando que las dimensiones sean una funcion li-
neal de las tres variables explicativas. En el AC habitual optimizamos el ajuste de
los perfiles de las especies halladas en los fondos marinos sin imponer restriccion
alguna sobre las dimensiones. Sin embargo, impongamos ahora la condicion de
que las dimensiones sean combinaciones lineales de las variables ambientales. De
esta manera conseguiremos aumentar la inercia explicada de las dimensiones
hasta el 100%. El inconveniente sera que empeorard la explicacién de los datos
de las especies. La manera de proceder es la siguiente: proyectamos todos los da-
tos sobre el subespacio definido por las tres variables ambientales, y a continua-
ci6én llevamos a cabo el AC de la forma habitual. Esta es la idea del ACC: en vez
de buscar la solucién que mejor ajuste los ejes principales en el espacio comple-
to de datos, lo que hacemos es ajustar los ejes principales, en una parte limitada
o restringida del espacio (por tanto, podriamos considerar el ACC como un and-
lisis de correspondencias restringido). En las tablas de la imagen 24.4 mostramos los
resultados de las regresiones de las dos primeras dimensiones del ACC sobre las
variables ambientales. Ahora, la varianza (inercia) explicada es del 100%, que es
precisamente lo que buscabamos. Hemos impuesto que las dimensiones sean, ne-
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Respuesta: dimension 1 del AC Respuesta: dimension 2 del AC

Fuente Coef. Coef. estand. Fuente Coef. Coef. estand.

Ord. origen 2,719 — Ord. origen 14,465 —

log(Ba) -2,297 -1,080 log(Ba) -0,877 -0,412

log(Fe) 1,437 0,124 log(Fe) 12,217 1,058

log(PE) -0,008 -0,002 log(PE) -2,378 -0,497
R =1 R=1

cesariamente, combinaciones lineales de las variables ambientales (mas adelante

mostraremos los resultados completos).

En ACC, el espacio restringido (o espacio candnico) es la parte del espacio total en el
que limitamos la buasqueda de los ejes principales 6ptimos, el espacio no restringido
(o espacio no canonico) es el resto del espacio total. Dentro del espacio restringido,
con el algoritmo habitual del AC, hallamos las dimensiones que mejor explican
los datos de las especies. También podriamos buscar las mejores dimensiones
dentro del espacio no restringido: el espacio que no se halla relacionado (corre-
lacionado) con las variables ambientales. Podriamos estar interesados en llevar a
cabo el ACC con determinadas variables ambientales, y luego buscar las dimen-
siones en la parte no restringida del espacio.

En el ejemplo que nos ocupa, la inercia total de la tabla de especies por estacio-
nes de muestreo es de 0,7826 (la inercia total de la tabla de la imagen 10.4). Los
espacios restringido y no restringido nos permiten descomponer la inercia en dos
partes, con valores de 0,2798 y 0,5028, respectivamente, el 35,8 y el 64,2% de la
inercia total. Es decir, hay mas inercia en el espacio no restringido que en el res-
tringido. Esto nos proporciona una explicaciéon de porqué las dimensiones del
AC original daban correlaciones bajas con las variables ambientales. Efectivamen-
te, el AC trata de explicar la maxima inercia, y hay mas inercia en el espacio no
restringido que en el espacio restringido. En la imagen 24.5 mostramos la des-
composicion de la inercia, incluyendo la descomposicion en los ejes principales.
Una vez limitamos la bisqueda de dimensiones dentro del espacio restringido
(representada por el area sombreada de la imagen 24.5), las inercias de las dos
primeras dimensiones son de 0,1895 y de 0,0615, respectivamente, un total de
0,2510, €l 89,7% de la inercia restringida de 0,2798 y el 32,1% de la inercia total
original de 0,7826 (en el mapa de la imagen 10.5, el AC bidimensional explica el
57,5%). Por otra parte, si estuviéramos interesados en el espacio no restringido
(no sombreado en la imagen 24.5), veriamos que las dos primeras dimensiones
tienen inercias principales de 0,1909 y de 0,1523, un total de 0,3432, el 68,3% de
la inercia no restringida de 0,5028, y el 43,8% de la inercia total. Si lleviramos a
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Imagen 24.4:

Regresiones de las dos
primeras dimensiones del
ACC sobre las tres variables
ambientales

Espacios restringidos y
no restringidos en ACC

Descomposicion de la
inercia en ACC



Imagen 24.5:

Diagrama esquematico de la
descomposicion de la
inercia en espacio
restringido (sombreado) y
espacio no restringido, que
muestra las partes de cada
una de ellas explicadas por
los respectivos mapas
bidimensionales. Las partes
situadas a la derecha de las
lineas rectas (inercias de
0,0488 y 0,1596)
permanecen inexplicadas
por 1as respectivas
soluciones bidimensionales

Triplot del ACC

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

ESPACIO NO RESTRINGIDO

0,1596
(31,7%)

Solucién bidimensional
0,3432
(68,3%)

ESPACIO RESTRINGIDO

0,0488
Solucion bidimensional [(10,3%)
0,2510
(89,7%)

cabo la regresion de estas dos ultimas dimensiones del espacio no restringido so-
bre las variables ambientales, veriamos que no existe relacion (los coeficientes de
correlacion serian cero) y, por tanto, la inercia explicada seria cero.

El ACC proporciona las mismas posibilidades de eleccion de coordenadas para
filas y columnas que el AC habitual. El #riplot es un diagrama en el cual, ademas,
anadimos vectores correspondientes a las variables explicativas. Para la visualiza-
cién de las variables explicativas tenemos dos posibilidades. Una es utilizar sus
coeficientes de correlacion con los ejes para definir sus posiciones; los represen-
tarfamos como si fueran puntos adicionales. La otra posibilidad es usar los coefi-
cientes de regresion estandarizados derivados de su relacién con los ejes.
Nosotros consideramos que esta tltima posibilidad es mejor ya que refleja la idea
de que en el ACC los ejes estan relacionados linealmente con las variables expli-
cativas. En el mapa de la imagen 24.6 mostramos un posible triplot del ACC
correspondiente al ejemplo que nos ocupa. Para representar las variables ambien-
tales hemos utilizado sus coeficientes de regresion. Hemos expresado las estacio-
nes en coordenadas estandares y las especies en coordenadas principales; por
tanto, el mapa basico es un mapa asimétrico de filas principales. Respecto a las
estaciones de muestreo y especies, sigue siendo valida la interpretacion del biplot.
Efectivamente, dado que las localidades estan en coordenadas estandares, éstas
definen los ejes del biplot sobre los que podemos proyectar las especies y asi
determinar sus abundancias relativas en esa estacion de muestreo (abundancia
relativa respecto al total de todas las localidades). Asimismo, las posiciones de las

estaciones de muestreo con relacion a los ejes son, por construccion, combinacio-
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nes lineales de los valores estandarizados de las tres variables ambientales. Si a
una estacion de muestreo le corresponde la media de una determinada variable
ambiental, entonces la contribucién de esta variable a su posicion es cero. Por
tanto, el hecho de que las estaciones de referencia R40 y R42 estén tan lejos, al
otro lado de log(Ba), indica que sus valores en bario deben ser bajos, lo cual es
cierto. Asimismo, E23, E19, E15 y E9 deben tener valores altos en hierro (espe-
cialmente E23). En cambio, E8 y E14 deben tener valores altos en pelite. Pode-
mos confirmarlo examinando los valores de la tabla de la imagen 24.1. Tenemos
que investigar la relacién entre especies y variables a través de las estaciones de
muestreo. Asi, especies como Para.gaud. y Aoni.pauc. estan asociadas con las es-
taciones de referencia. Estas estaciones tienen poco bario. En cambio, especies
como Thar.sp. y Sep.inde. estan asociadas con estaciones que tienen mucho hie-
rro y/o poco pelite, mientras que Samy.sexc., en la parte baja, esta asociada con
estaciones que tienen mucho pelite y/o poco hierro. Las estaciones de
referencia se hallan, mas o menos, en la mitad del eje vertical. Es decir, tienen
valores bajos tanto en hierro como en pelite, y este hecho ha equilibrado sus po-
siciones verticales.
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Imagen 24.6:

Triplot del ACC en el que
hemos representado las
especies (filas) y las
localidades (columnas) en
un mapa asimétrico de filas
(es decir, las localidades en
coordenadas estandares).
Hemos situado las variables
ambientales segiin los
valores de sus coeficientes
en las relaciones lineales
con los dos ejes. El tamano
de los simbolos de las
especies es proporcional a
su abundancia total- sélo
indicamos el nombre de
algunas especies que
citamos en el texto



Imagen 24.1:

Medias ponderadas de las
tres variables ambientales
de una seleccion de
especies, calculadas a
partir de los valores de las
variables en cada estacion
de muestreo. Como pesos
hemos utilizado frecuencias
de las especies en cada
estacion de muestreo

Variables explicativas
categéricas

Medias ponderadas de
las variables explicativas
de cada especie

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Variables
EspeciEs log(Ba) log(Fe) log(PE)
Myri.ocul. 3,393 3,416 0,747
Serp.inde. 3,053 3,437 0,559
Thar.sp. 3,422 3,477 0,651
Para.gaud. 2,491 3,352 0,534
Aoni.pauc. 2,543 3,331 0,537
Samy.sexc. 3,373 3,409 0,971
Media global 3,322 3,424 0,711

Si las variables explicativas fueran categoricas, como es el caso de Region (por ejem-
plo, con las categorias noreste/noroeste/sur) o como Rocoso (con las categorias
si/no), las incluiriamos en el ACC codificadas como variables binarias, al igual que
en un analisis de regresiéon. En el mapa del ACC, no representamos las variables
binarias mediante flechas, lo que hacemos es representar por puntos las medias
ponderadas de las estaciones de muestreo que quedan en cada categoria (ponde-
rando de la forma habitual).

Una manera alternativa de contemplar el ACC es verlo como un analisis de me-
dias ponderadas de las variables explicativas para cada especie. En la tabla de la
imagen 24.7 mostramos una pequena parte de este conjunto de medias para al-
gunas de las especies que hemos considerado anteriormente. Asi, por ejemplo, en
la tabla de la imagen 10.4, las frecuencias de Myriochele oculata (Myri.ocul.) de 193,
79, 150, etc., en las estaciones de muestreo son E4, E8, E9, etc. En estas mismas
estaciones, los valores de log(Ba) son 3,219, 3,138, 3,566, etc. Por tanto, la media
ponderada de Myri.ocul. para esta variable es:

193%3,219+79% 3,138 +150x 3,566 + - -+
193+79+150+---

=3,393

es decir, el producto escalar de los perfiles de las especies y los valores de la va-
riable. Hemos calculado de la misma manera la «<media global» (ponderada) (ul-
tima linea de la tabla de la imagen 24.7), pero con los totales de todas las espe-
cies. Podemos ver que Myri.ocul. se halla bastante cerca de la media global, y en
consecuencia no ejerce un papel tan importante como el que tenia en el mapa
del AC de la imagen 10.5. Para Para.gaud. y Aoni.pauc., las medias ponderadas de
la variable log(Ba) son bajas, debido a que sus frecuencias son relativamente ele-
vadas en las localidades de referencia R40 y R42, en las que el bario es muy bajo.
También podemos ver que la media ponderada de Samy.sexc. con relacién a

252



ANALISIS DE CORRESPONDENCIAS CANONICO

log(PE) es alta. Finalmente, el hecho de que Thar.sp. y Serp.inde. se hallen en la
parte superior, se debe mas a sus bajas medias ponderadas en pelite que a sus
valores altos en hierro.

En el ACC parcial llevamos un poco mas lejos la idea de separar la variacion
debida a algunas variables. Supongamos que dividimos las variables explicativas
en dos grupos, grupos Ay B. Supongamos también que el efecto de A no tiene
demasiado interés, posiblemente porque es bien conocido como, por ejemplo,
un gradiente geografico norte-sur. Para llevar a cabo el ACC parcial, en primer
lugar, eliminamos el efecto de las variables A, y llevamos a cabo el ACC con las
variables B, en el espacio no relacionado con las variables A. Es decir, estamos lle-
vando a cabo una descomposiciéon de la inercia total original en tres partes: la
parte debida a A que eliminamos, y la parte restante, en la que descomponemos
la inercia en la parte restringida que debe estar relacionada con las variables By
la parte no restringida (que no esta relacionada ni con las variables A ni con las
variables B).

1. En AC hallamos las dimensiones del subespacio que maximizan la inercia
explicada.

2. En el andlisis de correspondencias canonico (ACC) hallamos las dimensiones
buscando el mismo objetivo que en el AC, pero con la restriccion de que las
dimensiones sean combinaciones lineales de un conjunto de variables explica-
tivas.

3. Necesariamente, el ACC explica menos inercia que el AC, ya que el ACC bus-
ca la solucién en un espacio restringido; sin embargo, puede ser que este es-
pacio restringido tenga mas interés para el investigador.

4. Podemos descomponer la inercia total en dos partes: la parte relacionada con
el espacio restringido, en la que buscamos la solucién del ACC, y la parte rela-
cionada con el espacio no restringido, que no esta relacionado linealmente
con las variables explicativas. En ambos espacios, podemos identificar los ejes
principales que expliquen el maximo de inercia; son las soluciones restringida
y no restringida, respectivamente.

5. En el ACC parcial, antes de llevar a cabo el ACC, eliminamos el efecto de un
grupo de variables, y realizamos el analisis con las otras variables explicativas.
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CAPITULO v)_..-

Consideraciones sobre estabilidad e inferencia

Hasta ahora, hemos centrado nuestra atencion en las propiedades geométricas
del ACy en su interpretacion. De inferencia estadistica s6lo hemos visto la prue-
ba x* y algo sobre la significacién de agrupaciones en el capitulo 15. En este
capitulo final vamos a dar una vision general de como analizar la estabilidad de
los resultados del AC y sobre las propiedades de estadisticos tales como inercia
total, inercia principal y coordenadas principales. Vamos a distinguir entre (1)
la estabilidad de la solucién, con independencia de la fuente de datos, (2) la
variabilidad de las muestras, suponiendo que éstas son el resultado de algtin
tipo de muestreo aleatorio de poblaciones grandes, y (3) el contraste de algu-
nas hipoétesis estadisticas.
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Transformacion de la informacion versus inferencia estadistica ............................ 255
Estabilidad del AC . .. ... . o i 256
Variabilidad muestral del resultado del AC .......... ... . . 256
Automuestreo de datos . ... ... 257
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Hemos explicado el AC como un método para la descripcion de datos de forma  Transformacion de la
grafica que resulta facil de interpretar, y asi facilitar la exploracion y la interpre- informacion versus

tacion de informaciéon numérica. Saber si la informacién contenida en los mapas inferencia estadistica
del AC refleja fenémenos reales o simplemente es resultado del azar es otro tema.

Realizar afirmaciones sobre una poblacién, es decir, hacer inferencia, es un ejercicio
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Estabilidad del AC

Variabilidad muestral del
resultado del AC

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

distinto que exige consideraciones especiales que s6lo son factibles cuando he-
mos obtenido correctamente los datos de una poblacion. Para los datos categori-
cos considerados en este libro, existen muchos marcos de referencia que permiten
contrastar hipétesis y hacer inferencia sobre algunas caracteristicas de la pobla-
ci6én cuyos datos se han muestreado. Asi, por ejemplo, la modelizacion log-lineal per-
mite contrastar, de manera formal, interacciones entre variables y la modelizacion
de asociaciones muy relacionada con el AC nos permite, por ejemplo, contrastar
diferencias entre valores categoricos. El AC nos permite llevar a cabo inferencia
estadistica, asi como explorar la variabilidad y la estabilidad de los mapas gracias
a los modernos ordenadores de alta velocidad.

Cuando hablamos de estabilidad del resultado del AC (mapa, inercias, coorde-
nadas en determinados ejes principales, etc.), hacemos referencia a unos deter-
minados datos. No nos ocupamos de la poblaciéon de origen de los datos. Por
tanto, la estabililidad es un tema relevante en cualquier situacién, para datos
poblacionales o para datos obtenidos de un muestreo de conveniencia. Nuestra
interpretacion de un determinado mapa configurado por un conjunto especifi-
co de filas y columnas, ;como puede verse afectada? Cuando eliminamos algu-
nos puntos del mapa, el mapa cambia sustancialmente (y, por tanto, nuestra
interpretacion)? Por ejemplo, si eliminamos una de las especies en los datos
sobre biologia marina, o uno de los autores en los datos sobre autores (cap. 10),
¢cambiaran sustancialmente los mapas? Cuando vimos el concepto de influen-
cia y cuando analizamos la influencia de los puntos sobre la configuraciéon de
los ejes principales, ya entramos en la cuestion de la estabilidad del resultado
del AC. En el capitulo 11, vimos que las contribuciones a la inercia de los puntos
nos informan sobre su influencia. En los capitulos 11y 12, vimos que si un pun-
to contribuye mucho a la inercia de un eje, entonces éste puede tener una gran
influencia sobre la configuraciéon del mapa. Este hecho puede ser un problema
cuando los puntos tienen poca masa. Por otro lado, hay puntos que contri-
buyen muy poco al resultado del AC y que, por tanto, podemos eliminar sin
cambiar demasiado el mapa; es decir, el mapa es estable con respecto a la elimi-
nacion o a la inclusiéon de dichos puntos. Para poderlo valorar, la prueba de
fuego consiste en llevar a cabo varios AC omitiendo puntos y ver como se ven
afectados los resultados del AC.

Supongamos ahora que hemos obtenido datos de una poblacion siguiendo un de-
terminado protocolo de muestreo. Por ejemplo, sabemos que los datos sobre los
autores que mostramos en la tabla de la imagen 10.6, representan una pequena
parte de textos completos. Si repetimos el analisis con muestras distintas de los
textos, seguro que el recuento de letras no sera el mismo. Seria perfecto poder
repetir muchas veces el muestreo, y en cada ocasion llevar a cabo el AC. De esta

manera podriamos observar si cambian los mapas, si se mantienen mas o menos
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constantes o, por el contrario, cambian las posiciones de libros y letras. EI mapa
obtenido, ¢caracteriza realmente los 12 libros? o ¢es resultado del azar?

Sin embargo, dado que no podemos repetir el muestreo, para intentar compren-
der la variabilidad muestral de la matriz de datos, tenemos que basarnos en los
datos que disponemos. En estadistica, es habitual hacer algunas suposiciones so-
bre la poblacion y luego obtener resultados sobre la incertidumbre de los parame-
tros estimados —en nuestro caso, las coordenadas de los puntos del mapa—. El
automuestreo €s una manera menos formal de proceder, que evita tener que hacer
suposiciones. Concretamente, consiste en contemplar los datos que disponemos
como si fueran la poblacién, ya que son la mejor estimaciéon que tenemos de la
misma y crear nuevos datos remuestreandolos como se muestrearon los datos ori-
ginales. Consideremos, por ejemplo, los datos sobre los autores. Se muestrearon
textos, no se muestrearon letras individuales. Por tanto, tenemos que remuestrear
de esta manera. Asi, en el primer libro, Three Daughters, se muestre6 un texto de
7144 letras. Podemos imaginar estas 7144 letras alineadas en un largo vector en el
que hay 550 a, 116 b, 147 c, ..., etc. A continuacién obtenemos, de este vector, una
muestra aleatoria de 7144 letras con reemplazamiento; por tanto, las frecuencias no
seran exactamente iguales a las de la tabla original, sin embargo, éstas reflejaran la
variabilidad de frecuencias existente en la muestra. Repetimos lo mismo con las
restantes filas de la tabla de la imagen 10.6 hasta que obtengamos una nueva tabla,
con los mismos totales de filas que la tabla original. Podemos repetir el procedi-
miento completo muchas veces, en general entre 100 y 1000 veces, para llegar a
tener muchos automuestreos de la matriz de datos original.

El muestreo multinomial es una manera equivalente de contemplar (y de llevar a
cabo) el remuestreo. Se basa en que cada perfil fila define un conjunto de frecuen-
cias que podemos considerar como las probabilidades de obtener, en cada texto,
una a, una b, una c, etc. Por tanto, se trata de muestrear una poblacién con estas
mismas probabilidades. Lo podemos llevar a cabo con un simple algoritmo de cal-
culo, ya implementado en R (véase el apéndice de calculo, B). Por tanto no
tenemos la necesidad de crear un vector de 7144 letras, s6lo necesitamos utilizar
las probabilidades de las 26 letras en un procedimiento de muestreo multinomial.

Para ilustrar este procedimiento de automuestreo con los datos sobre los autores,
en primer lugar calculamos 100 réplicas de la tabla con el procedimiento de cal-
culo que acabamos de ver. A continuacion podemos seguir dos caminos. EI mas
complicado consiste en llevar a cabo el AC en cada una de las réplicas y luego, de
alguna manera, comparar los resultados con los obtenidos originalmente. El au-

* La expresion en inglés pulling yourself up by your own bootstraps significa salir de una situacién
dificil utilizando los propios recursos. Hemos traducido bootstrap por automuestreo.
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Imagen 25.1:
Automuestreo (parcial) de
26 letras, después de 100

réplicas de la matriz de
datos. Cuanto mas
frecuente sea una letra en
los textos, mas
concentradas (menos
variables) son las réplicas.
Mostramos los perimetros
convexos alrededor de cada
conjunto de 100 réplicas

Recorte del perimetro
CONVexo
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tomuestreo parcial es otra posibilidad mas sencilla. Consiste en considerar cada una
de las 100 tablas replicadas como un conjunto de perfiles fila o de perfiles colum-
na, que proyectamos como puntos adicionales en el mapa original. En el mapa de
la imagen 25.1 mostramos el resultado del automuestreo parcial de las 26 letras
(se muestran en caracteres mayores las posiciones originales en coordenadas
principales y en caracteres menores las 100 réplicas de cada letra). No suele ser
habitual mostrar todos los puntos de cada réplica. Lo mas frecuente es incluir en
el mapa s6lo las réplicas situadas en el perimetro convexo, es decir, los puntos exte-
riores que unimos mediante una linea discontinua, como si se tratara de una cin-

ta elastica colocada alrededor de las réplicas de cada letra.

Por recorte de perimetros convexos entendemos la eliminacion de las observacio-
nes atipicas que a menudo encontramos en los perimetros convexos (lo podemos
ver, por ejemplo, para la letra z situada a la derecha del mapa de la imagen 25.1).
Es habitual ir recortando el perimetro convexo hasta eliminar el 5% de los pun-
tos mas exteriores de las proyecciones de las subnubes de puntos. Los perimetros
convexos de los puntos restantes constituyen una estimacién, con un confianza
del 95%, de la region de confianza de cada letra en el mapa. Para hacer mds sua-
ve la estimacion de las regiones convexas, podemos generar 1000 réplicas de cada
letra y luego recortar los 50 puntos mas exteriores de cada letra. En el mapa de
la imagen 25.2 mostramos estos perimetros convexos recortados en esta ultima si-
tuacion. Si dos perimetros convexos no se solapan, tenemos bastante seguridad
de que en los textos, las letras son significativamente distintas. Dado que el pro-
cedimiento que utilizamos es bastante informal, y dado también el problema de
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las comparaciones multiples que vimos en el capitulo 15, es dificil calcular nive-
les de significacion. Sin embargo, por suerte, como llevamos a cabo proyecciones
de puntos sobre el mapa original, el procedimiento es conservador. Es decir, si
dos perimetros convexos no se solapan en el mapa (como, por ejemplo, k e y), se-
guro que las nubes de puntos no se solaparan en el espacio completo. En cambio,
aunque las proyecciones de dos nubes de puntos se solapen en el mapa (como
por ejemplo xy q), desconocemos si las nubes de puntos se solapan o no en el es-
pacio completo.

Un método alternativo para visualizar regiones de confianza de los puntos de un
mapa de AC consiste en utilizar elipses de confianza. Podemos obtener estas elip-
ses a partir de las réplicas del automuestreo parcial que vimos antes, o a partir de
algunas suposiciones teoricas. Asi, con el método Delta podemos calcular, de forma
aproximada, las varianzas y las covarianzas de las coordenadas; utilizamos las de-
rivadas parciales de los vectores propios con relacion a las proporciones multino-
miales. A continuacién, suponiendo una distribucién normal bivariante en el pla-
no, podemos calcular elipses de confianza; estas elipses incluyen las verdaderas
coordenadas con una confianza del 95%, de forma parecida a los intervalos de
confianza de variables individuales. Esta aproximacion se basa en el supuesto de
un muestreo aleatorio independiente. Ello no se cumple completamente en el
caso de los datos de los autores, ya que la presencia de una determinada letra no
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Imagen 25.2:

Recorte de perimetros
convexos de puntos
obtenidos de 1000 réplicas
(10 veces mas que en la
imagen 25.1) que muestran,
para sus distribuciones,
regiones de confianza
aproximadas al 95%

El método Delta



Imagen 25.3:

Flipses de confianza
obtenidas a partir del
método Delta

Contraste de hipotesis:
aproximacion teorica
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es independiente de la concurrencia de otras (tenemos un problema similar con
el muestreo en ecologia, en el que las especies aparecen en las muestras en gru-
pos). A pesar de ello, en el mapa de la imagen 25.3, mostramos las elipses de con-
fianza de las letras en los datos sobre autores. Podemos observar que muestran un
gran parecido con los perimetros convexos del mapa de la imagen 25.2, al menos
en lo que se refiere al solapamiento.

Hasta ahora, hemos presentado la prueba y* como una prueba de independen-
cia en una tabla de contingencia. Por ejemplo, la tabla de 5 x 3 de la imagen 4.1,
que clasifica 312 personas seguin su nivel de lecturay su grupo de edad, tiene una
inercia de 0,08326 y, por tanto, una x* de 312 x 0,08326 = 25,98. Utilizando la
aproximacion habitual a la distribucion % el valor p de esta prueba es igual a
0,0035, un valor altamente significativo. La prueba de la distribucion asintotica
permite contrastar la significacion de la primera inercia principal de una tabla
de contingencia. Los puntos criticos de esta prueba son exactamente los mismos
que utilizamos en el capitulo 15 para contrastar la significaciéon de agrupacio-
nes. El valor de la primera inercia principal era de 0,07037, y su valor x° es de
312 x 0,07037 = 21,96. Para contrastar la significacién de este valor, tenemos que
consultar la tabla del apéndice tedrico, A. El punto critico (a un nivel del 5%)
para una tabla de 5 x 3 es de 12,68. Dado que 21,96 es mucho mayor que este
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Datos originales 1.“ simulacion 2.“ simulacion
Gruros Epucarivos  CI €2 C3 cr c2 c3 cr c2 3
El 5 7 2 2 9 5 4 5 7
E2 18 46 20 15 40 38 23 33 37
E3 19 29 39 13 36 27 17 34 25
E4 1240 49 11 48 40 14 43 37
E5 3 7 16 8 12 13 5 1216

valor, llegamos a la conclusion de que la primera dimension del AC es significa-
tiva, es decir, no ha surgido del azar. Es mas dificil contrastar la segunda inercia
principal, especialmente, si suponemos que la primera inercia principal es signi-
ficativa. Para superar este inconveniente recurrimos, de nuevo, a los métodos de

calculo con ordenador.

La simulacion de Monte Carlo nos permite, una vez planteada una hipoétesis sobre
una poblacién, y una vez conocido como se muestrearon los datos, calcular la
distribucién del estadistico de contraste suponiendo que la hipétesis nula sea
cierta. Por ejemplo, supongamos que queremos averiguar la significacion de las
dos inercias principales de los datos sobre el nivel de lectura. La hipétesis nula
es que no existe asociacion entre filas y columnas. En este caso, el muestreo no
se realizo6 como con los datos sobre los autores, cuando dentro de cada libro se
muestrearon textos (la analogia aqui podria ser un muestreo dentro de cada
grupo educativo). Por el contrario, en este caso se obtuvo una muestra de 312
personas, y luego se averiguaron sus niveles de educacion y de lectura. Por
tanto, la distribucién de los grupos educativos también es aleatoria. En conse-
cuencia, debemos generar muestras de 312 personas a partir de una distribucion
multinomial que corresponda a toda la matriz, fila a fila, o columna a columna.
En cada una de las 15 celdas de la tabla, las probabilidades esperadas son igua-
les a los productos de las masas. Si suponemos que la hipétesis nula es cierta,
estas probabilidades esperadas definen un vector de 15 probabilidades que uti-
lizaremos para generar muestras multinomiales simuladas de tamano 312. En
la tabla de la imagen 25.4 mostramos la tabla original y dos muestras simuladas
(en total, generamos 9999 tablas). Tenemos, pues, un total 10000 conjuntos de
datos (la tabla original y 9999 muestras simuladas). Llevamos a cabo el AC 'y
calculamos las inercias principales de cada una de las tablas. En la imagen 25.5
mostramos un diagrama de dispersion con todos estos resultados, en la que
hemos senalado el punto correspondiente al par de valores de la tabla de con-
tingencia original. Observamos que solamente 12 valores de los 10000 son mayo-
res que la primera inercia principal observada, por tanto, estimamos su valor p
en 0,0012. Para la segunda inercia principal, hay 593 valores simulados mayores
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Imagen 25.4:

Tabla de contingencia
original mostrada en la
imagen 4.1 y dos de las
9999 tablas simuladas
segtin la hipdtesis nula de
que no existe asociacion
entre filas y columnas

Contraste de hipdtesis:
simulacion de Monte
Carlo



Imagen 25.5:

Diagrama de dispersion de
las inercias principales del
AC original y de las 9999
simulaciones de la tabla de
contingencia de 5 x 3,
bajo la hipdtesis nula de
que no existe asociacion
entre filas y columnas (en la
imagen 25.4, se muestran
dos de estas simulaciones).
Las inercias principales
observadas se han sefalado
con un circulo mayor (o)

y lineas discontinuas

Pruebas de
permutaciones
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que el observado, su valor p serd de 0,0593. A un nivel del 5% solamente el pri-
mero es significativo. Al mismo tiempo, en cada simulacién calculamos la iner-
cia total: hay 19 valores simulados mayores que la inercia total observada de
0,08326. Por tanto, el valor p es de 0,0019, que es nuestra estimacion de Monte
Carlo para la prueba y*, comparado con el valor p de 0,0035 calculado a partir
de la distribucién y* habitual.

Las pruebas de permutaciones (o pruebas de aleatorizacion) son ligeramente dis-
tintas de los procedimientos de automuestreo y de Monte Carlo que acabamos de
describir. Por ejemplo, en la ampliacion de la parte central del mapa de la ima-
gen 10.7 sobre autores, observamos que los pares de libros del mismo autor se ha-
llaban préoximos. Parece poco probable que ello se deba al azar, pero ¢cual es el
valor de probabilidad, o valor p, asociado con este resultado? Vamos a ver como
responder esta pregunta. En primer lugar, calcularemos una medida de proximi-
dad global entre los pares libro-autor. Una medida de proximidad inmediata es
la suma de las seis distancias entre los pares libro-autor, lo que en nuestro caso da
0,4711. A continuacién, generemos todas las posibles combinaciones de los seis
pares libro-autor. Existen 11 x 9 x 7 x 5 x 3 = 10395 maneras distintas de acomo-
dar los pares libro-autor en grupos de seis. Las sumas de las seis distancias de los
pares libro-autor de cada una de estas combinaciones definen la distribucién del
estadistico de contraste de la prueba de permutacion. Tiene una media de 0,8400 y
una desviacion tipica de 0,1246 (en el apéndice de calculo B, se muestra el his-
tograma de esta distribucion). Resulta que no hay ninguna combinacién de los
seis pares libro-autor con una suma de distancias menor que el valor observado
en el mapa del AC. Por tanto, el valor p de la prueba que afirma que los pares de
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textos del mismo autor estan proximos es p = 1/10395, es decir menor de 0,0001,
jun valor altamente significativo! Realizamos pruebas de permutaciones similares
de forma separada para consonantes y para vocales (imagenes 21.1y 21.2) y ob-
tuvimos valores p iguales a 0,0046 y a 0,0065, respectivamente. Por tanto, son las
consonantes y las vocales las que explican las diferencias entre autores (aunque
las vocales tengan menos inercia en total). En ACC es habitual llevar a cabo prue-
bas de permutaciones para contrastar la hipotesis de que el espacio restringido
explica una parte significativa de la inercia. El estadistico de contraste consiste en
el cociente entre la inercia restringida y la no restringida. Para ello llevamos a
cabo un gran nimero de ACC en los que en cada analisis permutamos al azar las
filas de la matriz de la variable explicativa. De esta manera obtenemos la distribu-
cion del estadistico de contraste segtin el supuesto de que la hipétesis nula es cier-
ta (véase el apéndice de cdlculo B).

1. Realizamos el analisis de estabilidad con los datos de que disponemos. Para ello,
analizamos la influencia de cada fila o columna sobre el mapa. La estabilidad
la valoramos (a) estudiando las contribuciones de filas y de columnas a la con-
figuracion de los ejes principales y (b) llevando a cabo AC en los que elimina-
mos determinados puntos o grupos de puntos de los datos, para ver asi su efec-
to sobre la configuracién del mapa.

2. Si conocemos como se muestrearon los datos, el automuestreo nos permite ob-
tener réplicas de la muestra de datos. Si en el diseno del muestreo se fijaron
los valores marginales de filas y columnas, las réplicas obtenidas por automues-

treo deben tener los mismos valores marginales.

3. En el automuestreo parcial, proyectamos los perfiles de filas y/o columnas de las
matrices replicadas en el mapa del AC original como puntos adicionales. Po-
demos sintetizar la distribucion de estas proyecciones dibujando los perime-
tros convexos o las elipses de confianza.

4. También podemos analizar la configuracién de los datos a partir de aproxima-
ciones tedricas basadas en determinadas suposiciones sobre la distribucion de
la poblacién. Por ejemplo, el método delta y la teoria asintética se basan en la

aproximacion normal a la distribucién multinomial.

5. Para contrastar hipétesis, podemos utilizar los métodos de Monte Carlo y las
pruebas de permutaciones. Suponiendo que la hipétesis nula es cierta, utilizamos
estos métodos para generar datos que nos permiten simular (o calcular exac-
tamente) la distribucion de los estadisticos de contraste elegidos. A partir de
estas distribuciones podemos calcular los valores de p.
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APENDICE IV am

Teoria del analisis de correspondencias

El andlisis de correspondencias se basa en resultados directos de la teoria de
matrices. Utiliza especialmente la descomposiciéon de una matriz en valores sin-
gulares (DVS), el fundamento de muchos métodos multivariantes, como el ana-
lisis de componentes principales, el analisis de correlaciones canénicas, todas
las variantes de los biplots lineales, el analisis discriminante y el escalado métri-
co multidimensional. En este apéndice resumimos la teoria del analisis de co-
rrespondencias, asi como la de los métodos relacionados que hemos visto en
este libro. Hemos preferido utilizar la notacién matricial porque es mas conci-
sa, y también porque se halla mas préxima a la implementacion del método en
el lenguaje de calculo R.
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Matriz de
correspondencias y
notacion preliminar

Algoritmo basico de
calculo

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Sea N una matriz de datos I x J, con sumas positivas de filas y columnas (casi siem-
pre N consta de valores no negativos, sin embargo, existen algunas excepciones
como la que describimos al final del capitulo 23). Para simplificar la notacion,
en primer lugar, transformamos la matriz N en la matriz de correspondencias P,
dividiendo N por la suma total de sus elementos 7=}, 27_ n =1"N1 (utilizamos
1 para simbolizar un vector de unos, con una longitud adecuada a su uso. El
primer 1 es I x 1, el segundo es [ x 1 para coincidir con el nimero de filas y de
columnas de N).

Matriz de correspondencias:

P-1N (A1)

n
Hemos utilizado la siguiente notacion:

Masas de filas y columnas:

-3V -
= =1 pi' C] - E,Ll pi/ (AQ)
es decir, r=P1 c=P"1
Matrices diagonal de masas de filas y de columnas:
D, =diag(r) y D, =diag(c) (A.3)

A partir de ahora, expresaremos todas las definiciones y todos los resultados en
términos de estos valores relativos P = {pij}, r={rjyc= {cj}, cuyos elementos, en to-
dos los casos, suman 1. Multiplicando por n recuperamos los elementos de la ma-

triz original N: np, = n,, nr,= suma de la +-€sima fila de N, n¢,= suma de la j-€sima

ij?

columna de N.

El algoritmo de calculo para obtener las coordenadas de los perfiles fila y de los
perfiles columna en relaciéon con los ejes principales, utilizando la descomposi-
cioén en valores singulares (DVS), es el siguiente:

Paso 1 del AC. Cdlculo de la matriz S de residuos estandarizados:
S=D*(P-rc")D* (A.4)
Paso 2 del AC. Calculo de la DVS de S:
S=UD,V' donde U'U=V'V=I (A.5)

donde D, es la matriz diagonal de valores singulares (positivos) en orden des-

cendente: o, = a, = ...
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Paso 3 del AC. Coordenadas estandares de las filas ®:
¢®=D*U (A.6)
Paso 4 del AC. Coordenadas estandares de las columnas I':

=DV (A.7)

¢

Paso 5 del AC. Coordenadas principales de las filas F:
F=D 'UD,=®D, (A.8)
Paso 6 del AC. Coordenadas principales de las columnas G:
G=D*VD,=TID, (A.9)
Paso 7 del AC. Inercias principales A, :
Ayo=ai, k=12..,K donde K=min{/-1,]-1} (A.10)

Las filas de las matrices de coordenadas en (A.6)—(A.9) hacen referencia a las fi-
las o0 a las columnas, segtin cada caso, de la tabla original. Mientras que las colum-
nas de estas matrices hacen referencia a los ejes principales, o dimensiones, de las
cuales hay min{/ - 1, /- 1}. Es decir, uno menos el numero de filas o de colum-
nas, el que sea menor. Fijémonos en el calculo de las escalas de las coordenadas
principales y estandares:

FD F' =GD,G' =D, (A.11)
®D ®"=TDI" =1 (A.12)

Es decir, la suma de cuadrados ponderada de las coordenadas principales en la
k-ésima dimension (es decir, su inercia en la direccién de esta dimension) es igual
a la inercia principal (o valor propio) 4, =}, el cuadrado del k-ésimo valor sin-
gular. Mientras que la suma de cuadrados ponderada de las coordenadas estanda-
rizadas es igual a 1. Todas las matrices de coordenadas tienen columnas ortogo-
nales, en las que siempre utilizamos las masas para el calculo de los productos
escalares (ponderados).

La DVS es un resultado matematico fundamental del AC, de la misma manera
que lo es para otras técnicas de reduccion de la dimension, como el andlisis de
componentes principales, el analisis de correlaciones canénicas, y el analisis dis-
criminante lineal. Esta descomposicion expresa cualquier matriz rectangular
como el producto de tres matrices de estructura simple, como vimos anterior-
mente en (A.5): S =UD,V'. Las columnas de las matrices U y V son, respectiva-
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El modelo bilineal del AC

Ecuaciones de transicion
entre filas y columnas

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

mente, los vectores singulares izquierdo y derecho. Los valores positivos ¢, de la dia-
gonal de D, son, en orden descendente, los valores singulares. Si SS" y S'S son
matrices cuadradas simétricas, la DVS esta relacionada con la descomposicion en
valores y vectores propios de una matriz cuadrada simétrica de la siguiente manera
SST=UD?U" yS'S=VD?V". Por tanto, los vectores singulares son también vecto-
res propios de las respectivas matrices, y los valores singulares son las raices cua-
dradas de sus valores propios. La utilidad practica de la DVS es que podemos
construir otra matriz I x J S, a partir de las primeras m columnas U, y 'V,
m = U )D V;rm)'
la aproximacién minimos cuadrados de rango m a S (teorema de Lckari-Young).

(my Y lOS

Por lo tanto, S, es

m)

primeros m valores singulares D, como: S

(m a(m)

Dado que el objetivo de hallar los subespacios de pocas dimensiones que mejor
se ajusten coincide con el objetivo de hallar matrices de rango pequeno por
minimos cuadrados, la DVS resuelve de forma satisfactoria y muy compacta
nuestro problema. La tinica adaptacién necesaria es incorporar en la DVS la pon-
deracion de filas y de columnas con las masas de manera que obtengamos apro-
ximaciones por minimos cuadrados ponderados. Si definimos una forma gene-
ralizada de la DVS, con valores singulares normalizados y ponderados con las
masas, entonces podremos obtener directamente el resultado del AC. Por ejem-
plo, la DVS generalizada de los cocientes de contingencia by / (ncj), los elementos de
la matriz D;'PD;’, centrada en el valor constante 1, nos conduce directamente a
las coordenadas estandares de filas y de columnas:

D'PD'-11"=®D,I" donde ®'D ®=I"DI=1 (A.13)

Los pasos 1 a 4 del algoritmo bdsico nos permiten escribir los datos de P de la si-
guiente manera [véanse también (13.4), pag. 139,y (14.9), pag. 150]:

by =7, [1+ Eﬁw) (A.14)

(formula de reconstitucion). En notacion matricial:
P=D, (11" +PDY*T")D, (A.15)

Dadas las relaciones simples (A.8) y (A.9), entre las coordenadas principales y las
coordenadas estandares, podemos escribir este modelo bilineal de distintas ma-
neras [véanse también (14.10) y (14.11) en la pag. 150].

Los vectores singulares izquierdo y derecho estan relacionados linealmente. Por
ejemplo, multiplicando la DVS de la derecha por V: SV = UD,,. Las variaciones con-
sistentes en expresar estas relaciones en términos de coordenadas principales y de
coordenadas estandares proporcionan las ecuaciones de transicion [véanse (14.1)
y (14.2), asi como (14.5) y (14.6) para las ecuaciones escalares equivalentes]:
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Coordenadas principales en funcion de las coordenadas estandares (relaciones baricéntricas):
F=D;PT G=D 'P'® (A.16)

Coordenadas principales en funcion de las coordenadas principales:
F=D;'PGD;”* G=D.'P'FD;"* (A.17)

Las ecuaciones (A.16) son las que mencionamos en el capitulo 3. Expresan los
perfiles como medias ponderadas de los vértices, en las que los pesos son los
elementos del perfil. Son las ecuaciones que configuran los mapas asimétricos.
Las ecuaciones (A.17) muestran que los dos conjuntos de coordenadas prin-
cipales, que configuran los mapas simétricos, también estan relacionados por
una relacién baricéntrica (media ponderada), pero con factores de escala di-
ferentes en cada eje (las inversas de las raices cuadradas de las inercias princi-
pales).

Utilizamos las ecuaciones de transiciéon para situar puntos adicionales en el mapa.
Por ejemplo, dada una columna adicional con valores en h (I x 1), la dividimos
por su total 1'h para obtener el perfil columna h=(1/1"h)h. A continuacién
transponemos el perfil para obtener el vector fila en la segunda ecuacién de
(A.16). Por ejemplo, para calcular las coordenadas g de la columna adicional:

g=h'® (A.18)

La inercia total de la matriz de datos es igual a la suma de los cuadrados de la ma-
triz S de (A.4):

(1717 B TZC] )2

o

(A.19)

I
inercia = traza(SS") = E
=1

J

La inercia también es la suma de los cuadrados de los valores singulares, es decir,
la suma de los valores propios:

K K
inercia= Y a? =Y A, (A.20)
k=1 k=1

Las distancias y* entre los perfiles fila y los perfiles columna son:

L p\
Las distancias y* entre las filas i € 7" E(l:f’—l:”) /¢ (A.21)
j=1 i i
) L(p: b Y
Las distancias x* entre las columnas j y j" E(”—ij) /7 (A.22)
prd (RORY
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Escribir el conjunto completo de distancias y* en forma de matriz cuadrada simé-
trica exige un poco mas de trabajo. En primer lugar, calculamos la matriz A de
«productos escalares x*» entre los perfiles fila, por ejemplo como:

Productos escalares x* entre filas: A =D;'PD'P'D;’ (A.23)

A continuacién, definimos el vector a como los elementos de la diagonal de esta
matriz (es decir, los productos escalares de los perfiles fila por ellos mismos):

a=diag(A) (A.24)
Entonces, la matriz, I x I, de distancias y° al cuadrado es:

Matriz de distancias x* al cuadrado entre filas: al’+1a’ —2A (A.25)

Para calcular la matriz J x Jde distancias * al cuadrado entre perfiles columna, inter-
cambiamos las filas por las columnas en (A.23). Definimos A como D;'P'D;'PD' y
a continuacion seguimos con (A.24) y (A.25).

Las contribuciones de filas y de columnas a la inercia de la k-ésima dimension son

los componentes de la inercia:

i 62 (
Para la fila ‘i—”‘ =r¢> para la columna j: - p =0y (A.26)
k k

recordando Ia relacién entre coordenadas principales y coordenadas estandares
dadas en (A.8) y (A.9): f, = \/Z¢ik’ gy = \/nyk. [Fijémonos en que las raices cua-
dradas de los valores de (A.26) son exactamente las coordenadas propuestas para
el biplot estandar de AC del capitulo 13, que muestra que las raices cuadradas de
estas coordenadas son las contribuciones a los ejes principales. ]

Las contribuciones de las dimensiones de la inercia a la i-€sima fila y a la j-ésima
columna (es decir, los cosenos al cuadrado o las correlaciones al cuadrado) son:

Ju ara la columna ;: g?k (A.27)
Ek f;g p ] . Zk g]2k .

Para la fila i:

Como vimos en el capitulo 11, los denominadores de (A.27) son los cuadrados de
las distancias x* entre los correspondientes perfiles y el perfil medio.

Aqui describimos la agrupacion del capitulo 15 en términos de filas. Podemos
aplicar exactamente lo mismo a la agrupaciéon de columnas. En cada paso del
algoritmo, agrupamos las filas para minimizar la disminucién del valor del esta-
distico x* (de forma equivalente, para minimizar la disminucion del valor de la
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inercia, dado que la inercia = x°/n, donde 7 es el total de la tabla). Este criterio
de agrupacion es equivalente a la agrupaciéon de Ward, en la que ponderamos
cada grupo con la masa total de sus miembros. Podemos demostrar que la medi-
da de la diferencia entre filas es igual a la forma ponderada de la distancia ji-cua-
drado entre perfiles. Supongamos que a,y 7, con ¢ = 1, ..., [, simbolizan, respecti-
vamente, los perfiles de la fila / de la matriz de datos y sus masas. A continuaciéon
identificamos el par que da la menor disminucion de inercia, lo que es equivalen-
te a buscar el par de filas (4, ') que minimiza la siguiente expresion:

n

a; - a,Hf (A.28)

’I”j+’f,

i

A continuacién reunimos las dos filas sumando sus frecuencias, y recalculamos su
perfil y su masa. En cada etapa de agrupacion de los perfiles fila calculamos la
misma medida de diferencia que vimos en (A.28) [véase (15.2) en la pag. 149
para una férmula equivalente basada en perfiles de grupos], y reunimos los dos
perfiles con la minima diferencia. Por tanto, (A.28) es el nivel de agrupacion en
términos de disminucion de inercia, o si multiplicamos por 7, de disminucion de
%°. En el caso de tablas de contingencia, podemos contrastar la significacion del
nivel de agrupacion utilizando la tabla del final de este apéndice.

Supongamos que concatenamos horizontal o verticalmente las tablas N, con
g=1, .., 0Q s=1, .., S para formar una matriz compuesta N. Si las frecuencias
marginales son las mismas en todas las filas y en todas las columnas (caso que
sucede cuando cruzamos de forma independiente los mismos individuos en va-

rias tablas), entonces, la inercia de N es la media de las inercias de las tablas N,“:

Q0 s
inercia(N) = L inercia(N ) (A.29)
Qs !

¢=1 s=1

Supongamos que la matriz original de datos categoricos es N x Q, es decir, N
casos y Q variables. El AC multiple clasico (ACM) tiene dos versiones. En la pri-
mera transformamos los casos clasificados por variables en una matriz binaria Z
en la que recodificamos los datos categéricos como variables binarias. Si la va-
riable ¢-€sima tiene J, categorias, esta matriz binaria tendra j = Eq J, columnas
(mostramos un ejemplo en la tabla de la imagen 18.1). La versién binaria del
ACM no es mas que la aplicacion del algoritmo clasico de AC a la matriz Z. Asi
obtenemos las coordenadas de los N casos y de las [ categorias. La segunda ver-
sién del ACM, consiste en calcular la matriz de Burt B = Z'Z de todos los cruces
de las Q variables (mostramos un ejemplo en la tabla de la imagen 18.4). La ver-
sion Burt del ACM consiste en aplicar el algoritmo basico del AC a la matriz B.
Obtenemos asi las coordenadas de las Jcategorias (B es una matriz simétrica). Las
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coordenadas estandares de las categorias son idénticas en los dos versiones del
ACM, vy las inercias principales de la version Burt son los cuadrados de los de la

version binaria.

En el AC conjunto (ACCo) ajustamos las tablas situadas fuera de la diagonal de
la matriz de Burt, ignorando las matrices situadas en la diagonal. El algoritmo que
utilizamos es un procedimiento iterativo de minimos cuadrados alternados. Apli-
camos el AC sobre la matriz de Burt, que vamos modificando sucesivamente sus-
tituyendo las matrices de la diagonal por valores estimados en el AC de la itera-
cioén previa. En el apéndice de calculo explicamos mas detalladamente este algo-
ritmo. Cuando en el algoritmo del ACCo llegamos a la convergencia, llevamos a
cabo el AC en la ultima matriz de Burt modificada, B, que tiene en su diagonal
matrices perfectamente ajustadas por construccion. Asi, por ejemplo, si supone-
mos que la solucién que buscamos es bidimensional, entonces las matrices de la
diagonal modificadas cumplen exactamente (A.14), en la que utilizamos sé6lo dos
términos del modelo del AC bilineal (o férmula de reconstitucion).

De la misma forma que la inercia total de B incluye la inercia A atribuible a las
matrices de la diagonal, las dos inercias principales, Zl y ;12, también la incluyen.
Para hallar el porcentaje de inercia explicado por la soluciéon bidimensional
tenemos que descontar la inercia A tanto de la inercia total como de las dos iner-
cias principales. Podemos obtener A a partir de la diferencia entre la inercia de
la matriz de Burt original B (de la que conocemos las inercias de la diagonal) y la
de la matriz de Burt modificada B de la siguiente manera [aqui utilizamos el
resultado (A.29) que podemos aplicar a las matrices B, de B, y a las de B, que
tienen las mismas matrices fuera de la diagonal]:

inercia(B) = Q12[2 Em inercia(qu )+ E inercia (qu/ )
q

- é(z > inercia(B,)+(/ - Q))
inercia(B) = é(z Eqm inercia(BqS)) +A

Restando lo anterior nos lleva a:

2

inercia(B) - inercia(B) = JQ_ Q -A (A.30)

Lo que nos da el valor A:

—(inercia(B) - inercia(B)) (A.31)
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Restando este valor del total y de, la suma de las inercias principales (suponiendo
una solucién bidimensional) nos proporciona el porcentaje de inercia explicado
por la solucién del ACCo:

I+l —A

100x ——2——
inercia(B)- A

(A.32)

En la seccion anterior vimos como eliminar la inercia extra de las matrices de la
diagonal resultante del ACC de la matriz de Burt. A nivel de cada punto (fila o
columna), se nos presenta la misma situacion. Es decir, cada categoria j tiene un
valor adicional de inercia, 0 b atribuible a las matrices modificadas de la diagonal.
Para la matriz de Burt original B sabemos como calcular este valor, atribuible a las
matrices de la diagonal: para el j-ésimo punto es (1 - Qc)/Q*, donde ¢ es la j-ési-
ma masa (sumando estos valores para j =1,..., ], obtenemos (J— Q)/Q* que es la
inercia extra total atribuible a las matrices diagonales de B). Tal como vimos en
el apartado anterior, podemos obtener las contribuciones de la solucién bidimen-
sional de las inercias de los puntos de la manera siguiente:

1-Q
Q2

inercia(j-ésima categoria de B) = componentes de fuera de la diagonal +

inercia(j-ésima categoria de B) = componentes de fuera de la diagonal +9,

Restando lo anterior (los «componentes fuera de la diagonal» son los mismos)

nos lleva a:
o ) o w120
inercia(j-€ésima categoria de B) —inercia (j-ésima categoria de B)= 0 ! -0,
lo que nos permite calcular d;:
I_QC/ . Ty . . . P . =
0, = 0" - (1nerc1a(]-651ma categoria de B) —inercia (j-ésima categoria de B)) (A.33)

Descontando este valor de inercia de la j-ésima categoria y, de forma similar,
de la suma de los componentes de la inercia de las dos dimensiones, obtene-
mos las contribuciones relativas (calidades) en relacion al resultado bidimen-
sional del ACCo:

Cfg?1+cig?2_éi (A84)
~9 g
(Z,681)-9;
donde g, es la coordenada principal de la j-¢sima categoria del ¢je k del AC de
B (solucién del ACCo). La suma en el denominador es para todas las dimensiones.
Fijémonos en que 27, (5]. =A; es decir, sumando (A.33) obtenemos (A.31).
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Podemos ajustar la solucion del ACM para optimizar el ajuste de las matrices situa-
das fuera de la diagonal (lo podriamos denominar ACC condicionado al resultado
del ACM). Seguin vimos en el capitulo 19, podemos obtener los ajustes 6ptimos
por regresion de minimos cuadrados ponderada. Sin embargo, debido a que la so-
lucién no esta anidada, preferimos introducir una ligera modificacion —facil de
calcular a partir del resultado del ACM de la matriz de Burt— que si nos permite
obtener una solucion anidada aunque sea sub6ptima. El mencionado ajuste lo rea-
lizamos de la siguiente manera (podemos consultar las pags. 198-200 del cap. 19):

Inercia total ajustada de la matriz de Burt:

inercia total ajustada = QQ 1 X (inercia de B- ]Q_zQ (A.35)

Las inercias principales ajustadas (valores propios) de la matriz de Burt:

2 2
- 1
Al 2 x|JA, —=1|, k=12,... A.36
k Q _1 k Q ( )
Aqui 4, indica la k-6sima inercia principal de la matriz de Burt. Por tanto /4, es
la k-ésima inercia principal de la matriz binaria. Hacemos los ajustes s6lo en las
dimensiones para las cuales /4, >, y no utilizamos mds dimensiones; por tanto,
los porcentajes de inercia no suman el 100%. Podriamos demostrar que estos por-
centajes son estimaciones que estan por debajo de los porcentajes que obtenemos
en el ACCo, sin embargo, en la practica son valores muy similares.

El AC de subgrupos es simplemente una aplicacion del algoritmo del AC a una
parte seleccionada de la matriz estandarizada residual S que vimos en (A.4) (no
es una parte de la matriz original). Sin embargo, para todos los calculos utiliza-
mos las masas de la matriz completa. Supongamos que trabajamos en una parte
de la matriz original que contiene todas las filas y s6lo una parte de las columnas.
En consecuencia, las filas estaran centradas (es decir, sus medias ponderadas se
hallan en el origen del mapa), mientras que no ocurrira lo mismo con las colum-
nas. Llevamos a cabo el ACM de subgrupos realizando el AC de un subgrupo de
la matriz binaria o de la matriz de Burt. En el caso de la matriz de Burt, trabajar
con una seleccion de categorias implica que tenemos que especificar el subgru-
po, tanto para filas como para columnas.

Si la matriz de datos N es una matriz cuadrada asimétrica, en la que tanto las fi-
las como las columnas hacen referencia a los mismos objetos, podemos expresar

N como la suma de la parte simétrica y la parte asimétrica:

N:%(N+NT)+é(N—NT) (A.37)

=simétrica +asimétrica
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Aplicamos el AC a cada una de estas matrices, con una ligera variacion para la par-
te asimétrica. En la parte simétrica %(N+NT) procedemos con el AC usual, y asi
obtenemos un conjunto de coordenadas. LLas masas son las medias de las masas
de las filas y de las columnas correspondientes al mismo objeto: w, =4(r, +¢;). El
andlisis de la parte asimétrica 1(N-NT) consiste en la aplicacién del algoritmo
de AC, sin centrary utilizando las mismas masas que las del analisis simétrico. Es
decir, la matriz de «residuos estandarizados» de (A.4) es la matriz de «diferencias
estandarizadas»:

S=D! E(P - PT)}D;% (A.38)

donde P es la matriz de correspondencias y D es la matriz diagonal de las masas
w,. Tal como vimos en el capitulo 22, podemos sustituir estos dos analisis por un
AC habitual de la matriz compuesta:

N N'
(A.39)
N' N
Al desarrollar el AC de la matriz compuesta —obtenida a partir de la matriz N de
I x I—, observamos que las inercias principales de las dimensiones simétricas son
Unicas, mientras que las inercias principales de las dimensiones asimétricas ocu-
rren por pares. Por tanto, es facil atribuir las 27— 1 dimensiones obtenidas del AC
de la matriz compuesta. Por otra parte, observamos que en las coordenadas de las
dimensiones simétricas aparecen repeticiones, mientras que para las dimensiones
asimétricas aparecen repetidas pero con el signo cambiado (podemos ver un
ejemplo en el capitulo 22).

En el AC canénico (ACC) disponemos de una matriz adicional de variables expli-
cativas X (independientes). En el analisis exigimos que las dimensiones del AC
estén relacionadas linealmente con X. Dividimos la inercia total en la inercia del
espacio restringido directamente relacionada con las variables explicativas y la iner-
cia correspondiente al espacio no restringido. Dado que X son filas o columnas adi-
cionales, el ACC es un analisis «asimétrico». En ACC es habitual que las filas sean
las unidades de muestreo y que X sea un conjunto adicional de M columnas, es
decir, que tengamos una matriz adicional de / x M. En el ACC llevamos a cabo
una regresion en la que calculamos la matriz restringida / x [ cuyas columnas estan
linealmente relacionadas con X. La diferencia entre P y la matriz restringida es la
matriz no restringida cuyas columnas no estan linealmente relacionadas con X.
Por tanto el ACC consiste en aplicar el AC a una matriz restringida y (opcional-
mente) a una matriz no restringida. En todos los calculos, mantenemos las masas
originales de filas y de columnas. Los resultados obtenidos —como coordenadas,

inercias principales, contribuciones, férmulas de reconstituciéon, etc.— son los
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mismos que los del AC habitual. En el calculo de medias y varianzas, damos por
supuesto que las columnas de X estan estandarizadas y que utilizamos las masas
de las filas como pesos. Si tenemos varias variables categoricas independientes, las
codificamos como variables binarias de forma similar a como lo hariamos en un
analisis de regresion que estandarizamos de la forma habitual.

Los pasos del ACC son los siguientes:

Paso 1 del ACC— Calculo de la matriz S de residuos estandarizados como en AC:
S=D!(P-rc")D’ (A.40)

Paso 2 del ACC — Calculo de la matriz de proyeccion I x I, de rango M, que proyecta sobre
el espacio restringido:

Q=D'X(X'D X)"'X'D! (A.41)
Paso 3 del ACC — Proyeccion de los residuos estandarizados para obtener la matriz restringida:
S =QS (A.42)
Paso 4 del ACC - Aplicacion a S de los pasos 1-6 del AC (pagina 252):
Paso 5 del ACC — Inercias principales 1, en el espacio restringido:
A =a;, k=12..,K donde K=min{/-1,]-1M} (A.43)

Paso 6 del ACC (opcional) — Proyeccion de los residuos estandarizados en el espacio no res-
tringido:

S =(I-Q)S=S-§ (A.44)

Paso 7 del ACC (opcional) — Aplicacion de los pasos 1-6 del AC a S™.

Tal como describimos en el capitulo 24, podemos expresar las inercias principa-
les de (A.43) como porcentajes de la inercia total, o como porcentajes de la iner-
cia restringida, que es la suma de los cuadrados de los elementos de S, igual a

Ek;L:‘

En el caso de tablas de contingencia obtenidas de muestras aleatorias, podemos
contrastar la significacion estadistica de la primera inercia principal. Se trata de
la misma prueba que utilizamos para la agrupacion de Ward en el capitulo 15. En
ese ultimo caso podemos obtener el valor critico del estadistico x* en la tabla de
la imagen A.1, de acuerdo con el tamano de la tabla (en la pagina 161, podemos
consultar el ejemplo sobre las tiendas de comida. Se trata de una tabla de 5 x 4,
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J

I 3 4 5 6 8 9 10 11

3 8,59

4 10,74 13,11

5 12,68 15,24 17,52

6 14,49 17,21 19,63 21,85

7 16,21 19,09 21,62 23,95 26,14

8 17,88 20,88 23,63 25,96 28,23 30,40

9 19,49 22,62 25,37 27,88 30,24 32,48 34,63
10 21,06 24,31 27,15 29,75 32,18 34,50 36,70 38,84
11 22,61 25,96 28,90 31,57 34,08 36,45 38,72 40,91 43,04
12 24,12 27,58 30,60 33,35 35,93 38,36 40,69 4293 45,10
13 25,61 29,17 32,27 35,09 37,73 40,22 42,60 44,90 47,12

Fuente: Pearson, E.S. y Hartley, H.O. (1972). Biometrika Tables for Statisticians, Volumen 2: Tabla 51. Cambridge

University Press, Gran Bretana.

para la que el valor critico de la tabla de la imagen A.1 es 15,24). Estos valores cri-

ticos son los mismos que utilizamos para contrastar la significaciéon de la primera

inercia principal. Asi, para el mismo ejemplo sobre las tiendas de comida, que

mostramos en la imagen 15.3, el valor de la primera inercia principal era de
0,02635, que expresada como x’, es de 0,02635 x 700 = 18,45. Dado que 18,45 es
mayor que el valor critico 15,24, la primera inercia principal es estadisticamente

significativa (a un nivel del 5%).
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APENDICE I '-

Calculo del analisis de correspondencias

En este apéndice veremos el calculo del AC utilizando el lenguaje de programa-
cioén R, un software de alto nivel que podemos bajar libremente de la pagina web:

http://www.r-project.org

Supondremos que el lector ya tiene algunos conocimientos basicos sobre este len-
guaje, que se ha convertido de facto en el software estandar para el calculo esta-
distico. En caso contrario, en el sitio de Internet mencionado podemos encontrar
muchos recursos para aprenderlo. Los programas que veremos en este apéndice
se hallan también en el web de la red CARME (siglas en inglés de Correspondence
Analysis and Related MEthods):

http://www.carme-n.org

Al final de este apéndice veremos también algunos programas comerciales y des-
cribiremos diferentes opciones para la creaciéon de mapas.
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El programa R proporciona todas las herramientas necesarias para obtener ma-
pas de AC. La mas importante es la descomposicion en valores singulares (DVS).
Estas herramientas son las funciones R. Algunas funciones y material relacionado
los encontramos en forma de paquetes R. Asi, el paquete ca nos permite llevar a
cabo todas las modalidades del AC que hemos descrito en este libro. Lo iremos
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Entrada de datos en R

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

viendo en este apéndice. También veremos el paquete rgl que nos permite crear
mapas en tres dimensiones. De todas formas, empezaremos paso a paso haciendo
algunos calculos sencillos utilizando R. Con la letra tipo Courier indicaremos las
instrucciones y las salidas en R. Por ejemplo, vamos a crear la matriz (13.2) de la
pagina 137. Calcularemos su DVS y la guardamos en un objeto R tipo «svd». Lue-
go visualizaremos la parte del objeto etiquetada como «d» (los valores propios):

table.T <- matrix(c(8,5,-2,2,4,2,0,-3,3,6,2,3,3,-3,-6,
-6,-4,1,-1,-2),nrow=5)

table.SVD <- svd(table.T)

table.SVDS$Sd

[1] 1.412505e+01 9.822577e+00 1.376116e-15 7.435554e-32

(Las instrucciones las expresamos en color marrén, y los datos y resultados en
color verde.)

La entrada de datos en R tiene sus peculiaridades. Sin embargo, una vez domina-
das éstas, jel resto es muy facil! La funcion read.table() es muy util para intro-
ducir matrices de datos. Las fuentes de datos mads facilmente manejables son los
archivos de texto o los archivos Excel. Por ejemplo, supongamos que queremos
introducir la tabla de datos de 5 x 3 sobre los tipos de lectura que mostramos en
la tabla de la imagen 3.1. Veamos tres opciones para leer estos datos.

1. Supongamos que los datos se hallan en un archivo texto como el siguiente:

Cl Cc2 C3
El 5 7 2
E2 18 46 20
E3 19 29 39
E4 12 40 49
E5 3 7 16

que llamamos reader.txt y que hemos guardado en el directorio de trabajo
R. Para leer los datos ejecutaremos la instruccién R siguiente:

read.table(“reader.txt”)

2. Otra posibilidad es seleccionar la tabla con el procesador de textos o con Word
y luego copiarlo en el portapapeles utilizando la opcién copiar del menu de
Edit o clicando el botén de la derecha del ratén (suponiendo una plataforma
Windows). Para leer directamente la tabla contenida en el portapapeles ejecu-

taremos la instruccién siguiente:

read.table(“clipboard”)

280



CALCULO DEL ANALISIS DE CORRESPONDENCIAS

3. De manera similar, podemos leer los datos de un archivo Excel,” seleccionan-
do los datos como mostramos a continuacion:

NEH N R SR B BRE-9-EAS -] [

Archivo  Edicion  Wer Insertar Formato  Herramientas Datos  Veptana 7

- =

y copiarlos en el portapapeles. A continuacién ejecutaremos la siguiente ins-
truccion:

table <- read.table(“clipboard”)

Con esta opcion la tabla queda guardada como un data frame de R llamado
table. Para indicar en la funcién read.table() que la primera linea contie-
ne las etiquetas de las columnas y que la primera columna de las lineas poste-
riores contiene las etiquetas de las filas, tenemos que dejar un espacio vacio en
la primera linea de la tabla copiada —asi, podemos ver que hemos dejado una
celda vacia en la esquina de arriba a la izquierda de la tabla Excel. Hariamos
lo mismo si se tratara de un archivo de texto. Podemos ver el contenido de
table ejecutando:

table

Cl C2 C3
El 5 7 2
E2 18 46 20
E3 19 29 39
E4 12 40 49
E5 3 7 16

El objeto incluye las etiquetas de filas y columnas. Las podemos ver escribiendo
rownames (table) y colnames (table), por ejemplo:

* Utilizando el paquete foreign de R (que se distribuye con el programa) es posible leer otros
formatos, como por ejemplo Stata, Minitab, SPSS, SAS, Systat y DBF.
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Textos R para cada
capitulo

Capitulo 2:
Perfiles y espacio de
perfiles

Ejemplo de figura
tridimensional utilizando el
paquete rgl
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rownames (table)
[1] "El" IIE2II IIE3II IIE4II llE5ll

A continuacion describiremos de forma sistematica como realizar con R los
calculos de cada uno de los capitulos del libro. Empezaremos por el capitulo 2
viendo las funciones mas basicas de R y el paquete rgl de representacion grafi-
ca tridimensional. Dejaremos para mas adelante las explicaciones del paquete
ca, que realiza los calculos del AC de una manera mucho mds compacta.

En el capitulo 2 mostramos algunos diagramas triangulares correspondientes a
los datos de mis viajes. Supongamos que hemos introducido los datos de los per-
files de la tabla de la imagen 2.1, como hemos descrito anteriormente, y que los
guardamos en el data frame profiles de R:

profiles <- read.table(“clipboard”)

profiles

Dias_de fiesta Medias_jornadas Jornadas_completas
Noruega 0.333 0.056 0.611
Canada 0.067 0.200 0.733
Grecia 0.138 0.862 0.000
Francia/Alemania 0.083 0.083 0.833

(Fijémonos en que no hay espacios en blanco en las etiquetas, si los hubiera, los
datos no se habrian leido correctamente.) Podemos generar una imagen en tres
dimensiones de los perfiles utilizando el paquete rgl” de la manera siguiente (su-
ponemos que hemos instalado y cargado rgl):

rgl.lines(c(0,1.2), c(0,0), c(0,0))
rgl.lines(c(0,0), c(0,1.2), c(0,0))
rgl.lines(c(0,0), c(0,0), c(0,1.2))
rgl.lines(c(0,0), c(0,1), c(1,0), size = 2)
rgl.lines(c(0,1), c(1,0), c(0,0), size = 2)
rgl.lines(c(0,1), c(0,0), c(1,0), size = 2)
rgl.points(profiles[,3], profiles[,1l], profiles[,2], size = 4)
rgl.texts(profiles[,3], profiles[,1], profiles[,2],

text = row.names(profiles))

En la figura de la imagen B.1 mostramos el diagrama de dispersion tridimensio-
nal desde un determinado punto de vision. Presionando el boton de la izquierda
del ratén podemos hacer girar la figura para dar una mejor sensacion tridimen-
sional. En la figura de la imagen B.2 mostramos una de estas rotaciones en la que

* El paquete rgl no es uno de los paquetes proporcionados como estandar con R, hay que insta-
larlo bajandolo de la pagina web de R o de www.carme-n.org.
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Imagen B.1:
Vista tridimensional de los
perfiles fila de los paises

con los datos sobre los
viajes, utilizando el paquete
rglén R
Francia/Alemania o
Canada ®
Grecia

el punto de vista es plano con relacién al triangulo que contiene los puntos co-

rrespondientes a los perfiles. La rueda del raton permite acercar la imagen.
Imagen B.2:
Rotacion del espacio

tridimensional para mostrar
donde se hallan los puntos
correspondientes a los
perfiles

Grecia

Francia/Aleman
Canada ®

Como ilustracién de las figuras del capitulo 3, vamos a ver cémo dibujar utili-  Capitulo 3:
zando R, el diagrama de coordenadas triangular de la imagen 3.2. Para calcu- Masas y centroide
lar las posiciones (x, y) de los puntos necesitamos un poco de trigonometria.
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Imagen B.3:

Diagrama de los perfiles de
cinco niveles educativos en
el espacio de coordenadas
triangular

La funcion apply ()

Ejemplo de figura
bidimensional

Capitulo 4:
Distancias ji-cuadrado e
inercia

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

Cc3
ES
E4
E3
E2
El
CI c2

Supongamos que hemos leido la tabla como vimos al final de la pagina 267
y que tenemos los datos almacenados en el data frame table. Las siguientes ins-
trucciones en R permiten obtener la figura de la imagen B.3. En la primera
instrucciéon calculamos los perfiles de las filas mediante la funcién apply() y
los guardamos en table.pro. Podemos aplicar la funcién apply() tanto a
filas como a columnas. En nuestro caso el parametro «1» indica filas, y sum la
suma de sus elementos. En este caso dividimos los elementos de cada una de
las columnas por la suma de los elementos de las correspondientes filas. En las
dos lineas siguientes calculamos las coordenadas x e y de los cinco perfiles en
un triangulo equildtero de lado 1. Para ello utilizamos los valores del primer y
del tercer perfil (para situar los puntos s6lo necesitamos dos de las tres coor-
denadas).

table.pro <- table/apply(table, 1, sum)

table.x <- 1 - table.pro[,l] - table.pro[,3]/2

table.y <- table.pro[,3] * sqrt(3)/2

plot.new()

lines(c(0,1,0.5,0), c(0,0,sqrt(3)/2,0), col = “gray"”)
text(c(0,1,0.5), c(0,0,sqrt(3)/2), labels = colnames(table))
text(table.x, table.y, labels = rownames(table))

En el capitulo 4 calculamos el estadistico x% la inercia y las distancias x°. Vamos
a ver como llevar a cabo cada uno de estos calculos. Los realizaremos con los
datos sobre los tipos de lectura que anteriormente guardamos en el data frame
table.
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— Estadistico x* e inercia total

table.rowsum <- apply(table, 1, sum)
table.colsum <- apply(table, 2, sum)

table.sum <- sum(table)

table.exp <- tabla.rowsum %0% table.colsum / table.sum
chi2 <-sum( (table - table.exp)”2 / table.exp)
chi2

[1] 25.97724
chi2 / table.sum
[1] 0.08326039

Fijémonos en la utilizacién del operador $0% de producto externo, en la cuarta linea
del programa anterior. Multiplica cada elemento del vector situado a su izquierda
por cada elemento del vector situado a su derecha.

— Distancias y* de los perfiles fila al centroide

Vamos a ver cémo calcular el cuadrado de la distancia y* para la quinta fila de la
tabla de perfiles, como vimos en (4.4). Para calcular la suma de los tres términos
utilizamos la iteracion for de R:

chidist <- 0

for(j in 1:3)

{chidist<-chidist + (table.pro[5,]j] —
table.colmass[j]"2/table.colmass[]]}
chidist

Cl
0.1859165

R da la etiqueta C1 al valor de chidist, probablemente porque es la primera
columna de la iteracion. Otra posibilidad es calcular las cinco distancias de una
vez. Para ello, tenemos que restar a cada fila de la matriz de perfiles el correspon-
diente valor de la columna que contiene las masas de las filas, elevar estas diferen-
cias al cuadrado, y luego dividir otra vez cada fila por las masas para, finalmente,
sumar las filas. Debido a que en R, las matrices se guardan como columnas de vec-
tores, las operaciones con filas son ligeramente mas complicadas. Una posible
solucion es: primero transponer la matriz de perfiles, utilizando la funcién de
transposicion t () para a continuaciéon sumar las columnas del objeto transpues-
to (anteriormente filas) utilizando la funcién apply() con los parametros que

indican las suma de columnas 2, sum:

apply((t(table.pro)-table.colmass)”2/table.colmass,2,sum)

El E2 E3 E4 E5
0.35335967 0.11702343 0.02739229 0.03943842 0.18591649
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Funcidn de distancia
dist()

Adicion de filas utilizando
rbind()

La versatil funcidn
sweep ()

Capitulo 5:
Representacion de
distancias ji-cuadrado

Capitulo 6:
Reduccion de la
dimensionalidad
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Podemos calcular todas las distancias x* entre perfiles y, en particular, entre éstos y su
perfil media, mediante la funcién dist () que, por defecto, calcula la distancia eu-
clidea matricial entre las filas de una matriz. Vamos a anadir la fila que contiene las
masas de las columnas (perfil fila medio) a la matriz de perfiles utilizando la funcién
rbind() (adicion de filas) para formar la matriz de perfiles de 6 x 3, tablec.pro.
A continuacion dividiremos cada elemento del perfil por la correspondiente raiz
cuadrada de la media. Una alternativa a la utilizaciéon de la operacion de transposi-
cion es utilizar la versatil funcién sweep (), similar a apply () pero con mas opcio-
nes. En la tercera linea del texto en R que mostramos a continuacion las opciones
de la funcién sweep() son 2 (operar en columnas), sqrt(table.colmass) (el
vector utilizado para la operacién) y “ /" (division):

tablec.pro <- rbind(tablec.pro, table.colmass)
rownames (tablec.pro)[6] <- "ave”
dist(sweep(tablec.pro, 2, sqrt(table.colmass), FUN=“/"))

E1l E2 E3 E4 E5
E2 0.3737004
E3 0.6352512 0.4696153
E4 0.7919425 0.5065568 0.2591401
E5 1.0008054 0.7703644 0.3703568 0.2845283

ave 0.5944406 0.3420869 0.1655062 0.1985911 0.4311803

El resultado de la funcién dist () es un objeto que contiene una matriz triangu-
lar con todas las distancias entre los cinco perfiles. La ultima linea de la salida del
programa —que hemos etiquetado como “ave” (en la segunda linea del progra-
ma y que corresponde al perfil fila medio anadido)— muestra las distancias y* de
los perfiles a su media.

En el capitulo 5 visualizamos las distancias x* comprimiendo los ejes de coordena-
das mediante factores inversamente proporcionales a las raices cuadradas de sus
correspondientes masas. Para hacer la representacion grafica seguiremos una se-
cuencia de codificacion similar a la que vimos anteriormente para el diagrama tri-
dimensional del capitulo 2, con la excepcion de que dividiremos cada coordena-
da por sqrt(table.colmass). Un detalle importante para reproducir la figura
de la imagen 5.2 es decidir qué elementos del perfil van en cada dimensioén. Lo
dejamos como ejercicio para el lector (de todas formas, en la pagina web que
mencionamos podemos encontrar el texto del programa).

En el capitulo 6 consideramos el AC como un método que permite reducir dimen-
siones. Vamos a llevar a cabo nuestra primera descomposicion en valores singulares
(DVS). Para ello, en primer lugar, introducimos los datos sobre la autopercepcion
de la salud en health. A continuacion, seguimos los pasos que vimos en la pagina
266 del apéndice A. Las pasos preliminares (A.1-A.3) son los siguientes:
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health.P <-health/sum(health)
health.r <-apply(health.P, 1, sum)
health.c <-apply(health.P, 2, sum)

health.Dr <-diag(health.r)
health.Dc <-diag(health.c)
health.Drmh <-diag(l/sqrt(health.r))
health.Dcmh <-diag(l/sqrt(health.c))

Las dos tltimas instrucciones anteriores crean D,_% y D;%, respectivamente. Poste-
riormente necesitaremos estas matrices de forma repetida (el nombre de objeto
mh viene de “minus half”). Para poder llevar a cabo el producto de matrices (A.4),
tenemos que transformar el data frame health.P en una matriz del entorno R.
Efectuaremos el producto de matrices utilizando el operador $*%. Realizamos la
DVS indicada en (A.5) con la funcién svd().

health.P <- as.matrix(health.P)

health.S <- health.Drmh %*% (health.P-health.r %o0% health.c)
%*% health.Dcmh

health.svd <- svd(health.S)

Calculamos las coordenadas principales y estandares (pc y sc) como vimos en
(A.6-A.9):

health.rsc <-health.Drmh %*% health.svdS$u
health.csc <-health.Dcmh %*% health.svdS$v
health.rpc <-health.rsc %*% diag(health.svds$d)
health.cpc <-health.csc %*% diag(health.svds$d)

iY esto es todo! Las 14 instrucciones en R anteriores constituyen el algoritmo de
calculo del AC; para calcular coordenadas del mapa de AC simplemente tenemos
que sustituir health por cualquier otro objeto.

Por ejemplo, para ver los valores de las coordenadas principales de las filas en el
primer eje escribiremos:

health.rpc[,1]
[1] -0.37107411 -0.32988430 -0.19895401 0.07091332 0.39551813 ...

(Fijémonos en que los signos estan cambiados con relacion al mapa de la imagen
6.3. Ello ocurre a menudo cuando utilizamos distintos softwares. Podemos cam-
biar sin problemas los signos de todas las coordenadas.)

En el capitulo 7 vimos las propiedades del escalado 6ptimo del AC. Por tanto, en
este capitulo no realizamos calculos complicados. Simplemente ilustramos el cal-
culo de la transformacién de la escala 6ptima (7.5) utilizando las funciones R
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para el calculo de valores maximos y minimos. (Debido al cambio de signos de las
coordenadas del primer eje, hemos invertido la escala. Es decir, la escala transfor-
mada va de 0 = muy buena a 100 = muy mala. Restando 100 a los valores resultan-
tes obtenemos los valores de la tabla de la imagen 7.2.):

health.range <- max(health.csc[,1] — min(health.csc[,1])

health.scale <- (health.csc[,1] — min(health.csc[,1]))
*100/health.range

health.scale

[1] 0.00000 18.86467 72.42164 98.97005 100.00000

En el capitulo 8 vimos mas propiedades de los resultados del AC. La figura de
la imagen 8.5 no la creamos utilizando R, la creamos directamente en IATEX
(véanse las descripciones sobre la composicion grafica al final de este apéndi-
ce). A continuacién veremos céomo utilizando algunas instrucciones R, pode-
mos ilustrar las propiedades de maxima correlaciéon del AC. Por ejemplo, la
ecuacion (8.2) de la pagina 92. Asi, podemos calcular la correlacion entre los
valores de edad y de salud en la primera dimensién, ¢'Py, donde ¢ yy son las
coordenadas estandares en la primera dimension, y P es la matriz de corres-
pondencias.

health.cor <- t(health.rsc[,1] %*% health.P %*% health.csc[,1]
health.cor"2

[,1]
[,1] 0.1366031

El cuadrado de esta correlacion es la primera inercia principal (el resultado an-
terior aparece como una matriz de 1 x 1, ya que resulta de una multiplicacion de
matrices). El calculo anterior de las correlaciones queda justificado por el hecho
de que las varianzas son 1. Vamos a ver la estandarizaciéon (A.12), por ejemplo,
para las filas.

t(health.rsc[,1]) %*% health.Dr %*% health.rsc[,1]

En el capitulo 9 vimos la geometria de los mapas bidimensionales. Comparamos
los mapas asimétricos con los simétricos. Vamos a aprovechar que el paquete ca
contiene los datos sobre los fumadores para iniciarnos en su utilizacion. Una vez
instalado y cargado el paquete ca, podemos obtener los mencionados datos eje-
cutando la instruccion:

data(smoke)
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que nos proporciona el data frame smoke:

smoke

none light medium heavy

SM 4 2 3 2
JM 4 3 7 4
SE 25 10 12 4
JE 18 24 33 13
SC 10 6 7 2

La funcién ca() —una de las funciones del paquete ca— nos permite llevar a
cabo un AC simple. Asi, podemos obtener facilmente el AC de los datos sobre los
fumadores escribiendo ca(smoke):

ca(smoke)

Principal inertias (eigenvalues):

1 2 3
Value 0.074759 0.010017 0.000414
Percentage 87.76% 11.76% 0.49%
Rows :
SM JM SE JE sC

Mass 0.056995 0.093264 0.264249 0.455959 0.129534
ChiDist 0.216559 0.356921 0.380779 0.240025 0.216169
Inertia 0.002673 0.011881 0.038314 0.026269 0.006053
Dim. 1 -0.240539 0.947105 -1.391973 0.851989 -0.735456
Dim. 2 -1.935708 -2.430958 -0.106508 0.576944 0.788435
Columns:

none light medium heavy
Mass 0.316062 0.233161 0.321244 0.129534
ChiDist 0.394490 0.173996 0.198127 0.355109
Inertia 0.049186 0.007059 0.012610 0.016335
Dim. 1 -1.438471 0.363746 0.718017 1.074445
Dim. 2 -0.304659 1.409433 0.073528 -1.975960

De los resultados anteriores nos tendrian que resultar familiares las inercias prin-
cipales y sus porcentajes. Y para filas y columnas, las masas, las distancias x* al cen-
troide, las inercias y las coordenadas estandares en las dos primeras dimensiones.
Mas adelante describiremos mucho mas detalladamente las caracteristicas de este
paquete. Por el momento s6lo vamos a mostrar lo facil que resulta hacer una re-
presentacion grafica. Para obtener el mapa simétrico del AC de la imagen B.4 bas-
ta con escribir y ejecutar la funciéon plot () con ca(smoke) :
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Mapa simétrico de los datos
sobre los fumadores,
utilizando el paquete ca

Capitulo 10:
Tres ejemplos mas

Capitulo 11
Contribuciones a la
inercia

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

0,2
A
o1 Fumadores
’ 5C ocasionales
EJ
[ ]
0,0 ES A
A' Fumadores
No fumadores medios
0,1
Fumadores
02 .DS compulsivos ,
oDJ
-0,3+
\ \ \ I I I ‘
-0,4 -0,3 -0,2 -0,1 0,0 0,1 0,2 0,3

plot(ca(smoke))

Fijémonos en que, con relacion al mapa de la imagen 9.5, aparecen invertidos los
dos ejes principales. Para obtener mapas asimétricos, anadiremos la opcion
map=“rowprincipal” O map=“colprincipal” a la funcién plot (). Por ejemplo,
podemos obtener el mapa de la imagen 9.2 de la siguiente manera:

plot(ca(smoke), map = “rowprincipal”)

Lo que hemos visto sobre el paquete ca nos basta para poder llevar a cabo
los analisis del capitulo 10. Los datos que utilizamos estan disponibles en la pa-
gina web www.carme-n.org en formatos texto y Excel. Los datos sobre los
autores se hallan también en el paquete ca, de manera que los podemos obte-
ner, igual que hicimos con los datos sobre los fumadores, con la instruccién R
data(author). Para visualizar los datos sobre los autores en un mapa de AC
tridimensional, podemos probar lo siguiente (suponemos que hemos cargado
el paquete ca):

data(author)
plot3d.ca(ca(author), labels = c(2,1), sf = 0.000001)

En el capitulo 11 introducimos algunos calculos nuevos. Todos ellos implementa-
dos en el paquete ca. Sin embargo, igual que antes, primero hagamos los cdlculos
«a mano». Podemos leer los datos sobre la financiacion de la investigacion cien-
tifica como describimos anteriormente —supongamos que hemos llamado fund

al data frame que contiene estos datos. Calculamos la matriz de residuos estanda-
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rizados de esta tabla como hicimos en el capitulo 4. Las inercias de la tabla de la
imagen 11.1 son las sumas de cuadrados de las filas y de las columnas de la matriz
de residuos.

fund.P <- as.matrix(fund/sum(fund))

fund.r <- apply(fund.P, 1, sum)

fund.c <- apply(fund.P, 2, sum)

fund.Drmh <- diag(l/sqrt(fund.r))

fund.Dcmh <- diag(l/sqrt(fund.c))

fund.res <- fund.Drmh %*% (fund.P - fund.r %o% fund.c) %*% fund.Dcmh
round(apply(fund.res”2, 1, sum), 5)

[1] 0.01135 0.00990 0.00172 0.01909 0.01621 0.01256 0.00083
[8] 0.00552 0.00102 0.00466

round(apply(fund.res”2, 2, sum),5)

[1] 0.01551 0.00911 0.00778 0.02877 0.02171

Las contribuciones, expresadas en tantos por mil, de la tabla de la imagen 11.2
son los cuadrados de los residuos estandarizados con relacion al total:

round (1000*fund.res”2/sum(fund.res”2), 0)

[,11 [,2] [,3] [,4] [,5]

(1,1 0 32 16 0 89
(2,1 0 23 4 44 48
(3,1 30 12 1 0 5
(4,1 9 15 11 189 8
(5,1 106 11 2 74 3
[6,] 1 11 38 1 102
(7,1 2 0 0 3 5
(8,17 51 4 0 10 2
(9,1 10 0 0 2 0

[10,] 5 3 22 26 0

(Después de las multiplicaciones de matrices, hemos perdido las etiquetas de
filas y de columnas. Las podemos recuperar utilizando las funciones rownames ()
y colnames().)

Las inercias principales de la tabla de la imagen 11.3 son los cuadrados de los va-
lores singulares resultantes de hacer Ia DVS (“svd”) de la matriz de residuos:

fund.svd <- svd(fund.res)

fund.svds$d”2
[1] 3.911652e-02 3.038081e-02 1.086924e-02 2.512214e-03 4.252722e-33

(obtenemos cinco valores, sin embargo, el dltimo es te6éricamente igual a cero).
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Para calcular los componentes individuales de la inercia de las filas en los cuatro
ejes, en primer lugar, necesitamos calcular las coordenadas principales f, [véase
(A.8)] y luego los valores 7, [

fund.F <- fund.Drmh %*% fund.svd$u %$*% diag(fund.svdsd)
fund.rowi <- diag(fund.r) %*% fund.F"2

fund.rowi[,1:4]

[1,]
[2,]
[3,1
[4,1]
[5/]
[6,]
[7,]
[8,1
[9,1

(/1]
6.233139e-04
1.178980e-03
2.314352e-04
1.615600e-02
1.426048e-02
1.526183e-03
7.575664e-06
3.449918e-03
5.659639e-04
1.116674e-03

[,2]
9.775878e-03
7.542243e-03
8.787604e-04
1.577160e-03
1.043783e-04
9.407586e-03
5.589276e-04
1.601539e-04
7.306881le-06
3.684113e-04

[,3]
8.222230e-04
8.385857e-04
2.931994e-04
6.274587e-04
1.691831e-03
1.273528e-03
7.980532e-05
1.799425e-03
4.185906e-04
3.024590e-03

[,4]
1.301601e-04
3.423076e-04
3.211261e-04
7.271264e-04
1.562740e-04
3.573707e-04
1.868385e-04
1.091335e-04
3.022249e-05
1.516545e-04

[10,]

lo que concuerda con los valores de la tabla de la imagen 11.5. Fijémonos en que,
en la tltima instruccién anterior, s6lo hemos considerado las primeras cuatro co-
lumnas (fund.rowi[,1:4]). Dado que el quinto valor singular es cero, los valo-
res de la quinta columna teéricamente son cero. Finalmente, expresamos estos
componentes con relacién a la inercia de un punto (suma de filas) o a la inercia
de un eje (sumas de columnas, es decir, las inercias principales) [véanse (A.27)y
(A.26), respectivamente], y al mismo tiempo los expresamos en tantos por mil, de
la siguiente manera:

Célculo de las round (1000* (fund.rowi/apply(fund.rowi, 1, sum)) [,1:4], 0)
contribuciones relativas
(cosenos al cuadrado o [,11 [,2] [,3] [,4]
correlaciones) [1,] 55 861 72 11
(2,1 119 762 85 35
[3,] 134 510 170 186
[4,] 846 83 33 38
[5,] 880 6 104 10
[6,] 121 749 101 28
(7,1 9 671 96 224
(8,1 625 29 326 20
[9,]1 554 7 410 30
[10,] 240 79 649 33

lo que concuerda con los datos de la tabla de la imagen 11.6 (para obtener las ca-
lidades que aparecen en la tabla de la imagen 11.8 sumamos las primeras dos co-
lumnas de la tabla anterior). Respecto a las sumas de columnas, es decir, las iner-
cias principales:
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round(1000*t(t(fund.rowi)/fund.svd$d"2)

(1,1
(2,1
[3,]
[4,]
[5,]
(6,1
[7,1
(8,1
[9,1]
[10,]

[,1]
16
30

6
413
365

39

0
88
14
29

[,21 [,31 I

322 76
248 77
29 27
52 58
3 156
310 117
18 7
5 166
0 39
12 278

141
52
136
128
289
62
142
74
43
12
60

[,1:4], 0)

que muestra como se ha construido cada eje. Por ejemplo, las filas 4 y 5 (Fisicay

Zoologia) son las que mas contribuyen al primer eje.

Anticipandonos un poco a la descripciéon completa del paquete ca, podemos ver

que si aplicamos la funciéon summary() a ca(fund) obtenemos los resultados

completos del analisis anterior:

summary (ca(fund))

Principal inertias (eigenvalues):

(1,1
(2,1
[3,]
[4,]
[5/]
[6,1]

Rows:

O WV O J oUW

[y

dim

=W N =

name

Gel
Bic
Chm
Zol
Phy
Eng
Mcr
Bot
Stt
Mth

value
0.039117
0.030381
0.010869
0.002512
0.082879
mass dlt
107 916
36 881
163 644
151 929
143 886
111 870
46 680
108 654
36 561
98 319

inr
137
119
21
230
196
152
10
67
12
56

cum$
47.2
83.9
97.0
100.0
k=1 cor
76 55
180 119
38 134
-327 846
316 880
-117 121
13 9
-179 625
125 554
107 240

scree plot
kkhkkhhkhkkkhkkhkhhhkkkkhkhkhhhkkkkhkhkk*x

kkhkkhhhkkkkhkhhkhhkkkhkhkhkkx

*kkkk*x
ctr k=2 cor ctr
16 | 303 861 322 |
30 | -455 762 248 |
6 | 73 510 29 |
413 | 102 83 52 |
365 | 27 6 3 |
39 | -292 749 310 |
0 | -110 671 18 |
88 | -39 29 5 |
14 | 14 7 0 |
29 | -61 79 12 |
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Columns:

name mass glt inr k=1 cor ctr k=2 cor ctr
1| A | 39 587 187 | 478 574 228 | 72 13 7|
2 | B | 161 8l6 110 | 127 286 67 | 173 531 159 |
3| c | 389 465 94 | 83 341 68 | 50 124 32 |
4 | D | 162 968 347 | -390 859 632 | 139 109 103 |
5 E | 249 990 262 | -32 12 6 | -292 978 699 |

En el capitulo 12 vimos como anadir puntos a un mapa utilizando la relacién
baricéntrica existente entre las coordenadas estandares de las columnas y las
coordenadas principales de las filas. Es decir, los perfiles se hallan situados a me-
dias ponderadas de los vértices. El ejemplo que vimos en la pagina 130 muestra
cémo situar el punto adicional Museos [4 12 11 19 7], cuya suma total es 53. Si
el vector m contiene el perfil de Museos, los productos escalares de éste con las
coordenadas estandares de las columnas, m'T, proporciona las coordenadas bus-
cadas:

fund.m <- c(4,12,11,19,7)/53
fund.Gamma <- fund.Dcmh %*% fund.svdS$Sv
t(fund.m) %*% fund.Gamma[,1:2]

[,1] [,2]
[1,] -0.3143203 0.3809511

(En comparacién con el mapa de la imagen 12.2, en esta solucion, el signo del se-
gundo eje aparece cambiado. Si llevamos a cabo la misma operacién con los vec-
tores unitarios de la tabla de la imagen 12.4 como puntos adicionales, y luego los
multiplicamos por las coordenadas estandares de las columnas, veriamos que sus
posiciones coinciden con estas tltimas.)

En el capitulo 13 vimos las diferentes escalas de los biplots del AC. En el mapa
correspondiente al biplot estindar del AC de la imagen 13.3, las filas estan en
coordenadas principales y las columnas en coordenadas estandares multiplica-
das por la raiz cuadrada de las masas respectivas de las columnas. Dadas las co-
ordenadas estandares calculadas anteriormente en fund.Gamma, el calculo de
las coordenadas en este biplot estandar, en las dos primeras dimensiones, es el
siguiente:

diag(sgrt(fund.c)) %*% fund.Gamma[,1:2]

[,1] [,2]
[1,] 0.47707276 0.08183444
[2,] 0.25800640 0.39890356
[3,] 0.26032157 0.17838093
[4,] -0.79472740 0.32170520
[5,] -0.08046934 -0.83598151
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En las siguientes instrucciones, en notacion matricial, primero guardamos los  Perfiles estimados a partir

productos escalares del lado derecho de (13.7), para K™ = 2, en fund.est y lue- del biplot

go calculamos los perfiles estimados multiplicando por las raices cuadradas \/5 y

sumando ¢:

fund.est <- fund.F[,1:2] %*% t(diag(sqgrt(fund.c)) %*%
fund.Gamma[,1:2])

oner <- rep(l, dim(fund)[1l])

round(fund.est %*% diag(sqgrt(fund.c)) + oner %o0% fund.c, 3)

A B C D E
[1,] 0.051 0.217 0.436 0.177 0.120
[2,] 0.049 0.107 0.368 0.046 0.431
[3,] 0.044 0.176 0.404 0.160 0.217
[4,] 0.010 0.143 0.348 0.280 0.219
[5,] 0.069 0.198 0.444 0.065 0.225
[6,] 0.023 0.102 0.338 0.162 0.375
[7,] 0.038 0.145 0.379 0.144 0.294
[8,] 0.021 0.136 0.356 0.214 0.272
[9,] 0.051 0.176 0.411 0.124 0.238
[10,] 0.048 0.162 0.400 0.120 0.270

resultado que podemos comparar con los verdaderos valores de los perfiles:

round(fund.P/fund.r, 3)

A B C D E
Geol 0.035 0.224 0.459 0.165 0.118
Bioc 0.034 0.069 0.448 0.034 0.414
Chem 0.046 0.192 0.377 0.162 0.223
Zool 0.025 0.125 0.342 0.292 0.217
Phys 0.088 0.193 0.412 0.079 0.228
Engi 0.034 0.125 0.284 0.170 0.386
Micr 0.027 0.162 0.378 0.135 0.297
Bota 0.000 0.140 0.395 0.198 0.267
Stat 0.069 0.172 0.379 0.138 0.241
Math 0.026 0.141 0.474 0.103 0.256

Calculando las diferencias entre los valores verdaderos y los valores estimados de
los perfiles obtenemos una aproximacion a los errores individuales. La suma de
los cuadrados de estas diferencias, convenientemente ponderadas, nos da un
error general del AC bidimensional. Tenemos que ponderar cada fila de diferen-
cias al cuadrado con la correspondiente masa de la fila r,y cada columna con la
inversa del valor esperado 1/ ¢ El calculo es el siguiente (se trata de una instruc-
ciéon empaquetada en dos lineas, jun ejemplo de programaciéon R concentrada!l):

sum(diag(fund.r) %*% (fund.est %*% diag(sgrt(fund.c))+

oner %0% fund.c - fund.P/fund.r)"2 %*% diag(l/fund.c))
[1] 0.01338145
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Para ver que el resultado es correcto, tenemos que sumar las inercias principales
pero no las de los dos primeros ejes:

sum(fund.svd$d[3:4]"2)
[1] 0.01338145

lo que confirma los cdlculos anteriores (es el 16% de la inercia no explicada que
aparece en la pagina 143).

El calculo de las calibraciones de los biplots es bastante complicado ya que impli-
ca mucha trigonometria. En vez de dar un listado de todo el procedimiento,
recomendamos a los lectores interesados que consulten la pagina web en la que
detallamos la programacion de la funciéon biplot.ca() que calcula las coorde-
nadas de los puntos inicial y final, asi como todas las marcas de los ejes del biplot
para las columnas.

En el capitulo 14 vimos varias relaciones lineales entre las coordenadas de fi-
las, de columnas y de datos. Aqui ilustraremos algunas de estas relaciones uti-
lizando la funcién de modelizacién lineal de R, 1m( ), que permite especificar
pesos en la regresion de minimos cuadrados. Por ejemplo, vamos a llevar a
cabo la regresion de minimos cuadrados de las coordenadas estandares de las
filas (eje y de la figura de la imagen 14.2) con relacién a las coordenadas es-
tandares (eje x). Las variables de la regresion tienen 10 x 5 valores que pode-
mos vectorizar, partiendo de la matriz original expresada en columnas. De esta
manera, la variable x es el vector (que llamaremos fund.vecc) en el que las
coordenadas de la primera columna en la primera dimension se repiten 10 ve-
ces, luego la segunda coordenada 10 veces, y asi sucesivamente. Mientras que
la variable y (fund.vecr) tiene repetidas las coordenadas de la primera di-
mension cinco veces en una columna (calculamos las coordenadas estandares
de las filas como fund.Phi). Cuando llevemos a cabo los calculos podemos
comprobar los valores de fund.vecc y de fund.vecr. Los pesos de las regre-
siones seran las frecuencias de la tabla original fund; para vectorizarlos, tene-
mos que convertir el data frame primero en una matriz y luego en un vector uti-
lizando as.vector():

fund.vec <- as.vector(as.matrix(fund))

fund.Phi <- fund.Drmh %*% fund.svdSu

fund.vecr <- rep(fund.Phi[,1], 5)

fund.vecc <- as.vector(oner %*% t(fund.Gamma[,1]))

Llevamos a cabo la regresiéon de minimos cuadrados ponderada de la manera
siguiente:
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1m(fund.vecr~fund.vecc, weights = fund.vec) Eemplo de 1m (), funcidn
para regresiones lineales
call: utilizando la opcion
weights
Im(formula = fund.vecr ~ fund.vecc, weights = fund.vec)

Coefficients:

(Intercept) fund.vecc
-2.015e-16 1.978e-01

lo que muestra que la constante es cero y que el coeficiente es 0,1978, la raiz cua-
drada de la primera inercia principal.

Para llevar a cabo la regresion descrita en la pagina 151 entre los cocientes de
contingencia de Geologia con relacién a las coordenadas estandares en las prime-
ras dos dimensiones, llevamos a cabo la regresion de la respuesta fund.y sobre
las dos los primeras columnas de la matriz de coordenadas I' en fund.Gamnma,
con los pesos ¢ en fund.c, de la manera siguiente (para obtener mas resultados,

aplicamos la funcién summary () a la instrucciéon 1m()):

fund.y <- (fund.P[1,]/fund.r[1l]/fund.c
summary (lm(fund.y ~ fund.Gamma[,1] + fund.Gamma[,2],
weights = fund.c))
Call:
Im(formula = fund.y ~ fund.Gamma[, 1]+fund.Gamma[, 2], weights = fund.c)
Residuals:

A B c D E
-0.079708 0.016013 0.037308 -0.030048 -0.003764

Coefficients:

Estimate Std. Error t value Pr(>|t]|)
(Intercept) 1.00000 0.06678 14.975 0.00443 *x*
fund.Gamma[, 1] 0.07640 0.06678 1.144 0.37105
fund.Gamma[, 2] 0.30257 0.06678 4.531 0.04542 *
Signif. codes: 0 ’***’ (0,001 '**’ 0.01 '*’ 0.05 ’.’” 0.1 " ' 1

Residual standard error: 0.06678 on 2 degrees of freedom
Multiple R-Squared: 0.9161, Adjusted R-squared: 0.8322
F-statistic: 10.92 on 2 and 2 DF, p-value: 0.0839

resultado que confirma los coeficientes que vimos al final de la pagina 151 (otra

vez, el segundo coeficiente tiene el signo opuesto debido a que las coordenadas
de la segunda dimension tienen también signos opuestos) y R* es 0,916.
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La funcién 1m() no proporciona los coeficientes de regresion estandarizados. Sin
embargo los podemos obtener utilizando la funcion de covarianza ponderada
cov.wt() con la opciéon cor=TRUE para el calculo de correlaciones ponderadas.

cov.wt (cbind(fund.y,fund.Gamma[,1:2], wt = fund.c, cor = TRUE)Scor $cor

/1] [,2] [,3]
[1,] 1.0000000 2.343286e-01 9.280040e-01
[2,] 0.2343286 1.000000e+00 2.359224e-16
[3,] 0.9280040 2.359224e-16 1.000000e+00

lo que concuerda, excepto por algunos cambios de signo, con la matriz de corre-
laciones que vimos al principio de la pagina 152.

En el capitulo 15 vimos la agrupacion de Ward para realizar la agrupaciéon pon-
derada de filas o de columnas con sus masas. La funcién R hclust () con la que
llevamos a cabo la agrupacion jerarquica no permite ponderar [véase (15.2)].
Tampoco lo permite la funcién agnes () del paquete cluster. Sin embargo, el
paquete estadistico comercial XLSTAT, que describiremos mas adelante, si pre-
senta esta posibilidad que también incluye los programas R de Fionn Murtagh

(pag. 327).

En el capitulo 16, describimos la codificacion interactiva de variables. Para llevar-
la a cabo partimos de los datos originales o bien de una tabla de multiples entra-
das derivada de los mismos. Por ejemplo, en el caso de los datos sobre la salud
que vimos en el capitulo 16, los datos originales tenian el siguiente aspecto (mos-
tramos las primeras cuatro filas de un total de 6371):

... health age gender ..
. e 4 5 2 ..
. e 2 3 1 ..
.. 2 4 1 ..
.. 3 5 1 ..

e e e . . . .« .

Para obtener la tabla de la imagen 16.2, tenemos que combinar las siete catego-
rias de edad y las dos categorias de género, para formar una nueva variable

age_gender con 14 categorias. Lo conseguimos con la siguiente transformacion:
age_gender <- 7*(gender — 1) + age

que numerard los grupos de edad de hombres (gender=1),de 1 a 7, y los de las
mujeres (gender=2), de 8 a 14. A partir de ahi, crearemos la tabla de contingen-
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cia cruzando las variables age _gender y health. En R, creamos las tablas de con-
tingencia con la funcién table(). Por ejemplo,

table(age-gender, health)
proporcionaria la tabla de contingencia de la imagen 16.2.

Supongamos ahora que los datos originales sobre el trabajo de las mujeres se ha-
lla en un archivo Excel como el que mostramos mas adelante: cuatro preguntas,
de Q1 a Q4, pais (C, de country), género (G, de gender), edad (A, de age), estado
civil (M, de marital status) y educacion (E, de education). Para introducir los datos
en R, copiaremos, como vimos anteriormente las columnas en el portapapeles, y
utilizaremos la funciéon read.table(). Sin embargo, ahora las filas de la tabla
no tienen nombres. Ademas, no hay un espacio en blanco en la celda de arriba a
la izquierda. Por tanto, tenemos que especificar la opcion header=T (T es la abre-
viatura de TRUE):

women <- read.table(”clipboard”), header = T)

Podemos asignar nombres de las columnas del data frame women utilizando la fun-
cion colnames () :

colnames (women)
[1] IlQlll llQle lIQ3lI I|Q4 n Ilcll IIGII IIAII llMll llEll

DEEERSAELR-9-RBe=-H@e v
il :] ?_] Ll S # | _) La ] | @ ﬂj @2] | ¥¢ Responder con cambios.., Terminar revisidn,.. !
EHCHE 2L £ I
5 frchivo  Edicion  Wer  Insertar  Formato  Herramientas Datos  Wentana 7 Adobe PDF XLSTAT
nE=j o p |l B s e B
L1 - b
Al B | ¢ | o E|]F | & | H | 1 [ 4] K |
(1/a1 @2 Q3 @4 C G A M E
| 2 | 1 3 2 2 1 2 6 1 3
| 3 | 1 2 2 2 1 2 4 1 4
EN 1 3 4 4 1 2 1 5 7
| 5 | 1 2 2 1 1 2 4 1 4
| 6 | 1 3 2 4 1 1 5 1 4
|7 1 2 1 1 1 2 1 5 5
| 8 | 4 2 4 2 1 2 5 1 4
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Ejemplo de la funcion ~ Para obtener la tabla de la imagen 16.4 podemos utilizar la funcién attach(), que

attach() permite disponer de las etiquetas de las columnas como si fueran un objeto de R

(para que no sean disponibles podemos invertir la operacion utilizando detach () ):

attach(women)
table(C, Q3)

C 1 2 3 4
1 256 1156 176 191
2 101 1394 581 248
3 278 691 62 66
4 161 646 70 107

21 243 448 484 25
22 468 664 92 63
23 203 671 313 120
24 738 1012 514 230

(comparese con la imagen 16.4).

Para obtener la tabla de la imagen 16.6 original con la variable fila codificada

interactivamente:

CG <- 2%(C-1) + G
table(CG, Q3)

Q3

CG 1 2 3 4
1 117 596 114 82
2 138 559 60 109
3 43 675 357 123
4 58 719 224 125

. . . .

47 348 445 294 112
48 390 566 218 118
51 1 2 0 0
55 1 1 2 1

Fijémonos en que las dos ultimas filas de la tabla corresponden a unos pocos valo-
res perdidos de género que codificamos como 9. Para visualizar los recuentos de
frecuencias de las columnas, ejecutaremos la instruccion lapply (women, table).
De todas formas, primero deberiamos eliminar todos los valores perdidos —en la
pagina 308 mostramos como eliminar las filas con valores perdidos—. También
podriamos asignar el cédigo NA de R a los valores perdidos. Asi, para los valores
perdidos de género de la columna 6:
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women[,6] [G==9] <- NA
attach(women)
CG <= 2*¥(C — 1) + G

(fijémonos en que tenemos que aplicar de nuevo la funcién attach() al data frame
women y recalcular CG). Suponiendo que hemos recodificado todos los valores per-
didos (o eliminado las correspondientes filas), para construir una variable con 228
categorias que codifique interactivamente pais, género, y edad (para edad no hay
valores perdidos), codificamos las combinaciones de CG y A de la manera siguiente:

CGA <- 6*(CG — 1) + A

En el capitulo 17 vimos el AC de varias tablas de contingencia concatenadas. Las
funciones rbin() y cbin() permiten agregar filas y columnas. Por ejemplo, su-
pongamos que disponemos de la matriz de datos women sobre la que hemos apli-
cado la funcién attached() como vimos anteriormente. Podemos obtener la
matriz compuesta de cinco tablas de contingencia correspondientes a la pregun-
ta 3, que esquematizamos en la imagen 17.1 utilizando la iteracién for de la si-
guiente manera:

women.stack <- table(C, Q3)
for (j in 6:9) {women.stack <- rbind(women.stack,
table(women[,Jj], Q3))}

Podemos acceder a las columnas de women por su etiqueta o por el namero de
columna. Si miramos el contenido de women.stack veremos que para todas las
variables demograficas, excepto pais y grupo de edad, existen varias filas con va-
lores perdidos. Antes de llevar a cabo el AC tenemos que omitir estos valores. Lo
podemos hacer de tres maneras distintas: 1) excluyendo estas filas de la matriz;
por ejemplo, podemos eliminar las filas 38, 39, 47 y 48 de la siguiente manera:

women.stack <- women.stack[-c(38,39,47,48),]

(el signo negativo antes de los nimeros de las filas indica exclusion); 2) cambiando
los codigos de los valores perdidos a NA, como describimos en la pagina anterior; o
3) declarando que las filas con valores perdidos se hallan fuera del subgrupo de
interés en el AC de subgrupos que vimos en el capitulo 21 (dado que mantiene el
tamano de la muestra de todas las tablas, es la mejor opcién).

Para comprobar las inercias de la tabla de la pagina 168, podemos utilizar la
funcion de la prueba * de R, chisq.test (). Uno de sus resultados es el estadis-
tico x°, que podemos especificar mediante $statistic. Vamos a hacer los calcu-
los para la tabla de contingencia que cruza la variable edad con la pregunta 3, lo
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que corresponde a las filas de la 27 a la 32 de la matriz compuesta (después de las
24 filas de pais y las 2 de género). Obtenemos la inercia dividiendo el estadistico
por el tamano de la muestra, el total de la tabla.

chisqg.test (women.stack[27:32,])$statistic/sum(women.stack[27:32,])

x-squared
0.0421549

Lo que concuerda con el valor de edad de la tabla de la pagina 168.

Para unir horizontalmente, con relacién a las cuatro preguntas, las cuatro tablas
(compuestas asimismo de cinco tablas unidas verticalmente) esquematizadas en
la imagen 17.3 utilizaremos la funcién cbind() que permite unir columnas.

Para llevar a cabo el ACM y métodos relacionados dejaremos los calculos «a
mano» que hemos utilizado hasta ahora, para empezar a utilizar las funciones del
paquete ca. El paquete contiene funciones que permiten realizar el AC simple,
multiple y conjunto, asi como funciones que facilitan el analisis de subgruposy la
inclusion de variables adicionales. También ofrece funciones para la representa-
cion grafica de los resultados en dos y en tres dimensiones. El paquete compren-
de los siguientes componentes:

* AC simple
— Calculo: ca()
— Salidas y resimenes: print.ca() y summary.ca()
(y print.summary.ca())
— Diagramas: plot.ca() yplot3d.ca()

¢ ACM y ACCo
— Calculo: mjca()
— Salidas y resimenes: print.mjca() y summary.mjca()

(y print.summary.mjca())
— Diagramas: plot.mjca() y plot3d.mjca()

* Conjuntos de datos
— smoke, autor y wg93

El paquete contiene mas funciones, como iterate.mjca() para la actualiza-
cion de la matriz de Burt en ACCo.

La funcién ca() calcula el CA simple, por ejemplo:

library(ca) # carga el paquete ca, en caso de que no se haya hecho
antes utilizando el mend de R
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data(smoke)
ca(smoke)

lleva a cabo un AC simple con los datos de smoke (véanse paginas 288-290).
Con la funcién names () podemos obtener una lista de todos los componentes

de ca():

names (ca(smoke))

[1] "sv" "nd" "rownames" "rowmass" "rowdist"
[6] "rowinertia" "rowcoord" "rowsup" "colnames" "colmass"
[11] "coldist" "colinertia" "colcoord" "colsup" "call"

Los resultados de ca() estan estructurados como una lista de objetos. Por ejem-
plo, obtenemos las coordenadas estandares de las filas con:

ca(smoke)$rowcoord

La funcion ca() incluye una opcion para fijar el nimero de dimensiones de
la solucion (nd), también incluye una opcién para indicar las filas y/o colum-
nas que queremos tratar como puntos adicionales (suprow y supcol, respec-
tivamente) y opciones para indicar las filas y/o columnas que queremos se-
leccionar para llevar a cabo el AC de subgrupos (subsetrow y subsetcol,
respectivamente). La funcién summary() permite obtener una salida mas
detallada:

summary (ca(smoke))

proporciona el siguiente resumen del AC:

Principal inertias (eigenvalues):

dim value 3 cum% scree plot
[1,] l 0.074759 87.8 87_8 khkkhkkhkkhkkhkhkkhkkhkkhkhhkhkhkhkhkhhkhkkkkk
[2,1 2 0.010017 11.8 99.5  x*%*
[3,7 3 0.000414 0.5 100.0

[41] —————————————
[5,] Total: 0.085190 100.0

Rows:

name mass glt inr k=1 cor ctr k=2 cor ctr
1] SM | 57 893 31 | -66 92 3 | -194 800 214 |
2 | gM | 93 991 139 | 259 526 84 | -243 465 551 |
3| SE | 264 1000 450 | -381 999 512 | -11 1 3 |
4 | JE | 456 1000 308 | 233 942 331 | 58 58 152 |
5 | sc | 130 999 71 | -201 865 70 | 79 133 81 |
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Columns:

name mass glt inr k=1 cor ctr k=2 cor ctr
1 | non | 316 1000 577 | -393 994 654 | -30 6 29 |
2 | 1gh | 233 984 83 | 99 327 31 | 141 657 463 |
3 | mdm | 321 983 148 | 196 982 166 | 7 1 2 |
4 | hvy | 130 995 192 | 294 684 150 | -198 310 506 |

Vemos que proporciona los valores propios y los porcentajes de inercia explicada
de cada dimensién. También proporciona la inercia explicada en forma de por-
centajes acumulados y el diagrama de descomposicion (scree plot en inglés). En
Rows y Columns encontramos las coordenadas principales de las dos primeras
dimensiones (k=1 y k=2). Junto con las coordenadas de los puntos hallamos las
correlaciones al cuadrado (cor) y las contribuciones (ctr). Los valores de estas
tablas estan multiplicados por 1000. Por tanto, cor y ctr estan expresadas en tan-
tos por mil (%o). También proporciona la calidad (gqlt) del resultado del AC so-
licitado. Asi, en este ejemplo, la calidad es la suma de los cuadrados de las corre-
laciones de las dos primeras dimensiones. En el caso de haber variables adiciona-
les, éstas se senalan con un asterisco junto a los nombres de las variables. Por
ejemplo, el summary del AC de los datos smoke, en la que hemos considerado la
categoria none (la primera columna) como una variable adicional, obtenemos:

summary (ca(smoke, supcol=1l))

y en la correspondiente seccion de la salida aparece lo siguiente:

Columns:
name mass glt inr k=1 cor ctr k=2 cor ctr
1| (*)non | <NA> 55 <NA> | 292 39 <NA> | -187 16 <NA>

Y

mostrando que las masas, las inercias y las contribuciones son “not applicable’.

Por defecto, la funcién plot() del paquete ca visualiza los resultados del AC 'y del
ACM en forma de mapas simélricos (map="symmetric"). Las restantes opciones son:

— "symmetric" Filas y columnas en coordenadas principales (por defec-
to), es decir, se realiza el calibrado de manera que la iner-
cia es igual a la inercia principal (valor propio o cuadra-
do del valor singular).

— "rowprincipal" Filas en coordenadas principales y columnas en coorde-
nadas estandares.
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— "colprincipal" Columnas en coordenadas principales y filas en coorde-
nadas estandares.

— "symbiplot" Las coordenadas de filas y columnas se calibran para que
tengan inercias iguales a los valores singulares.

— "rowgab" Filas en coordenadas principales y columnas en coorde-
nadas estandares multiplicadas por la masa (de acuerdo
con la propuesta de Gabriel).

— "colgab" Columnas en coordenadas principales y filas en coorde-
nadas estandares multiplicadas por la masa.

— "rowgreen" Filas en coordenadas principales y columnas en coorde-
nadas estandares multiplicadas por la raiz cuadrada de la
masa (de acuerdo con la propuesta de Greenacre [véase
cap. 13]).

— "colgreen" Columnas en coordenadas principales y filas en coorde-
nadas estandares multiplicadas por la raiz cuadrada de la

masa.

Por defecto, las variables adicionales aparecen en el mapa con un simbolo distin-
to. Podemos definir los simbolos con la opcién pch de plot.ca(). Esta opcion
toma cuatro valores en el orden siguiente: tipo de punto o simbolo para: 1) filas
activas, 2) filas adicionales, 3) columnas activas y 4) columnas adicionales. Como
regla general, las opciones que incluyen especificaciones para filas y para colum-
nas contienen primero las de las filas y luego las de las columnas. Por ejemplo,
especificamos el color de los simbolos con la opcion de col. Por defecto,
col=c("#000000", "#FF0000") (negro para las filas y rojo para las columnas).
Ademas de estos codigos hexadecimales existe una lista reducida de nombres:
"black", "red", "blue", "green", "gray", etc.

Con la opcién what podemos especificar las filas y las columnas que queremos vi-
sualizar en el mapa. Asi podemos indicar "all" (todas), "active" (activas), "pas-
sive" (adicionales) o "none" (ninguna). Asi, por ejemplo, con what=c("acti-
ve", "active") creamos un diagrama con s6lo puntos activos (es decir, sin pun-
tos adicionales).

Ademas de las opciones de escalado de map, existen varias opciones que permi-
ten anadir determinados atributos graficos en los mapas. La opcion mass hace
que el tamano de los puntos sea proporcional a su masa. De forma similar, utili-
zando la opciéon contrib podemos indicar mediante la intensidad de color del
diagrama las contribuciones relativas o absolutas de los puntos.
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o, 4 3

La opcion dim selecciona las dimensiones del mapa. Por defecto, dim=c(1,2)
—es decir, se representan las primeras dos dimensiones—. Especificando
dim=c(2,3), obtendriamos un mapa con la segunda y la tercera dimension. Para
obtener un mapa en tres dimensiones podemos utilizar las funciones
plot3d.ca() y plot3d.mjca(). Estas dos funciones necesitan del paquete rgl
de R. Su estructura es similar a la de sus homoélogos para dos dimensiones. Por
ejemplo,

plot3d(ca(smoke, nd=3))

crea un mapa tridimensional de AC, como el que mostramos en la imagen B.5,

que podemos hacer girar, aumentar o disminuir utilizando el ratén.

Para llevar a cabo el ACM y el ACCo utilizamos la funcién mjca (). La estructura
de esta funcion es similar a la del AC simple. Las dos diferencias mas destacables
son el formato de los datos de entrada y la limitacion al andlisis de columnas (s6lo
se proporcionan resultados para las columnas). Ademas, los puntos adicionales se
limitan a columnas. Para ejecutar la funciéon mjca() es necesario proporcionar
los datos en forma de matriz; segtin el tipo de anadlisis que realicemos, la funcién
transforma la matriz de datos en una matriz binaria o en una matriz de Burt. Po-
demos especificar el tipo de analisis a realizar con la opcién lambda de la funcién

mijca():

— lambda="indicator": analisis basado en un AC simple sobre la matriz binaria;

— lambda="Burt": analisis basado en la descomposicién en valores propios de
la matriz de Burt;
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— lambda="adjusted": analisis basado en la matriz de Burt con inercias ajus-
tadas (por defecto);

— lambda="JCA": analisis de correspondencias conjunto.

Por defecto, la funciéon mjca() lleva a cabo un anadlisis ajustado, es decir,
lambda="adjusted". En el ACC (lambda="JCA"), la matriz de Burt se ac-
tualiza iterativamente por minimos cuadrados, mediante la funcién interna
iterate.mjca(). Esta funcion de actualizacion tiene dos criterios de conver-
gencia, epsilon y maxit. La opcién epsilon compara la diferencia maxima
absoluta de la matriz de Burt de cada iteracion con la de la anterior. En la op-
cion maxit especificamos el nimero maximo de iteraciones a realizar. El pro-
grama va iterando hasta que se satisface una de las dos condiciones anteriores.
Podemos ignorar uno de los dos criterios indicando NA. Por ejemplo, podemos
llevar a cabo exactamente 50 iteraciones, e ignorar el criterio de convergencia

indicando maxit=50 y epsilon=NA.

Igual que en el AC simple, mediante la opciéon nd podemos limitar la solucién a
dos dimensiones. Sin embargo, para las versiones «binaria» y «Burt» del ACM el
programa proporciona los valores propios de (/- Q) dimensiones. En el caso de
un analisis ajustado o de un ACC, el programa proporciona sélo los valores pro-
pios de las k dimensiones, para las que los valores singulares de la matriz de Burt
A, (es decir, las inercias principales de la matriz binaria) satisfacen la condicién

A,>1/Q.

En el capitulo 18, analizamos los datos sobre el trabajo de las mujeres, para las
muestras de Alemania Occidental y del Este, utilizando la version binaria y de
Burt del ACM. Supongamos que previamente hemos leido el data frame women
(con 33590 filas) y que hemos aplicado la funcién attached(). Los codigos de
las dos muestras alemanas son 2 y 3, respectivamente. Podemos acceder a la par-
te de women correspondiente a estas dos muestras utilizando un vector logico que
llamaremos germany:

germany <- C==2 / C==
womenG <- women[germany, ]

La primera instruccién crea un vector de longitud 33590 con valores TRUE para
las filas de las muestras alemanas. En caso contrario, dichos valores son FALSE. La
segunda instrucciéon crea un data frame llamado womenG sélo con las 3421 filas
con valores TRUE. Sin embargo, la matriz que analizamos en el capitulo 18 tenia
s6lo 3418 porque eliminamos tres casos a los que les faltaban algunos datos de-
mograficos. Supongamos que codificamos los valores perdidos de las variables gé-
nero y estado civil con el codigo 9, y los de educacion con los cédigos 98 y 99.
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Para eliminar las filas a las que les faltan valores seguimos los mismos pasos que
vimos anteriormente, es decir, primero identificamos las filas con valores perdi-
dos y luego las eliminamos:

missing <- G==9 / M ==9 / E ==98 / E ==99
womenG <- (womenG[!missing,])

(si codificaramos los valores perdidos mediante el codigo NA de R, como vimos en
la pagina 300, entonces para identificar y luego eliminar las correspondientes fi-
las utilizariamos este c6digo).

Obtendremos la versién binaria del ACM correspondiente a las cuatro primeras
columnas (las cuatro preguntas sobre el trabajo de las mujeres) de la siguiente

manera:
mjca(womenG[,1:4], lambda = “indicator”)
Eigenvalues:

1 2 3 4 5 6
Value 0.693361 0.513203 0.364697 0.307406 0.21761 0.181521
Percentage 23.11% 17.11% 12.16% 10.25% 7.25% 6.05%

7 8 9 10 11 12
Value 0.164774 0.142999 0.136322 0.113656 0.100483 0.063969

Percentage 5.49% 4.77% 4.54% 3.79% 3.35% 2.13%

Columns:

0l.1 01.2 Q1.3 0l1.4 02.1 02.2
Mass 0.182929 0.034816 0.005778 0.026477 0.013239 0.095012 ...
ChiDist 0.605519 2.486096 6.501217 2.905510 4.228945 1.277206 ...
Inertia 0.067071 0.215184 0.244222 0.223523 0.236761 0.154988 ...
Dim. 1 -0.355941 -0.244454 -0.279167 2.841498 -0.696550 -0.428535 ...
Dim. 2 -0.402501 1.565682 3.971577 -0.144653 -2.116572 -0.800930 ...

y la version de Burt del ACM:

mjca(womenG[,1:4], lambda = “Burt”)
Eigenvalues:

1 2 3 4 5 6
Value 0.480749 0.263377 0.133004 0.094498 0.047354 0.03295
Percentage 41.98% 23% 11.61% 8.25% 4.13% 2.88%

7 8 9 10 11 12
Value 0.027151 0.020449 0.018584 0.012918 0.010097 0.004092

Percentage 2.37% 1.79% 1.62% 1.13% 0.88% 0.36%
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Columns:

Q1.1 Q1.2 Q1.3 Q1.4 Q2.1 02.2
Mass 0.182929 0.034816 0.005778 0.026477 0.013239 0.095012 ...
ChiDist 0.374189 1.356308 3.632489 2.051660 2.354042 0.721971 ...
Inertia 0.025613 0.064046 0.076244 0.111452 0.073363 0.049524 ...
Dim. 1 0.355941 0.244454 0.279167 -2.841498 0.696550 0.428535 ...
Dim. 2 -0.402501 1.565682 3.971577 -0.144653 -2.116572 -0.800930 ...

En ambos casos, igual que en el AC simple, podemos calcular la inercia total
como la suma de los cuadrados de los valores singulares:

sum(mjca(womenG[,1:4], lambda = “indicator”)$sv”2)
(11 3
sum(mjca(womenG[,1:4], lambda = “Burt”)$sv”2)

[1] 1.145222

Mediante el componente subinertia de la funcion mjca() podemos obtener
las contribuciones de cada una de las tablas de la matriz de Burt a la inercia total.
A partir de su suma obtenemos la inercia total:

sum(mjca(womenG[,1:4], lambda = “Burt”)$subinertia)
[1] 1.145222

Dado que la inercia total es la media de las inercias de las 16 tablas, la inercia de
las tablas individuales es 16 veces los valores de $subinertia:

l6*mjca(womenG[,1:4], lambda = “Burt”)$subinertia

[,1] [,2] [,3] [,4]
[1,] 3.0000000 0.3657367 0.4261892 0.6457493
[2,] 0.3657367 3.0000000 0.8941517 0.3476508
[3,] 0.4261892 0.8941517 3.0000000 0.4822995
[4,] 0.6457493 0.3476508 0.4822995 3.0000000

Para hallar las posiciones de las variables adicionales:
summary(mjca(womenG, lambda = ”“Burt”, supcol = 5:9))

Principal inertias (eigenvalues):

dim value % cum® scree plot

1 0-480749 42'0 42_0 EEEEEEEEEEEEEEEEEEEEEEE SR
2 0.263377 23.0 65.0  xkkEkkkkkkkkkkk

3 0.133004 11.6 T6.6  kxkkkkkk

4 0.094498 8.3 84.8  kxkkk

5 0.047354 4.1 89.0 x*
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6 0.032950 2.9 91.9 *x
7 0.027151 2.4 94.2 *
8 0.020449 1.8 96.0
9 0.018584 1.6 97.6 *
10 0.012918 1.1 98.8
11 0.010097 0.9 99.6
12 0.004092 0.4 100.0
Total: 1.145222 100.0
Columns:

name mass qglt inr k=1 cor ctr k=2 cor ctr
1 | o1.1 | 183 740 6 | 247 435 23 | =207 305 30 |
2 | Q1.2 | 35 367 14 | 169 16 2 | 804 351 85 |
3 | o1.3 ] 6 318 16 | 194 3 0| 2038 315 91 |
4 | Q1.4 | 26 923 24 | -1970 922 214 | -74 1 1|
5 | 02.1 | 13 255 16 | 483 42 6 | -1086 213 59 |
6 | Q2.2 | 95 494 11 | 297 169 17 | -411 324 61 |
17 | (*)C.2 | <NA> 283 <NA> | -89 48 <NA> | 195 234 <NA> |
18 | (*)C.3 | <NA> 474 <NA> | 188 81 <NA> | -413 393 <NA> |
19 | (*)G.1 | <NA> 26 <NA> | -33 5 <NA> | 67 21 <NA> |
20 | (*)G.2 | <NA> 24 <NA> | 34 5 <NA> | -68 19 <NA> |
21 | (*)A.1 | <NA> 41 <NA> | -108 12 <NA> | -170 29 <NA> |
22 | (*)A.2 | <NA> 52 <NA> | -14 0 <NA> | -172 52 <NA> |

. . . . . . . . . . .

Las categorias adicionales se han senalado con un *, no tienen ni masa (mass),
ni valores de inercia (inr), ni contribuciones a los ejes principales (ctr).

Capitulo 19: ~ Para obtener el mapa del ACCo de la imagen 19.3, simplemente tenemos que

Anélisis'de cambiar la opciéon lambda por "JCA". Dado que los ejes no estan anidados, no
correspondencias

it se dan los porcentajes de inercia de los diferentes ejes, solamente se dan para el
conjunto

resultado global de todo el espacio.
summary(mjca(womenG[,1:4], lambda = “JCA"))

Principal inertias (eigenvalues):

1 0.353452
2 0.128616
3 0.015652
4 0.003935

Total: 0.520617

310



CALCULO DEL ANALISIS DE CORRESPONDENCIAS

Diagonal inertia discounted from eigenvalues: 0.125395
Percentage explained by JCA in 2 dimensions: 90.2%
(Eigenvalues are not nested)

[Iterations in JCA: 31 , epsilon = 9.33e-05]

Columns:
name mass glt inr k=1 cor ctr k=2 cor ctr

1 | oil.1 | 183 969 21 | 204 693 22 | -129 276 24 |
2 | o1.2 | 35 803 23 | 144 61 2 | 503 742 69 |
3 | o01.3 ] 6 557 32 | 163 9 0 | 1260 548 71 |
4 | ol.4 | 26 992 137 | -1637 991 201 | -45 1 0 |
5 | o02.1 | 13 597 31 | 394 125 6 | -764 471 60 |
6 | 02.2 | 95 956 26 | 250 431 17 | -276 525 56 |

En el ACCo, las correlaciones al cuadrado, y en consecuencia también las calida-
des, son todas mucho mayores.

En el resultado del ACCo la inercia «total» es la inercia de la matriz de Burt
modificada, que incluye una parte debida a las matrices modificadas de la dia-
gonal. Para obtener la inercia de las matrices situadas fuera de la diagonal, te-
nemos que restar de la inercia total la “Diagonal inertia discounted
from eigenvalues: 0.125395”. Dado que la solucion buscada es bidimen-
sional y que por construccion ajusta los valores de las matrices de la diagonal,
los primeros dos valores propios también contienen esta parte adicional, que
tenemos que descontar. La proporcion de inercia (de fuera de la diagonal)
explicada es, por tanto:

0,3534 +0,1286 — 0,1254
0,5206-0,1254

=0,9024

es decir, el porcentaje del 90,2% indicado anteriormente [véase el apéndice ted-
rico (A.32)]. El valor del denominador de la expresién anterior, el total ajustado
0,5206 — 0,1254 = 0,3952, también lo podemos obtener como:

inercia de B - J-Q_ 1,1452— 12_ 0,3952
Q 16

Para obtener la soluciéon del ACM ajustado, es decir, las mismas coordenadas es-
tandares del ACM y (casi) los mismos factores de escala («casi» 6ptimos ya que
mantenemos el anidamiento, lo que no ocurre con el ajuste), escribiremos lo si-
guiente (no es necesario especificar la opcion lambda "adjusted" ya que es la
opcion por defecto):
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summary (mjca(womenG[,1:41]))

Principal inertias (eigenvalues):

dim value % cum% scree plot

l 0.349456 66_3 66.3 khkkhkkhkkhkkhkhkhkhkkhkkhhkhkkhkhkhkhkkhkhkhkxkkkx
2 0.123157 23.4 89.7 kkkkkkkkx

3 0.023387 4.4 94.1 =+

4 0.005859 1.1 95.2

Adjusted total inertia: 0.526963

Columns:
name mass glt inr k=1 cor ctr k=2 cor ctr

1 | oi.1 | 183 996 22 | 210 687 23 | -141 309 30 |
2 | o1.2 | 35 822 26 | 145 53 2| 549 769 85 |
3 | o01.3] 6 562 38 | 165 8 0 | 1394 554 91 |
4 | o1.4 | 26 1009 141 | -1680 1008 214 | -51 1 1|
5 | 02.1 ] 13 505 36 | 412 119 6 | -743 387 59 |
6 | Q2.2 | 95 947 27 | 253 424 17 | -281 522 61 |

. . . . . . . . . . .

Calculamos la inercia total ajustada, utilizada en los porcentajes anteriores, a par-
tir de la expresion (19.5) de la pagina 200. Y calculamos las dos primeras inercias
principales ajustadas (valores propios) a partir de la expresiéon (19.6) [véanse
también (A.35) y (A.36)].

En el capitulo 20 generalizamos las ideas que vimos en los capitulos 7 y 8 al caso
multivariante. En este capitulo utilizaremos los datos sobre ciencia y medio am-
biente que se hallan disponibles en nuestro paquete ca. Para cargar estos datos
basta con que ejecutemos la instruccion:

data(wg93)

El data frame resultante wg93 contiene los resultados de las cuatro preguntas des-
critas en la pagina 206, asi como los de tres variables demograficas: género, edad
y educacion (las dos ultimas con seis categorias cada una de ellas). Después de sal-
var los resultados del ACM en el objeto wg93.mca, podemos obtener el mapa del
ACM de la imagen 20.1 de la siguiente manera:

wg93.mca <- mjca(wg93[,1:4], lambda = “indicator”)
plot(wg93.mca, what = c(“”none”, *“all”))
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El mapa resultante tiene el primer y el segundo eje invertidos, pero —como diji-
mos anteriormente— esto no tiene consecuencia alguna.

Obtuvimos la tabla de la imagen 20.2 calculando las contribuciones al eje 1 de
una matriz de 5 x 4 (primero calculamos las coordenadas principales wg93.F, lue-
go calculamos las contribuciones de las filas wg93.coli):

wg93.F <- wg93.mca$colcoord %*% diag(sqgrt(wg93.mcas$sv))

wg93.coli <- diag(wg93.mca$colmass) %*% wg93.F"2

matrix(round(1000*wg93.coli[,1]/wg93.mcas$sv[1]"2, 0), nrow = 5)
[»11 [,21 [,31 [,4]

[1,1 115 174 203 25

[2,] 28 21 6 3

[3,] 12 7 22 9

[4,] 69 41 80 3

[5,] 55 74 32 22

En las siguientes instrucciones calculamos las primeras coordenadas estandares
como las puntuaciones de los cuatro items de cada uno de los 871 encuestados,
asi como la puntuaciéon media:

Ascal <- wg93.mca$colcoord[l:5,1]
Bscal <- wg93.mca$colcoord[6:10,1]
Cscal <- wg93.mca$colcoord[11l:15,1]

Dscal <-
As <-
Bs <-
Cs <-
Ds <-
AVEs <-

wg93.mca$colcoord[16:20,1]
Ascal[wg93[,1]]
Bscal[wg93[,2]]
Cscal[wg93[,3]]
Dscal[wg93[,4]]
(AS+Bs+Cs+Ds) /4

Situando en una misma matriz las puntuaciones anteriores, podemos calcular sus
correlaciones al cuadrado mediante la funcién cor ():

cor(cbind(As,Bs,Cs,Ds,AVEs)) "2

As Bs Cs Ds AVESs
As 1.000000000 0.139602528 0.12695057 0.005908244 0.5100255
Bs 0.139602528 1.000000000 0.18681032 0.004365286 0.5793057
Cs 0.126950572 0.186810319 1.00000000 0.047979010 0.6273273
Ds 0.005908244 0.004365286 0.04797901 1.000000000 0.1128582
AVEs 0.510025458 0.579305679 0.62732732 0.112858161 1.0000000

En la Gltima fila (o columna) aparecen las correlaciones al cuadrado (en analisis

de homogeneidad diriamos valores de discriminacién) de la pagina 210. Su me-

dia proporciona la inercia principal de la matriz binaria.
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sum(cor(cbind(As,Bs,Cs,Ds,AVEs))[1:4,5]"2)/4
[1] 0.4573792

wg93.mcas$sv[1l]"2
[1] 0.4573792

Otro resultado, no mencionado en el capitulo 20, es que el ACM también maxi-
miza la covarianza media entre las puntuaciones de los cuatro items. Para verlo,
primero, calculamos la matriz de covarianzas de 4 x 4 de las puntuaciones (dado
que la funcién cov () calcula las covarianzas habituales «no sesgadas», dividien-
do por N - 1, multiplicando por (N — 1)/N obtenemos las covarianzas «sesga-
das»). Luego calculamos el valor medio de los 16 valores utilizando la funcién

mean( ):

cov(cbind(As,Bs,Cs,Ds,AVEs)) * 870/871

As Bs Cs Ds
As 1.11510429 0.44403796 0.4406401 0.04031951
Bs 0.44403796 1.26657648 0.5696722 0.03693604
Cs 0.44064007 0.56967224 1.3715695 0.12742741
Ds 0.04031951 0.03693604 0.1274274 0.24674968
mean(cov(cbind(As,Bs,Cs,Ds)) * 870/871)

[1] 0.4573792

Fijémonos en que la suma de las varianzas de las puntuaciones de los cuatro items
es igual a 4:

sum(diag(cov(cbind(As,Bs,Cs,Ds))
[11 4

* 870/871))

En (20.2) calculamos las varianzas individuales y su media sobre toda la muestra:

VARs <- ((As-AVEs)"2 + (Bs-AVEs)"2 + (Cs-AVEs)"2 + (Ds-AVEs)"2)/4
mean (VARs)
[1] 0.5426208

que es la pérdida de homogeneidad: 1 menos la primera inercia principal.

Suprimiendo las etiquetas de las filas, podemos obtener el mapa de la imagen
20.3 como un mapa "rowprincipal" (ejecutando help(plot.ca) podemos
visualizar las opciones para hacer diagramas):

labels =

plot(wg93.mca, map = “rowprincipal”, c(0,2))
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Actualmente, el andlisis de subgrupos del capitulo 21 solamente se halla en la fun-
cién ca(). Sin embargo, dado que con la funcién mjca() podemos obtener la
matriz de Burt, es facil hacer el ACM de subgrupos con la matriz de Burt. Empe-
cemos con un analisis AC de subgrupos de vocales y consonantes con los datos de
los autores contenidos en el paquete ca.

data(author)

vowels <- ¢(1,5,9,15,21)

consonants <- c(1:26)[-vowels]
summary(ca(author, subsetcol = consonants))

Principal inertias (eigenvalues):

dim value % cum% scree plot
[1,] 1 0‘007607 46'5 46'5 khkkkhhkhkhkhkkhkhhhhkhkhdhhrxhdhhkx
[2,1 2 0.003253 19.9 66.3  Krkkkkkkkkk
[3,17 3 0.001499 9.2 75.5  xkkxk*k
[4,1 4 0.001234 7.5 83.0 k*x*x*

[12,] = mmmmmmm— mmmeo
[13,] Total: 0.016371 100.0

Rows:

name mass gqlt inr k=1 cor ctr k=2 cor ctr
1 | td( | 85 59 29 | 7 8 1] -17 50 7 |
2 | 40 | 80 360 37 | -39 196 16 | -35 164 31
3| 1lw( | 85 641 81 | -100 637 111 | 8 4 2|
4 | ew( | 89 328 61 | 17 27 4 | 58 300 92 |
Columns:

name mass gqlt inr k=1 cor ctr k=2 cor ctr
1] b | 16 342 21 | -86 341 15 | -6 2 0 |
2 | c | 23 888 69 | -186 699 104 | -97 189 66 |
3 d | 46 892 101 | 168 783 171 | =-63 110 56 |
4 | £ 19 558 33 | -113 467 33 | =50 91 15 |

. . . . . . . . . . .

summary(ca(author, subsetcol = vowels))

Principal inertias (eigenvalues):

dim value % cum% scree plot
[1,] 1 0.001450 63.7 63.7 kkkkkkhkkkkkkkkkkkkokkokkokk
[2,] 2 0.000422 18.6 82.3 hkkkkx
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(3,1 3 3e-04000  13.2  95.5 k%%
(4,1 4 0.000103 4.5 100.0

[5/] """"""""
[6,] Total: 0.002276 100.0

Rows:

name mass glt inr k=1 cor ctr k=2 cor ctr
1 | td( | 85 832 147 | 58 816 195 | 8 15 13 |
2 | d() | 80 197 44 | -12 118 9 | -10 79 20 |
3| 1lw( | 85 235 33 | 14 226 12 | -3 9 2 |
4 | ew( | 89 964 109 | 31 337 60 | 42 627 382 |
Columns:

name mass glt inr k=1 ~cor ctr k=2 cor ctr
1| a | 80 571 79 | 9 34 4 | -35 537 238 |
2 | e | 127 898 269 | 67 895 393 | 4 3 5 |
3| i 70 800 221 | -59 468 169 | 50 332 410 |
4 | o | 77 812 251 | =79 803 329 | -8 9 12 |
5 | u | 30 694 179 | -71 359 105 | -69 334 335 |

Ahora vamos a realizar el ACM de subgrupos version Burt que vimos en las pagi-
nas 220-221 con los datos sobre el trabajo de las mujeres que hemos guardado en
womenG después de eliminar los valores perdidos de las variables demograficas
(pags. 308-309). Primero utilizamos la funcién mjca() para obtener la matriz de
Burt, a continuacion aplicaremos el AC de subgrupos al cuadrante de la matriz
de Burt reacomodada sin datos perdidos (tabla de la imagen 21.3). Hacemos la
seleccion definiendo un vector de indices que llamamos subset:

womenG.B <- mjca(womenG)$Burt

subset <- c(l:16)[-c(4,8,12,16)]

summary(ca(womenG.B[1:16,1:16], subsetrow = subset,
subsetcol = subset))

Principal inertias (eigenvalues):

dim value % cum% scree plot

l 0.263487 41.4 41'4 kkkkhkhkhkkkkhkhhhkhkkhdhhrxkkdk,hkx
2 0.133342 21.0 62.4  xkxkEkkkkkkkkkk

3 0.094414 14.9 T7.3  hxkkkkkkk

4 0.047403 7.5 84.7  kkkkk

5 0.032144 5.1 89.8  xxx

6 0.026895 4.2 94.0  *k**

7 0.019504 3.1 97.1 *xx

8 0.013096 2.1 99.1 *

9 0.005130 0.8 99.9
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10 0.000231 0.0 100.0
11 0.000129 0.0 100.0

Total: 0.635808 100.0

Rows:
name mass glt inr k=1 cor ctr k=2 cor ctr

1 | ot.1 | 183 592 25 | -228 591 36 | 11 1 0 |
2 | o1.2 | 35 434 98 | 784 345 81 | -397 88 41 |
3 | o1.3 | 6 700 119 | 2002 306 88 | 2273 394 224 |
4 | 02.1 | 13 535 113 | -1133 236 65 | 1276 299 162 |
5 | 02.2 | 95 452 69 | -442 421 71 | =119 30 10 |
6 | 02.3 | 120 693 64 | 482 688 106 | -40 5 1
7 | @3.1 | 28 706 114 | -1040 412 114 | 878 294 160 |
8 | 03.2 | 152 481 38 | -120 91 8 | -249 390 71 |
9 | 03.3 | 47 748 106 | 990 681 175 | 312 67 34 |
10 | Q4.1 | 143 731 49 | -390 702 83 | 80 29 7 |
11 | o04.2 | 66 583 84 | 582 414 84 | -371 168 68 |
12 | 04.3 | 7 702 119 | 1824 312 90 | 2041 391 222 |

La secuencia de instrucciones que, por regresion lineal, permiten modificar la es-
cala para obtener el mejor ajuste de las tablas situadas fuera de la diagonal de la
matriz de Burt no es facil de hacer. Como es bastante larga no la incluimos en este
apéndice. Sin embargo, la podemos encontrar en la pagina web. Esperamos in-

corporarla préximamente en el paquete ca.

Tal como vimos en el capitulo 21, el AC de matrices asimétricas cuadradas consiste
en dividir la tabla en una parte simétrica y en una parte antisimétrica, y luego llevar
a cabo el AC en la parte simétrica y un AC sin centrar en la parte antisimétrica, con
los mismos pesos y distancias x*. En la matriz compuesta mostrada en (22.4) pode-
mos realizar simultaneamente ambos analisis. Después de leer la tabla de movilidad
en el data framemob, las secuencias de instrucciones para formar la matriz compues-
ta y luego llevar a cabo el AC son las siguientes. (Antes de llevar a cabo el analisis,
tenemos que transformar mob en una matriz. En caso contrario no podriamos com-
binar de forma adecuada filas y columnas para crear la matriz compuesta mob2.):

mob <- as.matrix(mob)
mob2 <- rbind(cbind(mob,t(mob)), cbind(t(mob),mob))

summary (ca(mob2))

Principal inertias (eigenvalues):

dim value % cum® scree plot
1 0.388679 24.3 24.3 Kkkkkkkhkhkkhkhkkhhkhkhhkkkhkkkh*x
2 0.232042 14.5 38.8  Akkkkkkkkkkkkkk
3 0.158364 9.9 48,7  kkkkkkkkkk
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4 0.158364 9.9  58.6 KxEFkIxAkxk

5 0.143915 9.0  67.6  KxEFxkxk*

6 0.123757 7.7 75.4  AxkExkxk

7 0.081838 5.1  80.5 xkxkx

8 0.070740 4.4 84.9 Hxwkx

9 0.049838 3.1  88.0 x*x
10 0.041841 2.6 90.6 **x%
11 0.041841 2.6 93.3 A%
12 0.022867 1.4 94.7 *
13 0.022045 1.4  96.1 *
14 0.012873 0.8 96.9 *
15 0.012873 0.8 97.7 ~*
16 0.010360 0.6 98.3 =
17 0.007590 0.5 98.8 =
18 0.007590 0.5 99.3 =
19 0.003090 0.2  99.5
20 0.003090 0.2 99.7
21 0.001658 0.1 99.8
22 0.001148 0.1  99.9
23 0.001148 0.1  99.9
24 0.000620 0.0 99.9
25 0.000381 0.0 100.0
26 0.000381 0.0 100.0
27 0.000147 0.0 100.0
Total: 1.599080 100.0
Rows:

name mass dglt inr k=1 <cor ctr k=2 cor ctr
1 | Arm | 43 426 54 | -632 200 44 | 671 226 84 |
2 | art | 55 886 100 | 1521 793 327 | 520 93 64 |
3 | Tec | 29 83 10 | -195 73 3| 73 10 1
4 | cra | 18 293 32 | 867 262 34 | -298 31 7 |
15 | ARM | 43 426 54 | -632 200 44 | 671 226 84 |
16 | ART | 55 886 100 | 1521 793 327 | 520 93 64 |
17 | Tcc | 29 83 10 | -195 73 3| 73 10 1
18 | cra | 18 293 32 | 867 262 34 | -298 31 7 |
Columns:
name mass dglt inr k=1 <cor ctr k=2 cor ctr

1 | arM | 43 426 54 | -632 200 44 | 671 226 84 |
2 | ART | 55 886 100 | 1521 793 327 | 520 93 64 |
3 | Tcc | 29 83 10 | -195 73 3| 73 10 1
4 | cra | 18 293 32 | 867 262 34 | -298 31 7 |
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15 | Arm
16 | Art
17 | Tcc
18 | cra

43
55
29
18

426
886

83
293

54
100
10
32

-632
1521
-195

867

200
793

262

44
327

226
93
10
31

<)
=

o))

'S

~N -

Las inercias principales coinciden con los valores de la tabla de la imagen 22.4.

Las dos primeras dimensiones corresponden a la parte simétrica de la matriz. Las

dimensiones 3 y 4, con valores propios repetidos, corresponden a la parte antisi-

métrica. Podemos observar que las coordenadas de las dos primeras dimensiones

aparecen repetidas en dos bloques. Por defecto la funciéon summary () proporcio-

na solo las dos primeras dimensiones. Si queremos mas dimensiones tenemos que

especificarlo. Por ejemplo, para obtener las cuatro primeras dimensiones:

summary (ca(mob2,

Rows:
name
1 | Arm
2 | Art
3 | Tec
4 | cra
15 | ARM
16 | ART
17 | TCC
18 | CRa
Columns:
name
1 | ARM
2 | ART
3 | TCC
4 | cra
15 | Arm
16 | Art
17 | Tcc
18 | cra

k=3
-11
89
-331
-847

11
-89
331
847

k=3
-416
-423
=141
-92

416
423
141

92

nd =

cor
87
61
38

87
61
38

4))

ctr
47
62

k=4
416
423
141

92

-416
-423
-141

-92

k=4
-11
89
-331
-847

11
-89
331
847

cor
87
61
38

87
61
38

ctr
47
62

ctr
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Para las dimensiones 3 y 4 de las filas observamos que también se repiten las co-
ordenadas en dos bloques, pero en este caso con los signos cambiados. Asimismo
podemos observar que los valores de las coordenadas de las columnas de la terce-
ra dimension son los de las filas de la cuarta dimension cambiadas de signo, y que
los de las columnas de la cuarta dimension son los de las filas de la tercera dimen-
sion también cambiadas de signo. En cualquier caso para obtener el mapa sélo
necesitamos uno de los dos conjuntos de coordenadas. Recordemos, como vimos
en el capitulo 22, que estos mapas tienen una forma propia de interpretacion.

En el capitulo 23 vimos transformaciones simples de datos y la posterior aplica-
cion del AC habitual. Como ilustracion del analisis de datos continuos, utilizare-
mos los indicadores de la Unién Europea. Supongamos que hemos leido los da-
tos y que los hemos introducido en un objeto llamado EU. A continuacién conver-
timos los datos en rangos (utilizando la funcién rank () de R, una vez aplicada la
util funcion apply () para obtener EUr). Finalmente realizamos el doblado (para
obtener EUd) de la siguiente manera:

EUr <- apply(EU, 2, rank)-1

EUd <- cbind(EUr, 11-EUr)

colnames (EUd) <- c(paste(colnames(EU), “-", sep=""),
paste(colnames(EU), “+", sep=""))

EUd

Unemp- GDPH- PCH- PCP- RULC- Unemp+ GDPH+ PCH+ PCP+ RULC+
Be 6 6 6 6.5 4.5 5 5 5 4.5 6.5
De 4 11 10 0.0 7.0 7 0 1 11.0 4.0
Ge 2 10 11 5.0 6.0 9 1 0 6.0 5.0
Gr 5 1 1 1.0 11.0 6 10 10 10.0 0.0
Sp 11 3 3 10.0 2.0 0 8 8 1.0 9.0
Fr 7 8 8 3.5 4.5 4 3 3 7.5 6.5
Ir 10 2 2 11.0 1.0 1 9 9 0.0 10.0
It 9 7 7 9.0 9.0 2 4 4 2.0 2.0
Lu 0 9 9 3.5 8.0 11 2 2 7.5 3.0
Ho 8 5 4 6.5 3.0 3 6 7 4.5 8.0
Po 1 0 0 8.0 0.0 10 11 11 3.0 11.0
UK 3 4 5 2.0 10.0 8 7 6 9.0 1.0

Fijémonos en que hemos introducido los nombres de las columnas con la funcién
paste (). Finalmente, ejecutando ca(EUd) obtenemos el mapa de la imagen 23.5.

Con el paquete ca no podemos obtener los resultados del capitulo 24. Sin embargo,
los podemos obtener utilizando el programa XLSTAT (descrito mas adelante) o
el paquete vegan de Jari Oksanen (véanse los recursos web en el apéndice biblio-
grafico). Este ultimo recurso no solamente desarrolla el ACC, sino que también
permite ejecutar el ACy el ACP (pero sin muchas de las opciones que tenemos
en el paquete ca). Dado que este paquete se utiliza a menudo en el contexto de
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datos sobre ecologia, como por ejemplo los del capitulo 24, hablaremos de esta-
ciones o localidades (muestras), «especies» y «variables» (explicativas). La utiliza-
cion de vegan es tan facil como la de ca. La principal funcion es cca( ), que la po-
demos utilizar con los siguientes dos formatos:

cca(X, Y, 7)
cca(X T Y + condition(Z))

donde X es la matriz de recuentos de localidades x especies, Y es la matriz de
localidades x variables de datos explicativos y z es la matriz de localidades x va-
riables de datos condicionados por si queremos hacer (de forma opcional) un
ACC parcial. El segundo formato es un formato tipo regresion. Nosotros utiliza-
remos el primer formato. Si s6lo especificamos X, se lleva a cabo un analisis del
AC (lo podemos comprobar con uno de los ejemplos anteriores. Por ejemplo
con summary (cca(author)) para comparar los resultados con los que hemos
obtenido anteriormente —los libros serian las «localidades» y las letras las «espe-
cies»—. Por defecto, por ejemplo ejecutando plot(cca(autor)), obtenemos
el mapa que hemos llamado "colprincipal"). Si especificamos X e Y, realiza-
mos un ACC. Si especificamos X, Y y 7, el andlisis es un ACC parcial.

Supongamos que el data frame bio contiene los datos biolégicos que vimos en los
capitulos 10 y 24 en una tabla de 13 x 92, y que env contiene las variables 1ogBa,
logFe y logPE en una tabla de 13 x 3. Podemos llevar a cabo el ACC de la mane-
ra siguiente:

summary(cca(bio, env))

Call:

cca(X = bio, Y = env)

Partitioning of mean squared contingency coefficient:

Total 0.7826
Constrained 0.2798
Unconstrained 0.5028

Eigenvalues, and their contribution to the
mean squared contingency coefficient

CCAl CCA2 CCA3 CAl CA2 CA3
lambda 0.1895 0.0615 0.02879 0.1909 0.1523 0.04159
accounted 0.2422 0.3208 0.35755 0.2439 0.4385 0.49161

CA4 CA5 CA6 CA7 CA8 CA9
lambda 0.02784 0.02535 0.02296 0.01654 0.01461 0.01076
accounted 0.52719 0.55957 0.58891 0.61004 0.62871 0.64245
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Scaling 2 for species and site scores
-—- Species are scaled proportional to eigenvalues
-—- Sites are unscaled: weighted dispersion equal on all dimensions

Species scores

CCAl CCA2 CCA3 CAl CA2 CA3
Myri ocul 0.1732392 0.245915 -0.070907 0.6359626 -0.063479 0.031990
Chae seto 0.5747974 -0.270816 0.011814 -0.5029157 -0.674207 0.093354
Amph falc 0.2953878 -0.114067 0.075979 -0.2224138 .041797 -0.005020
Myse bide -0.5271092 -0.505262 -0.103978 -0.0789909 .176683 -0.484208
Goni macu -0.1890403 0.122783 -0.044679 -0.1045244 .030134 0.111827
Amph fili -0.9989672 -0.075696 0.107184 -0.3506103 .076968 0.004931

Site constraints (linear combinations of constraining variables)

CCAl CCA2 CCA3
S4 -0.06973 0.75885 -2.29951
S8 -0.35758 1.47282 2.27467
S9 0.48483 -0.72459 -0.66547

s12 0.02536 0.27129 -0.14677
S13 0.30041 -0.01531 -0.80821
S1l4 0.79386 1.16229 0.24314
Ss15 0.96326 -0.88970 0.14630
S18 -0.16753 0.25048 -0.77451
S19 0.36890 -0.81800 1.50620
S23 -0.09967 -1.90159 0.06877
S24 0.05478 0.96184 -0.10635
R40 -3.71393 -0.20698 0.53031
R42 -2.96641 -0.18264 -0.67736

Biplot scores for constraining variables

CCAl CCA2 CCA3
logBa 0.9957 -0.08413 0.03452
logFe 0.6044 -0.72088 0.33658
logPE 0.4654 0.55594 0.68710

Fijémonos en lo siguiente:

— el mean squared contingency coefficient eslainercia total;

— en el espacio restringido, los encabezamientos de las inercias principales son
CCAl, CCA2, etc., y en el espacio no restringido, son CA1, CA2, etc.;

— todos los porcentajes se expresan en relacion a la inercia total;

— Scalin 2 significa filas (localidades) en coordenadas estandares, y columnas
(especies) en coordenadas principales, es decir, equivale a las coordenadas de
"colprincipal" de la funcién plot.ca();
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— las Species scores son coordenadas principales de columnas;
— los Site constraints son las coordenadas estandares de filas;

— los Biplot scores for constraining variables son los coeficientes de
correlacion ponderados entre las variables explicativas y las coordenadas de las
localidades.

En el capitulo 25 llevamos cabo varios automuestreos de tablas con el fin de in-  Capitulo 25:

vestigar su variabilidad, asi como pruebas de permutaciones para contrastar hips- ~ Consideraciones sobre

tesis nulas. Por ejemplo, obtuvimos el mapa del AC del automuestreo parcial de estabilidad ¢ inferencia

los datos sobre los autores que mostramos en la imagen 25.1y 25.2 de Ia siguien-
te manera (hemos insertado comentarios). Si nos fijamos en la imagen 25.1, s6lo
hemos dibujado 100 de las 1000 réplicas; como el muestreo es aleatorio, los resul-
tados no seran exactamente iguales:

data(author)
author.ca <- ca(author)
nsim <- 1000
# cédlculo de la suma de las filas
author.rowsum <- apply(author, 1, sum)
# cadlculo de las nsim simulaciones del primer libro
author.sim <- rmultinom(nsim, author.rowsum[l], prob = author[1l,]) Muestreo aleatorio
# cédlculo de las nsim simulaciones de los otros libros y multinomial utilizando
combinacién de columnas rmultinom()

for (i in 2:12) {

author.sim <- cbind(author.sim,

rmultinom(nsim, author.rowsum[i],
prob = author[i,]))

}

# transposicién para tener el mismo formato que la
matriz original

author.sim <- t(author.sim)
author.sim2 <- matrix(rep(0, nsim*12*26), nrow = nsim*12)
# reorganizacién de filas para juntar las matrices
for (k in l:nsim) {

for (i in 1:12) {

author.sim2[ (k-1)*12+i,] <- author.sim[k+(i-1)*nsim, ]

}

Utilizando la féormula de transicién, a partir de las coordenadas estandares de fi-
las calculamos las coordenadas principales simuladas de las columnas:

# obtencidén de las coordenadas estandares de las filas

author.rowsc <- author.ca$rowcoord[,1:2]

# cédlculo de las coordenadas principales de todas las réplicas
mediante la férmula de transicién
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author.colsim <- t(t(author.rowsc) %*% author.sim2[1:12,])/
apply(author.sim2[1:12,], 2, sum)
for (k in 2:nsim) {
author.colsim <- rbind(author.colsim, t(t(author.rowsc) %$*%
author.sim2[ ((k-1)*12+1):(k*12),]1)/
apply(author.sim2[ ((k-1)*12+1):(k*12),], 2, sum))
# reorganizacién de las coordenadas de las filas para que
todas las letras estén juntas
author.colsim2 <- matrix(rep(0, nsim*26*2), nrow = nsim*26)
for (j in 1:26) {
for (k in 1l:nsim) {
author.colsim2[ (j-1)*nsimt+k,] <- author.colsim[j+(k-1)*26, ]

}

Representacion grafica de los puntos y de los perimetros convexos:

# representacién de todos los puntos (para etiquetarlos
utilizamos el primer formato)

plot(author.colsim[,1], -author.colsim[,2], xlab = “diml”,
ylab = “dim2”, type = “n")

text (author.colsim[,1], -author.colsim[,2], letters, cex = 0.5,
col = “gray”)

# representacién de los perimetros convexos de cada letra
# en primer lugar calculamos las coordenadas principales de
las letras de la matriz original
author.col <- t(t(author.rowsc) %*% author)/
apply(author, 2, sum)
for (j in 1:26) {
points <- author.colsim2[ (nsim*(j-1)+1):(nsim*j),]
# en todos estos mapas invertimos la segunda coordenada
points[,2] <- -points[,2]
hpts <- chull(points)
hpts <- c(hpts,hpts[1])
lines(points[hpts,], lty = 3)
text(author.col[j,1], -author.col[j,2],
letters[j], font = 2, cex = 1.5)

Finalmente llevamos a cabo el recorte de todos los perimetros convexos hasta eli-
minar el 5% de los puntos de las proyecciones de las nubes, luego representamos
los perimetros convexos recortados:

plot(author.colsim2[,1], -author.colsim2[,2], xlab = “diml”,
ylab = “dim2”, type = “n")

for (j in 1:26) {
points <- author.colsim2[ (nsim*(j-1)+1):(nsim*j),]

# en todos estos mapas invertimos la segunda coordenada
points[,2] <- -points[,2]
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repeat {
hpts <- chull(points)
npts <- nrow(points[-hpts,])
if(npts/nsim < 0.95) break
points <- points[-hpts, ]
}
hpts <- c(hpts,hpts[1])
lines(points[hpts, ], lty = 3)
text(author.col[j,1], -author.col[j,2], letters[j],
font = 2)

Para representar las elipses de confianza tenemos que bajar el paquete ellipse de la
pagina web de R (www.R-project.org). El texto del programa para representar las
elipses de confianza utilizando las réplicas del automuestreo es el siguiente:

# elipses de confianza — necesitamos el paquete ‘ellipse’
plot(author.colsim2[,1], -author.colsim2[,2],xlab = “diml”,
ylab = “dim2”, type = “n")
for (j in 1:26) {
points <- author.colsim2[ (nsim*(j-1)+1):(nsim*j),]
# en todos estos mapas invertimos la segunda coordenada
points[,2] <- -points[,2]
covpoints <- cov(points)
meanpoints <- apply(points, 2, mean)
lines(ellipse(covpoints, centre = meanpoints))
text (author.col[j,1], -author.col[j,2], letters[j],
font = 2)

Para reproducir las elipses de confianza del mapa de la imagen 25.3 obtenidas a
partir del método Delta, necesitamos la matriz de covarianzas de las coordenadas
principales estimadas. La podemos obtener utilizando el programa SPSS. En la
pagina de la red CARME, www.carme-n.org, podemos obtener mas detalles y pro-
gramas adicionales.

Vamos a realizar una prueba de permutaciéon con los datos sobre los autores.
Para ello, consultamos un listado de todas las 11 x 9 x 7 x 5 x 3 = 10395 combi-
naciones posibles de los pares libro-autor de los mapas del AC. Luego calcula-
remos las sumas de las distancias entre los pares del mismo autor en el mapa del
AC. En la pagina web podemos encontrar el programa R para la obtencion de
todas las combinaciones posibles. El programa hace un listado de los 11 prime-
ros pares posibles {(1,2), (1,3), (1,4), ..., (1,12)}, luego un listado de los 9 pares
posibles de cada uno de ellos, por ejemplo para (1,2) son {(3,4), (3,5), ..., (3,12)},
luego un listado de los 7 pares posibles de cada uno de éstos ultimos, y asi suce-
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Distribucion exacta,
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sivamente. En la imagen B.6 mostramos la distribuciéon de las 10395 distancias
posibles en la que hemos senalado la distancia correspondiente a la combina-
cién observada 0,4711. Como vimos en el capitulo 25, no hay otra combinacién
de pares libro-autor en el mapa del AC bidimensional con una suma de distan-
cias menor. Por tanto, el valor p asociado con este valor es igual a 1/10395, es
decir, p < 0,0001. Hicimos una prueba similar en los mapas del AC de subgru-
pos, que mostramos en las imagenes 21.1 (s6lo de consonantes) y 21.2 (s6lo de
vocales) y obtuvimos 47 y 67 combinaciones a la izquierda del valor observado,
por lo que los valores p son 48/10395 = 0,0046 y 68/10395 = 0,0065, respecti-
vamente.

En el ACC nos centramos en la parte del espacio de las variables respuesta (en
general en ecologia, las especies), que esta relacionado linealmente con un de-
terminado conjunto de variables explicativas (en general variables ambientales),
como puede verse en el capitulo 24. Pero, :como saber si las variables respuesta
estan realmente relacionadas con las variables explicativas? Una medida de la re-
lacion existente entre ambos conjuntos de variables es la inercia del espacio res-
tringido. Podriamos situar esta inercia en la distribucion de inercias del espacio
restringido bajo el supuesto de que no hay relacién alguna. Podemos obtener
esta distribucion permutando al azar los casos (filas) en la matriz de variables ex-
plicativas (o variables respuesta). Al permutar aleatoriamente las filas tendrian
que perderse las posibles relaciones de éstas con las filas en la matriz de respues-
tas. Repetimos el ACC y volvemos a calcular la inercia del espacio restringido.
Haciendo esto 999 veces (o el numero de veces necesarias para poder calcular
un valor p con suficiente precisiéon), podemos situar el valor de inercia observa-
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do en la distribucién para ver si este valor es inusualmente elevado. Si se halla
en el 5% de los valores mds elevados, consideraremos que la relacién entre las
variables respuesta y las variables explicativas es estadisticamente significativa.
Como antes, podemos estimar el valor de p haciendo un recuento del nimero
de valores de la distribuciéon de permutaciones mayores que el valor observado
(para ser significativo el valor observado tiene que ser suficientemente elevado).
El paquete vegan incorpora esta prueba, que podemos obtener aplicando la
funciéon anova() a cca():

anova(cca(bio, env))

Permutation test for cca under reduced model

Model: cca(X = bio, Y = env)

Df Chisqg F N.Perm Pr(>F)
Model 3 0.2798 1.6696 1300 0.03462 *
Residual 9 0.5028
Signif. codes: 0 ’**x’ (0,001 '**’ 0.01 '*’ 0.05 ’'.” 0.1 * r 1

En realidad, el estadistico utilizado no es la inercia sino un «seudo» estadistico F,
como el del analisis de la varianza (para mas detalles podemos consultar la docu-
mentacién sobre vegan). Debemos fijarnos en el valor de p que nos va a dar la
salida. Asi, en este caso el valor del estadistico F para el espacio restringido es sig-
nificativamente elevado (p = 0,03462).

En su reciente libro Correspondence Analysis and Data Coding with Java and R (véase
el apéndice bibliografico), Fionn Murtagh proporciona muchos programas en R
para AC, especialmente para la recodificacion de datos. Estan disponibles en
Internet y se pueden bajar de www.correspondances.info. En concreto, en sus pa-
ginas 21 a 26, encontramos el Gnico programa en R que permite hacer la agrupa-
ci6n jerarquica utilizando el método de Ward, con la incorporacion de pesos, que
es exactamente lo que necesitamos para el capitulo 15. Suponiendo que hayamos
sido capaces de bajar el programa del web mencionado, que hemos leido la tabla
de datos de la imagen 15.3 y que la hemos guardado en el data frame food, po-
dremos realizar el analisis de grupos de los perfiles de las filas que mostramos en
la figura de la imagen 15.5, utilizando la funcién hierclust () de Murtagh de la
siguiente manera:

food.rpro <- food/apply(food,1l,sum)

food.r <- apply(food,1l, sum)/sum(food)
food.rclust <- hierclust(food.rpro, food.r)
plot(as.dendrogram(food.rclust))
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XLSTAT

Imagen B.1:

Menti de XLSTAT para
ejecutar el AC en una tabla
seleccionada en Excel
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Para llevar a cabo los andlisis de este libro (y analisis adicionales), una de las me-
jores alternativas es el programa estadistico XLSTAT (www.xlstat.com) derivado
de Excel. En XLSTAT, los programas para el ACy el ACM incluyen los ajustes de
inercia del ACM y el analisis de subgrupos del ACy del ACM. También incluye un
programa para el ACC que incorpora la prueba de la permutaciéon para contras-
tar que las variables explicativas estan significativamente relacionadas con lo ejes
principales de la solucion restringida. Otros programas para el analisis multiva-
riante de XLSTAT son el analisis de componentes principales, el analisis factorial,
el analisis discriminante, el analisis de grupos, la regresiéon de minimos cuadrados
parcial y el analisis de Procrustes generalizado. Dado que el programa opera en
el entorno Excel es muy facil de utilizar. Por ejemplo, para ejecutar el AC con los
datos food que hemos utilizado anteriormente en el analisis jerarquico de gru-
pos, clicamos sobre el icono de AC y seleccionamos la tabla (con etiquetas para
filas y columnas) que queremos analizar (imagen B.7).

El menu de «Options» permite seleccionar puntos adicionales o subgrupos de
datos. El menu «Missing data» permite varias opciones para el tratamiento de los
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Correspondence Analysis (CA)
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valores perdidos. El mentu «Outputs» permite seleccionar varias tablas numéricas

(perfiles, distancias x°, coordenadas principales, coordenadas estandares, contri-

buciones, correlaciones al cuadrado, etc.). EI mentu «Charts» permite llevar a

cabo diversos mapas del AC. En la imagen B.8 mostramos cémo llevar a cabo un
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mapa simétrico de filas y de columnas, y un mapa asimétrico de filas (es decir, la
opcion "rowprincipal" del paquete ca). En la imagen B.9 mostramos parte de
estos resultados.

En el médulo de analisis de grupos de XLSTAT podemos desarrollar el analisis
de grupos que vimos en el capitulo 15, ya que permite asignar pesos a los puntos;
por tanto, podemos realizar la agrupaciéon de Ward de perfiles ponderados con
sus masas.

Crear un mapa de AC con determinadas caracteristicas listo para ser publicado,
no es trivial. En esta seccion describimos los tres procedimientos utilizados para
la obtencion de los graficos de este libro.

La composicion tipografica de la edicion en inglés de este libro fue realizada con
LATEX. Con IATEX —y algunas macros de este programa— podemos crear directa-
mente mapas sin tener que utilizar otros paquetes graficos. Asi, realizamos la ma-
yor parte de los mapas del libro utilizando la macro PicTEX. Como ejemplo de
mapa creado en ATEX, a continuacion mostramos el programa que utilizamos
para crear el mapa asimétrico correspondiente a los datos de los fumadores que
mostramos en la imagen 9.2:

\beginpicture

\setcoordinatesystem units <2.5cm,2.5cm>

\setplotarea x from -2.40 to 1.70, y from -1.6 to 2.25
\accountingoff

\gray

\setdashes <5pt,4pt>

\putrule from 0 0 to 1.7 0

\putrule from 0 0 to -1.4 0
\putrule from 0 0 to 0 2.25
\putrule from 0 0 to 0 -1.6
\put {+} at 0 0

\black

\small

\put {Axis 1} [Br] < -.2cm,.l5cm> at 1.70 0

\put {0.0748 (87.8\%)} [tr] < -.2cm,-.15cm> at 1.70 0
\put {Axis 2} [Br] < -.lcm,-.4cm> at 0 2.25

\put {0.0100 (11.8\%)} [Bl] <.lcm,-.4cm> at 0 2.25
\setsolid

\putrule from 1.3 -1.3 to 1.4 -1.3

\putrule from 1.3 -1.32 to 1.3 -1.28

\putrule from 1.4 -1.32 to 1.4 -1.28

\put {\it scale} [b] <Ocm,.25cm> at 1.35 -1.3

\put {0.1} [t] <Ocm,-.2cm> at 1.35 -1.3

\multiput {$\bullet$} at
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0.06577 0.19373
-0.25896 0.24330

0.38059 0.01066
-0.23295 -0.05775

0.20109 -0.07891

/

\sf

\put {SM} [1] <.15cm,O0cm> at 0.06577 0.19373
\put {JM} [r] < -.1l5cm,Ocm> at -0.25896 0.24330
\put {SE} [bl] <.15cm,Ocm> at 0.38059 0.01066
\put {JE} [r] < -.1l5cm,0cm> at -0.23295 -0.05775
\put {SC} [tl] <.1l5cm,Ocm> at 0.20109 -0.07891
\gray

\multiput {$\circ$} at

1.4384 0.3046
-0.3638 -1.4094
-0.7180 -0.0735
-1.0745 1.9760

/

\sl

\put {none} [b] <Ocm,.2cm> at 1.4384 0.3046
\put {light} [b] <Ocm,.2cm> at -0.3638 -1.4094
\put {medium} [T] <Ocm,-.3cm> at -0.7180 -0.0735
\put {heavy} [b] <Ocm,.2cm> at -1.0745 1.9760
\black

\endpicture

El programa anterior permite darnos cuenta de que crear un mapa como el de la
imagen 9.2 es bastante laborioso. Hay que situar con mucha precision cada uno
de los puntos y de las lineas del mapa. Una ventaja es que podemos asegurar que
la razén de escalas del mapa es exactamente 1. Por ejemplo, en este mapa hemos
establecido que las unidades en los ejes de coordenadas vertical y horizontal sean
exactamente iguales (2,5 cm).

Muchos de los mapas nuevos de esta segunda edicion los hemos hecho en Excel,
a partir de los resultados del analisis estadistico en XLSTAT. Sin embargo, para
asegurar que la razén de escalas de los mapas de los capitulos 17 a 19 fuera co-
rrecta, tuvimos que efectuar algunos ajustes. Asi tuvimos que redefinir los valores
maximos y minimos de los ejes y alargar vertical u horizontalmente los mapas.
Luego los copiamos en metaarchivos y los pegamos en el Adobe Ilustrator. Al reali-
zar esta operacion se modifica algo la razén de escalas del mapa, las unidades ver-
ticales aumentan algo mas que las horizontales. Por tanto, de nuevo, tuvimos que
retocar los mapas. Posteriormente los guardamos en formato PostScript Encapsula-
do (EPS), para finalmente incorporarlos al texto como archivos IATEX utilizando
la instruccion \includegraphics, por ejemplo:
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\begin{figure}[h]
\center{\includegraphics[width=10cm, keepaspectratio]{Ex18_ 5.eps}}
\caption{\sl MCA map of Burt matrix of four questions on women
working, showing first and second dimensions;
total inertia = 1.145, percentage inertia in map: 65.0\%.}
\end{figure}

En este libro también hemos creado muchos mapas en R. Por ejemplo, los del ca-
pitulo 25. Para incorporarlos al texto, primero los copiamos como metaarchivos,
luego los pegamos en el Adobe Ilustrator, los terminamos de ajustar para asegurar
que la razon de escalas fuera correcta y finalmente los guardamos en formato EPS.
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APENDICE

Bibliografia sobre analisis de correspondencias

El principal objetivo de este libro es la ensenanza del AC. Para dar mayor énfa-
sis a la orientacion diddctica, en el texto de los capitulos no hemos incluido
referencias bibliograficas. Sin embargo, para que el lector pueda seguir avanzan-
do en el conocimiento del AC, en esta seccion resenamos las principales fuentes
bibliograficas. También hemos indicado donde podemos hallar revisiones biblio-
graficas mas amplias, asi como referencias histéricas sobre este método.

A pesar de que la teoria del AC data de principios del siglo xx, el enfoque sobre
el AC que presentamos en este libro tiene su origen en el trabajo de Jean-Paul
Benzécriy colaboradores en Francia en los anos sesenta, que fue publicado en los
dos volumenes de Analyse des Données (Analisis de datos).

® Benzécri J.P. et al. Analyse des Donnés. Tome 1: La Classification. Tome 2: L’Analyse
des Correspondances. Paris: Dunod, 1973.

Sin embargo, estos libros son poco accesibles para lectores que no estén fami-
liarizados con la particular notacién de Benzécri, distinta de la notacion
matricial habitual mas practica. Para dar a conocer a la comunidad de habla
inglesa las ideas de Benzécri, aparecié una traduccion al inglés de estos libros
que, no obstante, tuvo poco éxito. El libro de Le Roux y Rouanet que sigui6 a
esta traduccion indicaba de forma clara la aproximacion de Benzécri al anali-
sis de conjuntos de datos grandes, el «analisis de datos geométrico», pero los
autores siguieron manteniendo una compleja notacién que dificultaba su com-

prension.

® Le Roux B. y H. Rouanet. Geometric Data Analysis: From Correspondence Analysis to
Structured Data. Dordrecht: Kluwer, 2004.

El libro de Fionn Murtagh, también estudiante de Benzécri, es una de las
mejores publicaciones en inglés para comprender el trabajo del maestro. No
solamente da a conocer buena parte de la filosofia de Benzécri (incluye un
prefacio del propio Benzécri traducido al inglés), sino que es un libro con una
innovadora aproximacién, muy orientado hacia el calculo, proporcionando
muchas aplicaciones interesantes, asi como muchos detalles sobre la progra-
macién en R.
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® Murtagh F. Correspondence Analysis and Data Coding with Java and R. Londres:
Chapman & Hall/CRC, 2005.

El trabajo de Brigitte Escofier, uno de los lideres y miembros mas innovadores del
grupo de Benzécri, se public6 postumamente con una coleccion de sus articulos
mas importantes:

® Escofier B. Analyse des Correspondances: Recherches au Coeur de ’Analyse des Données.

Rennes, Francia: Presses Universitaires des Rennes, 2003.

En 1984 aparecieron, casi simultaineamente, dos libros en inglés sobre AC que,
gracias a la utilizacion de una notaciéon mds convencional, expresaban de forma
mas comprensible el trabajo de Benzécri.

¢ Lebart L., A. Morineau y K. Warwick. Multivariate Descriptive Statistical Analysis.
Chichester: Wiley, 1984.

e Greenacre M.J. Theory an Applications of Correspondence Analysis. Londres: Acade-
mic Press, 1984.

Aunque ambos libros estan agotados, es recomendable consultarlos. El libro de
Lebart y colaboradores proporciona una descripcion menos detallada sobre el
AC. Sin embargo, ofrece una amplia panoramica sobre su utilizacién en el con-
texto de las encuestas a gran escala. El libro de Greenacre trata de dar a la vez una
vision teorica y practica del método. Estos dos libros incluyen una amplia revision
bibliografica sobre el trabajo realizado hasta aquel momento.

Con el seudonimo de Albert Gifi se encuentra el grupo de los Paises Bajos, di-
rigido por Jan de Leeuw. Es el grupo que fuera de Francia ha llevado a cabo un
desarrollo mas importante sobre el AC. Todavia hoy sigue siendo el grupo mas
activo. Este grupo ha explorado, principalmente, la utilizaciéon del ACM, llama-
do andalisis de homogeneidad, como una técnica de cuantificacion que partiendo
del analisis multivariante clasico lleva a cabo una generalizacion no lineal de los
métodos multivariantes. Su trabajo se describe ampliamente en el libro:

¢ Gifi A. Nonlinear Multivariate Analysis. Chichester: Wiley, 1990.
Como excelente resumen del «método Gifi» podemos consultar:

® Michalidis G., J. de Leeuw. «The Gifi system for descriptive multivariate analysis».
Statistical Science 13 (1998): 307-336. (Disponible en Internet, consultese Google.)

Fundada por Chikio Hayashi, este grupo desarroll6 en paralelo con las escuelas
francesa y holandesa, un sistema equivalente de «cuantificaciéon de datos cualitati-
vos», el escalado dual, muy impregnado de sus propios referentes culturales. Varios
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libros de Shizuhiko Nishisato describen esta aproximacion, muy concentrada en
las propiedades algebraicas de los valores de escala cuantificados. De todas formas,
el ultimo libro de Nishasato contiene muchas representaciones graficas:

¢ Nishisato S. Multivariate Nonlinear Descriptive Analysis. Londres: Chapman &
Hall/CRGC, 2006.

El libro de Nishisato contiene muchas referencias historicas y una extensa lista de
referencias sobre la literatura relacionada con el AC. Sin embargo, no contiene
detalles de calculo.

En 1991, 1995, 1999 (en el «Archivo Central para Investigacion Social Empirica, en
Colonia»), en 2003 (en la Universidad Pompeu Fabra, en Barcelona) y en 2007 (en
la Universidad Erasmus de Roterdam) tuvieron lugar conferencias internacionales
cuyo tema principal fue el AC. Como resultado de estas conferencias, se escribieron
tres libros colectivos con la participacion de estadisticos y cientificos sociales, que
reflejaban el desarrollo de la teoria y la practica del AC y métodos relacionados:

® Greenacre M.J. yJ. Blasius, J. (eds.). Correspondence Analysis in the Social Sciences.
Londres: Academic Press, 1994.

¢ Blasius J. y M.J. Greenacre (eds.). Visualizing Categorical Data. San Diego: Acade-
mic Press, 1998.

¢ Greenacre M.J. yJ. Blasius, J. (eds.). Multiple Correspondence Analysis and Related
Methods. Londres: Chapman & Hall/CRC, 2006.

Para profundizar en el tema, recomendamos vivamente estos tres volimenes, a
los que han contribuido mas de 100 autores. El tercer volumen esta especialmen-
te orientado a las necesidades de calculo y, muchos autores proporcionan recur-
sos de software para el calculo.

El objetivo de esta segunda edicion de Correspondence Analysis in Practice no es sélo
presentar de forma didacticamente estructurada un texto sobre el AC, sino también
permitir a los lectores llevar a cabo sus propios andlisis, principalmente utilizando
el sistema de programacion R. Situados a principios de siglo xxi, el software R se ha
convertido en el sistema estandar de calculo estadistico. En comparacion con la pri-
mera edicion, aparte de la inclusion de temas adicionales, el cambio mas significa-
tivo es el apéndice de calculo de 46 paginas. Entre los muchos libros sobre progra-
macién en R que podriamos recomendar para alguien que empiece, descatamos:

e Crawley M. Statistics: An Introduction using R. Chichester: Wiley, 2005.

Ademas, contiene una magnifica introduccion a la metodologia estadistica moderna.
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En el siguiente articulo se ve en detalle el paquete ca para R:

® Nenadi¢ O. y M.J. Greenacre. «Correspondence Analysis in R, with Two- and
Three-dimensional Graphics. The ca Package». Journal of Statistical Sofware 20, 3
(Feb 2007). (Disponible en Internet en http://www.jstatsoft.org.)

Para obtener mas informacién y mas software sobre AC y métodos relacionados,
podemos consultar las siguientes paginas web (no comerciales):

http://www.carme-n.org

(una red sobre analisis de correspondencia y métodos relacionados, con progra-
mas en Ry datos de la segunda edicion de Correspondence Analysis in Practice),

http://gifi.statucla.edu
(la pagina web de Jan de Leeuw para el sistema Gifi y funciones en R),
http://www.correspondances.info

(la pagina web personal de Fionn Murtagh para su libro, con programas en Ry
datos),

http://www.math.yorku.ca/SCS/friendly.html

(la pagina web personal de Michael Friendly para graficos de datos categoricos),
http://www.imperial.ac.uk/bio/research/crawley/statistics

(contiene material del libro de Michael Crawley, Statistics: An Introduction using R),
http://www.gesis.org/en/za

(la pagina web del «Archivo Central para Investigaciéon Social Empirica de Colo-
nia», con enlaces a varias encuestas sociales incluyendo las del ISSP-International
Social Survey Program, el Programa Internacional sobre Encuestas Sociales),

http:/ /www.r-project.org

(el proyecto R para calculo estadistico),
http://cc.oulu.fi/jarioksa/softhelp/vegan.html

(la pagina web de Jari Oksaken para el paquete vegan en R),

http:/ /www.people.few.eur.nl/groenen/mmds/datasets

(la pagina web con datos del libro: Modern Multidimensional Scaling de Ingwer

Borg y Patrick Groenen).
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Glosario de términos

En este apéndice presentamos por orden alfabético una lista de los términos mas
comunmente utilizados en este libro, junto con definiciones abreviadas de cada
uno de ellos. Las palabras en cursiva corresponden a los términos incluidos en el
glosario.

— agrupacion de Ward: algoritmo de agrupacion jerarquica que minimiza la iner-
cia dentro de los grupos en cada paso de agrupacion. Equivalente a maximi-
zar la inercia entre grupos.

— andalisis de correspondencias (AC): método de representacion de filas y columnas
de una tabla como puntos en un mapa, con una interpretacion geométrica es-
pecifica de sus posiciones, que nos permite interpretar las similitudes y las di-
ferencias entre filas y entre columnas, asi como la asociacioén entre filas y co-

lumnas.

— andalisis de correspondencias canonico (ACC): ampliacion del AC que incluye varia-
bles explicativas externas. Restringimos la soluciéon del AC para que las dimen-

siones estén relacionadas linealmente con estas variables explicativas.

— analisis de correspondencias conjunto (ACCo): variante del andlisis de corresponden-
cias multiples para el analisis de todas las tablas de contingencia derivadas del
cruzamiento de un conjunto de Q variables categoéricas en el que ignoramos
los cruzamientos de cada variable con ella misma.

— analisis de correspondencias multiples (ACM): AC de la matriz binaria o de la matriz

de Burt formadas a partir de mas de dos variables categoricas.

— andalisis de correspondencias de subgrupos: variante del AC en la que aunque ana-
lizamos parte de las filas o de las columnas de una tabla mantenemos la geo-
metria de la tabla completa.

— automuestreo [ingl. bootstrap] : método para la investigacion de la variabilidad de
un estadistico. Consiste en generar, mediante un ordenador, un gran nimero
de réplicas de una muestra a partir de la muestra observada.

— automuestreo parcial [ingl. partial bootstrap] : en AC, representaciéon de muchas
muestras replicadas obtenidas por automuestreo, como puntos adicionales en el
mapa de la tabla original.
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biplot: mapa conjunto de puntos que representa las filas y las columnas de una
tabla de manera que los productos escalares entre filas y columnas se aproximen
de forma 6ptima a los elementos de la tabla.

bootstrap [véase automuestreo].

calibracion: en biplots, es el proceso de configuracion de una escala en un ¢je de
un biplot mediante marcas y valores. En la representacion de perfiles en AC se
trata de una escala de razén o de porcentajes.

centroide: punto medio ponderado.

cociente de contingencia: para una tabla de contingencia, frecuencia observada
dividida por la frecuencia esperada de acuerdo con el modelo de independencia.

codificacion interactiva: creacion de una sola variable categérica a partir de to-
das las combinaciones de categorias de dos variables categoricas.

condicion de identificacion: condicion que debe imponerse en un problema de
optimizacion para obtener una sola solucion.

contribucion a la inercia: componente de la inercia explicada por un determina-
do punto en un ¢je principal. En general la expresamos en relacion con la iner-
cia principal correspondiente (que nos informa sobre c6mo se han construido
los ejes) o en relacion a la inercia del punto (que nos informa sobre como
queda explicado el punto en el ¢je).

coordenadas estandares: coordenadas de un conjunto de puntos en un eje que
cumplen que la suma ponderada de sus cuadrados es igual a 1.

coordenadas principales: coordenadas de un conjunto de puntos proyectados
sobre un e¢je principal, que cumple que la suma ponderada de sus cuadrados en
dicho eje es igual a la inercia principal del eje.

descomposicion en valores singulares (DVS): descompomposicion de una matriz
similar a la descomposicion en vectores y valores propios, pero aplicado a matri-
ces rectangulares. Los cuadrados de los valores singulares son valores propios de
las matrices cuadradas, y los vectores singulares de la izquierda y de la dere-
cha son también vectores propios.

dimension: nimero de dimensiones geométricas inherentes de una tabla nece-

sarias para reproducir exactamente sus elementos en un mapa de AC.

distancia euclidea: distancia entre puntos que calculamos como la raiz cuadra-
da de la suma de las diferencias al cuadrado entre los correspondientes ele-
mentos de los vectores.

distancia euclidea ponderada: similar a la distancia euclidea, pero con un factor de

ponderacioén positivo para cada diferencia al cuadrado.
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— distancia ji-cuadrado: distancia euclidea ponderada entre perfiles, en la que he-
mos dividido cada diferencia al cuadrado entre los elementos de los perfiles
por el correspondiente elemento del perfil medio.

— doblado: procedimiento por el que recodificamos filas (o columnas) como
pares de filas (o de columnas) con el objetivo de dibujar en un mapa los
extremos, o polos, de una escala. Lo utilizamos en AC para ordenaciones, pre-

ferencias o comparaciones por pares.
— dummy variable [Véase variable binaria].

— efecto arco: 1a tendencia de los puntos en un mapa de AC a formar una curva
debido a la particular geometria del AC por la que los perfiles se hallan den-
tro de un simplex. También conocido como «efecto herradura».

— ¢je de un biplot: una direccion marcada por un vector de un biplot sobre la cual
podemos proyectar puntos con el objetivo de estimar los valores de la tabla
que analizamos.

— ¢je principal: direccion de dispersion de puntos de un espacio multidimensio-
nal que optimiza la inercia o, de forma equivalente, eje que mejor se ajusta a
los puntos en el sentido de distancias minimo-cuadraticas ponderadas.

— escala optima: conjunto de valores asignados a las categorias de variables cate-
goricas, que optimizan algun criterio como, por ejemplo, la correlacién maxi-

ma (con otra variable) o la discriminacion maxima (entre grupos).

— estadistico ji-cuadrado: estadistico utilizado habitualmente para contrastar el
modelo de independencia de una tabla de contingencia; calculado como la
suma de diferencias al cuadrado entre frecuencias observadas y esperadas de
acuerdo con el modelo. Dividimos cada diferencia al cuadrado por la corres-
pondiente frecuencia esperada.

— ndicator matrix [Véase matriz binaria).

— 1nercia: suma ponderada de distancias al cuadrado de un conjunto de puntos
con relacion a su centroide. En AC los puntos son perfiles, 1os pesos son masas de
los perfiles y las distancias son distancias ji-cuadrado.

— nercia principal: 1a correspondiente de un eje principal; también llamada valor
propio.
— 1nercias principales ajustadas: una modificacion de los resultados del andalisis de

correspondencias multiples, que proporciona una estimacion mas realista de la
inercia explicada por el AC.

— mapa: representacion en el espacio de puntos (perfiles fila o perfiles colum-
nas en AC) en la que podemos interpretar distancias o productos escalares

(biplot).
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mapa asimétrico: una representacion conjunta en la que hemos normalizado
(escalado) de forma distinta los puntos de filas y de columnas. En general
unos en coordenadas principales y los otros en coordenadas estandares. A menudo

los mapas asimétricos son biplots.

masa: suma marginal total de una fila o una columna de una tabla dividida por
la suma total de la tabla. La utilizamos como pesos en AC.

matriz antisimétrica: matriz cuadrada con ceros en la diagonal y que cumple la
propiedad de que los elementos por encima de la diagonal tienen el mismo
valor absoluto que los elementos opuestos situados por debajo de la diagonal,
pero con signo opuesto.

matriz binaria [ingl. indicator matrix]: codificacion de datos multivariantes cate-

goricos en forma de variables binarias.

matriz de Burt: un tipo de matriz compuesta, que consiste en todas los cruzamien-
tos de Q variables categoricas, incluyendo los cruzamientos de las variables
con ellas mismas.

modelo de independencia (o <hipétesis de homogeneidad»): modelo para los
recuentos de una tabla de contingencia, que supone que hemos muestreado la
filas (o las columnas) al azar de la misma poblacion. Es decir, que las frecuen-
cias relativas esperadas (proporciones) de filas, o de columnas, son las mismas.

observacion atipica: punto situado en la periferia de una representacion grafica
que se halla bien separado de la dispersion general de puntos.

perfil: valores de una fila o columna de una tabla de contingencia dividida por
su total. Los puntos que visualizamos en AC son perfiles.

producto escalar: de dos vectores definidos por dos puntos. Es el producto de
sus longitudes multiplicado por el coseno del angulo entre ellos. Directamen-
te proporcional a la proyecciéon de uno de los puntos sobre el vector definido
por el otro punto.

pruebas de permutaciones: obtenciéon de permutaciones de datos; todos las posi-
bles o una gran muestra aleatoria de ellas, con el objetivo de obtener la distri-
bucién de un determinado estadistico de contraste suponiendo cierta la hip6-
tesis nula y asi poder estimar el valor p asociado del estadistico.

punto adicional o punto pasivo o punto suplementario: punto del mapa (perfil en
AC) con masa cero. Es decir, punto que representamos en el mapa, pero que
no interviene en su configuracion.

razon de escalas: en una representacion grafica, el cociente entre una unidad
de longitud en el eje horizontal y una unidad de longitud en el eje vertical.
En un mapa de AC debe ser 1.
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— relacion de transicion: relacion entre las coordenadas de filas y de columnas de
un mapa.

— simplex: en dos dimensiones, un triangulo, en tres dimensiones un tetraedro,
y la generalizacién de estas figuras geométricas en mas dimensiones. En AC,
los perfiles de J-dimensiones se hallan dentro de un simplex definido por J vér-
tices en un espacio de (/- 1) dimensiones.

— tabla concatenada: tabla formada concatenando horizontal o verticalmente o
en ambas direcciones tablas de contingencia, que hemos obtenido clasifican-
do los mismos individuos cruzando variables categoricas.

— tabla de contingencia: clasificacion de un conjunto de individuos de acuerdo
con el cruce de dos variables categoricas. Por tanto, el total de la tabla es el
nuamero total de individuos.

— walor propio: valor inherente de una matriz cuadrada. Forma parte de la des-
composicion de una matriz como el producto de matrices mas simples. En
general, las matrices cuadradas tienen tantos valores propios y vectores pro-
pios asociados como su rango. En AC, valor propio es sinénimo de inercia prin-
cipal.

— wariable binaria [ingl. dummy variable]: variable que s6lo toma los valores 0 o 1.
Las utilizamos en una variante del andlisis de correspondencias miltiples para co-

dificar datos multivariantes categoricos.

— weértice: perfil unitario, es decir, perfil con todos sus elementos iguales a cero
excepto uno que toma el valor 1.
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Epilogo

En este libro hemos presentado el analisis de correspondencias (AC) como un
método versatil para la visualizacion de datos, aplicable a una amplia variedad de
situaciones. Este epilogo tiene como objeto avanzar algo mas en el analisis de al-
gunos aspectos de este método que aparecen con frecuencia en discusiones sobre
AC, asi como aportar algunas consideraciones personales.

La interpretacion de los mapas simétricos, aunque es una opcion mas de los ma-
pas de AC, sigue siendo uno de los aspectos mas controvertidos de este método.
Este tipo de mapas expresan tanto las filas como las columnas en coordenadas
principales; es decir, a pesar de que las proyecciones de los perfiles fila y los per-
files columna ocupan espacios distintos, mostramos sus proyecciones en un mis-
mo mapa. Hemos visto (por ejemplo, en los capitulos 9y 10) que la diferencia
entre los mapas simétricos y los asimétricos (en los que todos los puntos se ha-
llan en el mismo espacio) es el factor de escala de los ejes principales, la raiz cua-
drada de sus respectivas inercias principales. Por tanto, las direcciones, indicadas
por los puntos en coordenadas principales y por sus homélogos en coordenadas
estandares, son casi iguales cuando las raices cuadradas de las inercias principa-
les no son muy distintas; asi, podemos ver un ejemplo en el mapa de la imagen
13.4 en la que los ejes del biplot, que pasan a través de los vértices, casi coinci-
den con los puntos correspondientes a los perfiles. En tales casos, la forma de in-
terpretar los mapas simétricos y los asimétricos como si fueran biplots es valida.
Sin embargo, si las raices cuadradas de las inercias principales son muy distintas,
al interpretar los mapas simétricos como si fueran un biplot pueden aparecer
problemas; lo podemos ver, por ejemplo, en las diferentes direcciones definidas
por las categorias de fumadores en los mapas de las imdagenes 9.2 y 9.5. Aun asi,
como se pone de manifiesto en el articulo de Gabriel que mencionamos a con-
tinuacion, la distorsion que se produce al interpretar los mapas simétricos como
si fueran verdaderos biplots, no es demasiado grande.

¢ Gabriel K.R. «Goodness of Fit of Biplots and Correspondence Analysis». Biome-
trika 89 (2002): 423-436.

Esto significa que el debate sobre las diferencias de escala es mas bien un tema
académico. Toda la discusiéon que ha generado este tema tiene poco interés
cuando se trata de aplicar el AC. En mi opinién, el mapa simétrico sigue sien-
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do, por defecto, el mejor mapa. De hecho, es la opcion que aparece por de-
fecto en nuestro paquete ca para R. Si interpretamos de forma asimétrica la
matriz de datos, en la que la filas representen «unidades observacionales»
(como, por ejemplo, individuos en estudios sociales, localidades de muestreo
en ecologia o en arqueologia, o textos en lingtistica, etc.) y las columnas re-
presenten «variables» (como, por ejemplo, las respuestas categoéricas en socio-
logia, las especies en ecologia, los artefactos en arqueologia, o los indicadores
de estilo en lingtiistica, etc.), el biplot estandar del AC es una buena alternati-
va. Representa de forma o6ptima las distancias entre unidades y permite una
interpretacion tipo biplot valida de las unidades proyectadas sobre las direccio-
nes de las variables. Ademas, las longitudes de los vectores (variables) tienen

una interpretacion clara.

Desgraciadamente, en el contexto que nos ocupa, se cumple este dicho inglés.
Podemos decir lo mismo de la expresion: «En la vida, no lo puedes tener todo».
Seria maravilloso que en un solo mapa pudiéramos representar de forma 6ptima
e interpretar los tres elementos siguientes:

1. Las distancias entre perfiles fila.

2. Las distancias entre perfiles columna.

3. Los productos escalares entre filas y columnas, que reconstruyen los datos ori-
ginales (es decir, el biplot).

Sin embargo, la realidad es que, al mismo tiempo y como maximo, podemos
tener representados optimamente s6lo dos de los tres elementos anteriores.
Los mapas simétricos representan 6ptimamente las distancias ji-cuadrado en-
tre los perfiles fila y entre los perfiles columna. Por tanto, podemos interpre-
tar las distancias entre filas y las distancias entre columnas (es decir, se cum-
plen los puntos 1y 2). No podemos interpretar de forma 6ptima las relaciones
entre filas y columnas. Sin embargo, teniendo en cuenta las observaciones del
parrafo anterior, las podemos interpretar con una seguridad razonable. En los
mapas asimétricos representamos de forma é6ptima, por ejemplo, los perfiles
fila, mientras que los vértices columna proporcionan los perfiles extremos
como puntos de referencia. Sus proyecciones sobre los ejes del biplot nos per-
miten interpretar de forma optima las relaciones entre filas y columnas (es
decir, se cumplen los puntos 1y 3). Los biplots estindares del AC son una va-
riante de los mapas asimétricos que muestran, por ejemplo, los perfiles fila, al
mismo tiempo que acercan los vértices columna, multiplicando por la raiz cua-
drada de sus masas, para mejorar la representaciéon conjunta (es decir, se cum-
plen 1y 3). En este ultimo biplot, podemos relacionar las proyecciones de los
vectores columna sobre los ejes del biplot con sus contribuciones a los ejes
principales (capitulo 13).
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Aparte del programa libre R, y del programa comercial XLSTAT que hemos des-
crito en el apéndice de calculo, todavia no hemos comentado nada sobre otros
softwares que incluyen el AC. Entre estos programas encontramos Minitab, Stata,
Statistica, SPAD, SAS y SPSS. Dado que SPSS es ampliamente utilizado, es con-
veniente que hagamos algunos comentarios sobre esta opcion. En el moédulo
Categories del programa de AC del SPSS, se proporciona un biplot llamado symme-
trical normalization que no hemos visto en este libro. Podriamos confundir dicho
biplot con el mapa simétrico que si hemos descrito. Sin embargo, no se trata de
lo mismo, ya que el primero presenta las coordenadas estandares multiplicadas
por las raices cuadradas de los valores singulares (es decir, la raiz cuarta de las
inercias principales) y no por los valores singulares. Dicho de otro modo —con
relacion a los pasos (A.8) y (A.9) del algoritmo basico de calculo del AC que
vimos en la pdgina 267—, este procedimiento calcula CDDi y FDi en vez de
®D, y I'D, como en los mapas simétricos. Por tanto, la «normalizacion simétri-
ca» del SPSS proporciona una representacion 6ptima de los productos escalares,
pero no proporciona una representacion optima de distancias, ya que ni filas ni
columnas se expresan en coordenadas principales. Por tanto, esta representacion
grafica proporciona sélo uno de los tres elementos mencionados anteriormente (se
cumple 3, pero ni 1 ni 2). A pesar de que la diferencia entre esta representacion
grafica y el mapa simétrico es s6lo un tema de factores de escala en los dos ejes —
que en la mayoria de casos son dificilmente distinguibles para un observador no ex-
perimentado—, no recomendamos la utilizacion de este mapa ya que no aporta be-
neficio alguno (en realidad representa una pérdida) con relacion a las otras opcio-
nes existentes. Si las inercias principales de los dos ejes son similares, entonces,
como vimos anteriormente, las posiciones relativas de los puntos en la «<normaliza-
cién simétrica» son practicamente idénticas a las del mapa simétrico. Sin embargo,
es preferible el mapa asimétrico ya que representa las distancias ji-cuadrado en su
verdadera escala. El mapa con «normalizacion simétrica» lo denominamos symme-
tric biplot, y es una de las posibilidades de nuestro paquete ca de R. Para obtenerlo
escribiremos: map="symbiplot" (pags. 304-305). Curiosamente, en las ultimas
versiones de SPSS no era posible representar un mapa simétrico, una de las repre-
sentaciones graficas mas populares entre los investigadores franceses. Sigue siendo
imposible en las ultimas versiones del programa obtener un mapa conjunto de filas
y columnas en coordenadas principales. La mejor opcion es seleccionar la normali-
zacion «principal», que proporciona los valores numéricos de las coordenadas prin-
cipales de filas y columnas. Sin embargo, el programa siempre rechaza el realizar
un mapa conjunto con estos datos, prefiere mapas separados. A no ser que los da-
tos originales del usuario se hallen en formato SPSS, como deciamos, no recomen-
damos el programa del AC de SPSS. Sin embargo, dentro del médulo Categories, re-
sultan muy utiles para ciencias sociales el programa de optimizacion de escalas para
analisis de correspondencias multiples (llamado, en versiones anteriores, analisis de
homogeneidad) y el de analisis de componentes principales no lineal (CatPCA).
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El efecto de las categorias poco frecuentes sobre la distancia y* y sobre el resulta-
do del AC es también un tema que ha generado mucha discusion, especialmente
entre los investigadores en ecologia, casi siempre sin justificacién. Por ejemplo,
segin C.R. Rao, «la distancia ji-cuadrado que utiliza proporciones marginales en
el denominador otorga al medir las afinidades entre perfiles, demasiada impor-
tancia a las categorias con bajas frecuencias» (en pag. 42 del siguiente articulo):

e Rao C.R. A review of canonical coordinates and an alternative to corresponden-
ce analysis using Hellinger distance. Quéstiio 19 (1995): 23-63. Disponible en In-
ternet en:

www.idescat.net/sort/questiio/questiiopdf/19.1,2,3.1.radhakrishna.pdf

Sin embargo, la realidad es que en AC ponderamos cada categoria proporcional-
mente a su masa, lo que reduce el papel de las categorias de baja frecuencia. Lo
podemos ver de forma muy simple analizando las contribuciones numeéricas de
las distintas categorias a los ejes principales. Asi, podemos constatar que las cate-
gorias poco frecuentes tienen, en general, poca influencia sobre la solucién ha-
llada; es decir, la solucion seria casi la misma si elimindaramos estas categorias del

analisis.

Consideremos, a titulo ilustrativo los datos sobre abundancia de especies del ca-
pitulo 10 (pag. 109) con los que calculamos la abundancia relativa de las 10 espe-
cies mas frecuentes y la de las 10 menos abundantes, y lo comparamos con sus
contribuciones relativas, en porcentaje, a los dos primeros ejes del mapa de AC
de la imagen 10.5. Los resultados son los siguientes:

Contribucion a los ejes

Especies Abundancia relativa  Eje 1 Eje 2
10 mas abundantes 74,6% 77.3% 89,3%
10 menos abundantes 0,4% 0,8% 0,5%

Estos calculos ilustran que las especies poco frecuentes no contribuyen demasia-
do a la solucién bidimensional, pues las contribuciones se hallan mucho mas en
la linea con las abundancias de cada grupo de especies. Segin nuestra experien-
cia, s6lo de vez en cuando, las categorias poco frecuentes contribuyen de forma
excesiva a los ejes principales. En tales casos, debemos eliminarlas o combinarlas
con otras categorias. Esta situacion se da en estudios sociolégicos, en los que las
categorias de baja frecuencia, como los valores perdidos, coinciden en el mismo
grupo de encuestados. Estas categorias pueden dominar la soluciéon del ACM, a
menudo definiendo el primer eje. Lo vimos, en los mapas de las imagenes 18.2
y 18.5. Podemos rectificar esta situacion mediante un analisis de subgrupos o
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combinando, de forma razonable, las respuestas correspondientes a categorias de
baja frecuencia con otras similares. En ecologia se produciria una situaciéon analo-
ga cuando determinadas especies poco frecuentes se hallaran simultaneamente
en las mismas muestras. Sin embargo, no se trata de una situacién comun; en
general, las especies poco frecuentes ocurren de forma aleatoria en distintas
muestras.

A menudo, las filas y columnas con frecuencias bajas son observaciones atipicas
con extranos perfiles. Probablemente por este motivo llaman la atencién y dan la
impresion de que pueden afectar, de forma importante, al analisis. Sin embargo,
como hemos dicho, tienen en general poca influencia sobre la solucién del AC
debido a su escasa masa. Ademas, segiin hemos mostrado en el capitulo 13 y men-
cionamos anteriormente, el biplot estandar del AC podria solucionar este proble-
ma, ya que «acerca» estos puntos a razon de la raiz cuadrada de sus masas, lo que
en la practica implica una eliminacioén de las observaciones atipicas de poca fre-
cuencia. Ello también constituye una ilustracion grafica de su escaso efecto sobre
la configuracién de los ejes principales.

Este apartado es algo técnico, aunque resulta util para que el lector formado es-
tadisticamente pueda comprender que la distancia ji-cuadrado, aparte de ser la
clave de todas las propiedades del AC, es una distancia estadistica apropiada. Ma-
tricialmente, podemos expresar la distancia euclidea ponderada como:

distancia euclidea ponderada = /(x — y)T D, (x-y) (E.1)

donde x e y son vectores con elementos XY Y j= 1.,/ Tindica la transposicion
de una matriz o de un vector, y D, es la matriz digonal que contiene los factores
de ponderacion w,. Podemos suponer que las filas de una tabla de contingencia
corresponden a una variable aleatoria multinomial. La distribuciéon multinomial
es una generalizacion de la distribuciéon binomial. Constituye un modelo para
la descripcion del comportamiento de datos muestreados de poblaciones con
probabilidades Py J= 1, ..., Jpara cada uno de los ] grupos. Por ejemplo, los tres
tipos de lectores del capitulo 3 (tabla de la imagen 3.1). A partir de la hip6tesis
nula de que hemos muestreado los datos en la misma poblacién, los cinco nive-
les educativos de este conjunto de datos serian muestras multinomiales de la
poblacion con probabilidades p,, p,, p, en las que las estimaciones de p, de los
tres grupos son los elementos del perfil medio ;13[ =¢ = 0,183, ]32 =¢=0413y
Py = ¢, = 0,404 (Gltima fila de la tabla de la imagen 3.1). La distancia de Mahalano-
bis es la distancia clasica utilizada para datos multivariantes agrupados. Se basa en
la inversa de la matriz de covarianzas de las variables:

distancia de Mahalanobis = /(x — y)T S (x-y) (E.2)

347

Las categorfas de baja
frecuencia son, a
menudo, observaciones
atipicas

La distancia x” es una
distancia de
Mahalanobis



Rotacion de las
soluciones

LA PRACTICA DEL ANALISIS DE CORRESPONDENCIAS

excepto por el hecho de que implica una matriz cuadrada completa de pesos =,
y no una matriz diagonal, tiene el aspecto de una distancia euclidea ponderada
(E.1). Para una distribucion multinomial, la matriz de covarianzas ¥ tiene una
forma simple. Por ejemplo, en nuestro caso trinomial /= 3 (los resultados serian
similares para cualquier nimero de grupos):

pl(l_pl) —171[92 _plp:a
==l -pp pA=p) -pp, (=D, -pp’ (E.3)
_p:%pl - p%f’? pz(l - P;)

donde p es el vector de las p,y D, la correspondiente matriz diagonal. Estimamos
(E.3) sustituyendo las probabilidades p, por sus estimaciones ¢. No es posible
invertir la matriz de covarianzas = de la forma habitual, ya que se trata de una ma-
triz singular. Por tanto no podemos hallar una matriz =" tal que 37'=1. Una
manera de sortear este problema es eliminar una de las categorias y seguir con
s6lo J— 1 categorias. No obstante, calquiera que sea la categoria que se omita, la
distancia de Mahalanobis sera la misma. Una aproximacion alternativa mas ele-
gante, completamente equivalente pero que utiliza las ] categorias, consiste en
utilizar la generalizacion inversa, simbolizada como X7, que tiene la propiedad de
que 23" 3=% (la inversa de Moore-Penrose). La inversa generalizada de Moore-Pen-
rose de (E.3) es igual a:

Yp, 0 0
== 0 1/p, 0 =D}’ (E.4)
0 0 1p,

Es decir, la distancia x* estima de forma exacta la distancia de Mahalanobis (E.2).
Aquli la situacién es similar a la del analisis discriminante lineal: para maximizar
la discriminacion entre grupos, suponemos que los grupos tienen matrices de co-
varianzas iguales, lo que en el caso multinomial equivale a asumir el modelo de
independencia y que los vectores se hallan en un espacio de Mahalanobis, que
equivale a un espacio x°.

En este libro no hemos visto nada sobre rotaciones debido a que raramente se jus-
tifican o se necesitan en AC. Debemos tener en cuenta que el espacio de perfiles
no es un espacio de vectores real ilimitado, es un espacio delimitado por puntos
unidad o vértices, que definen un simplex en un espacio multidimensional. La
idea de alinear los puntos de las distintas categorias en ejes que formen angulos
rectos no tiene, en nuestro contexto, el mismo significado que en el analisis fac-
torial en que los angulos rectos indican que las correlaciones entre variables son
cero (recordemos que en AC, la suma de los elementos del perfil es 1; por tanto,
la posicion de un determinado punto viene determinada por las de los restantes
puntos). Las rotaciones pueden ser apropiadas en algunos contextos como el
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ACM y en ACP no lineal (que no hemos visto en este libro) cuando analizamos
varias variables simultaneamente. Por ejemplo, en ACM ocurre con frecuencia
que los puntos correspondientes a las no respuestas se hallan juntos —mostran-
do asi una elevada asociaciéon dentro del conjunto de datos—y que, sin embargo,
su posicion no coincida con ningun eje principal. En tal caso podria tener inte-
rés hacer girar los ejes para separar el efecto de los puntos de no respuesta de los
restantes. De todas formas, podemos solucionar mejor este problema haciendo
un analisis de subgrupos (capitulo 21), que permite ignorar las no respuestas y
concentrar el analisis en las respuestas sustantivas. En cualquier caso, si queremos
llevar a cabo una rotacion, deberemos tener en cuenta las masas de las categorias.
Una posibilidad podria ser una versiéon ponderada de la rotaciéon varimax del ana-
lisis factorial cuyo (para el caso de las columnas) criterio de maximizacién seria:

22@-2(5; —}Ey) (E.5)

donde 5/"% es la coordenada estandar rotada, es decir, el (j,k)-ésimo elemento de
Y = YQ, siendo Q una matriz ortogonal de rotacién. Fijémonos en que las masas
¢ se hallan al cuadrado ya que la funcion objetivo implica la cuarta potencia de
las coordenadas. Dado que cjifk = (cfyjk)?, sugerimos una alternativa casi idéntica,
que deriva de una pequena modificacion del usual criterio varimax: llevar a cabo
una rotacion (sin ponderar) con las coordenadas estandares recalibrabas cf Y que
son exactamente las mismas utilizadas en el biplot estandar del AC. Es decir, rotar
la solucién para concentrar (o, concretar, en terminologia del analisis factorial)

las contribuciones de las categorias sobre los ejes rotados.

En el capitulo 13 vimos el AC en K" dimensiones como una descomposicién que
se puede expresar de la siguiente manera [véanse (13.4) y (A.14) en el apéndice
teérico]:

o
Py =16+ 16 E\/qu)ikyfk +e; i=1L...,0; j=1..,] (E.6)
=1

Obtenemos la solucién del AC minimizando la suma ponderada de los cuadrados
de los residuos ¢;. La primera parte de la descomposicion, 7., es el valor espera-
do seguin el modelo de independencia, de manera que la segunda parte explica las
desviaciones del modelo de independencia como la suma de K" términos bilinea-
les (esta parte bilineal tienen una interpretacién geométrica en K~ dimensiones,
lo que constituye la mayor parte del tema de este libro). Sin embargo, podemos
sustituir el modelo de independencia por cualquier otro modelo a eleccion del
usuario. Por ejemplo, en el articulo que mencionamos a continuacion, los auto-

res consideran para tablas de contingencia, modelos log-lineales, asi que utilizan
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el AC como una manera para explorar la esructura de las posibles desviaciones
del modelo log-lineal.

e Van der Heijden P.G.M., A. de Falguerolles y J. de Leeuw. J. «<A Combined
Approach To Contingency Table Analysis and log-Linear Analysis (with
Discussion)». Applied Statistics 38 (1989): 249-292.

También podemos utilizar esta estrategia en tablas de contingencia de multiples
entradas, utilizando una modelizacién de las tablas de contingencia que primero
tenga en cuenta los efectos principales y determinadas interacciones para, a con-
tinuacion, calcular los residuos del modelo para analizarlos mediante AC. Sin em-
bargo, dado que los datos ya se han centrado con relacién al modelo, no se trata
de una aplicacién directa del AC. Por tanto, al realizar el AC no debemos llevar a
cabo el centrado, y en el ajuste de minimos cuadrados ponderado debemos utili-
zar los valores marginales originales de la tabla.

El analisis de correspondencias presenta una gran afinidad con los mapas espectra-
les, un método desarrollado originalmente por Paul Lewi en los anos setentay que
en el desarrollo de nuevos medicamentos se ha utilizado ampliamente en el ana-
lisis biologico de espectros de actividad. Una referencia reciente es:

® Lewi PJ. «Analysis of Contingency Tables». En: B.G.M. Vandeginste, D.L.
Massart, L.M.C. Buydens, S. De Jong, P.J. Lewi y ]J. Smeyers-Verbeke (eds.).
Handbook of Chemometrics and Qualimetrics: Part B. Amsterdam: Elsevier, 1998:
161-206.

En los mapas espectrales trabajamos con los logaritmos de los valores de la tabla.
Sin embargo, llevamos a cabo la ponderacion de filas y de columnas como en el AC
—utilizamos las masas de filas y de columnas de la tabla original—. Antes de realizar
la DVS, llevamos a cabo un centrado con relacion a las medias ponderadas de filas y
columnas, como en el AC. Si la inercia de los datos es baja, el mapa espectral y el
mapa del AC son casi iguales. La diferencia entre los dos métodos es mas acusada
para inercias mayores. En los mapas espectrales representamos los cocientes de los
logaritmos de los datos, lo que hace que este procedimiento tenga propiedades para
el diagnostico del modelo muy interesantes. Ademas de cumplir el principio de equi-
valencia distribucional (pag. 60), es subcomposicionalmente coherente. Es decir, los
cocientes entre valores permanecen constantes aunque se eliminen filas o columnas
del analisis. Una propiedad que refuerza este tipo de analisis; pues nos permite
analizar con seguridad grupos de filas o de columnas. Por el contrario, en el AC
cuando analizamos subgrupos los perfiles y las distancias se ven afectados. Es decir,
el AC no es subcomposicionalmente coherente. De ahila necesidad de desarrollar el
AC de subgrupos que vimos en el capitulo 21. Para mas detalles y referencias, pode-
mos consultar el documento de trabajo aceptado en el Journal of Classification:
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¢ Greenacre M.J. y PJ. Lewi. «Distributional Equivalence and Subcompositional
Coherence in the Analysis of Contingency Tables, Ratio-Scale Measurements
and Compositional Data». Working paper no. 908, Department of Economics
and Business, Universitat Pompeu Fabra, Barcelona, 2005. Disponible en Inter-
net: www.econ.upf.edu/en/research/onepaper.phprid=908.

Para finalizar este epilogo, vamos a plantear un problema sin resolver. Sabemos
que en AC la dimension de una tabla I'x ], es (-1, J—1). Para una matriz de Burt
J x J obtenida a partir de Q variables categoricas, el nimero de dimensiones es
J— Q. Sin embargo, sabemos que /- Q dimensiones es mucho mas de lo que ne-
cesitamos para reproducir de forma exacta las tablas que se hallan fuera de la
diagonal. Podriamos definir la dimensionalidad de un conjunto de datos con
Q variables como el nimero de dimensiones necesarias para reproducir exacta-
mente la tabla de contingencia $Q(Q -1). Es decir, el nimero de dimensiones
necesarias en un AC conjunto para explicar el 100% de la inercia. La pregunta
es: ;podemos determinar las dimensiones de antemano? o, por el contrario, sélo
podemos determinarlas empiricamente. Dar respuesta a esta cuestion seria muy
util. Por ejemplo, en el ACM ajustado en el que consideramos sélo las K~ dimen-
siones para las cuales /4, >1/Q. En estudios empiricos, la inercia explicada
utilizando este numero (K') de dimensiones se acerca mucho al 100%, aunque
no es una prueba suficiente de que la dimensionalidad sea K. {Quiza con el tiem-
po se llegue a publicar una tercera edicién de este libro, en la que este problema
ya esté resuelto!
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